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À

Les enfants de mes frères et Les enfants de mes sœurs qui leur souhaitent une carrière

d’apprentissage réussie.

À
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Introduction

La théorie de l’estimation est une des branches les plus basiques de la statistique. Cette

théorie est habituellement divisée en deux composantes principales, à savoir, l’estimation

paramétrique et l’estimation non paramétrique. Le problème de l’estimation non para-

métrique consiste, dans la majeur partie des cas, à estimer, à partir des observations,

une fonction inconnue, élément d’une certaine classe fonctionnelle. Plus particulièrement,

on parle d’estimation non paramétrique lorsque celle-ci ne se ramène pas à l’estimation

d’un nombre fini de paramètres réels associés à la loi de l’échantillon. Un des plus vieux

problèmes de la statistique non paramétrique consiste à estimer la densité é de proba-

bilité f(.), la fonction de répartition F (.) et la régression r(.) à partir d’un échantillon

des variables aléatoires indépendantes et identiquement distribuées X1, X2, ..., Xn. Il s’agit

d’un problème fondamental qui a connu, durant ces dernières années, des développements

théoriques et pratiques à la fois rapides et nombreux. Le problème de l’estimation de la

densité de probabilité, la fonction de répartition et la fonction de régression est important

pour plusieurs raisons :

1. La densité de probabilité permet d’avoir un aperçue très rapide des principales

caractéristiques de la distribution (pics, creux, symétries,...), ce qui explique le

volume important de littérature qui lui est consacré.

2. C’est en terme de comportement local de la fonction de répartition que s’explique

plus facilement le comportement des estimateurs fonctionnels (vitesse de conver-

gence, normalité asymptotique) et c’est par un estimateur de la fonction de ré-

partition que l’on passe pour estimer des probabilités d’ensembles : la probabilité

qu’une variable soit dans un intervalle donné ou qu’une observation au moins d’un

nouvel échantillon dépasse un seuil fixée.

3. La régression non paramétrique est devenue une méthode populaire pour analyser

la relation entre une variable dépendante Y et une variable indépendante X. Son

objet, est d’estimer cette relation de dépendance sans faire d’hypothèses paramé-
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Introduction vi

triques sur la forme de cette dépendance.

Il existe plusieurs méthodes non paramétriques pour l’estimation de la densité, la fonction

de répartition et de la régression. Dans ce mémoire nous étudierons quelques méthodes

comme : la méthode d’estimation par histogramme, la méthode d’estimation par noyau,

La méthode des k-plus proches voisins et la méthode des Polynômes locaux ,..., mais

nous concentrons particulièrement sur la méthode d’estimation par noyau. Par définition

la méthode du noyau est une méthode statistique non-paramétrique d’estimation de la

densité de probabilité d’une variable aléatoire. Elle se base sur un échantillon d’une po-

pulation statistique et permet d’estimer la densité en tout point du support. En ce sens,

cette méthode généralise astucieusement la méthode d’estimation par un histogramme.

Les estimateurs obtenus par la méthode à noyau (ainsi que les estimateurs des autres)

sont consistants, et notre objectif est d’étudier leur convergence presque complète. Cette

dernière est un mode de convergence de variables aléatoires plus forte que la convergence

presque sûre, introduite par H. Robbins en 1947.

Ce mémoire est composé d’une introduction, de deux chapitres et d’une conclusion.

Dans le chapitre un nous concentrons sur les méthodes d’estimation, de la fonction de

répartition ( fonction de répartition empirique, Estimation à noyau ), de la densité (His-

togramme, Estimateur simple, Méthode du noyau et par un système trigonométrique)

et de la régression (Estimateurs à noyau, méthode des k-plus proches voisins et mé-

thode des polynômes locaux), et nous présentons également, les propriétés statistiques

des estimateurs (variance, biais, erreur moyenne quadratique...) et les propriétés asymp-

totique(convergence en moyenne quadratique et la convergence en moyenne quadratique

intégrée) pour chaque méthode d’estimation.

Dans le deuxième chapitre, nous étudions la convergence presque complète sa définition,

relation entre ce mode de convergence et d’autres modes et propriétés de base. On s’in-

téresse à l’étude de la convergence presque complète des estimateurs non paramétrique à

noyau.



Chapitre 1

Estimation non paramétrique

Dans ce chapitre, nous rappelons quelques méthodes d’estimation non paramétrique, et

nous concentrons sur les méthodes d’estimation de la fonction de répartition, de densité

et de régression, en donnant les propriétés statistique des estimateurs de chaque méthode

d’estimation.

on s’intéresse à l’estimation non paramétrique à noyaux, et surtout à la convergence de

ses estimateurs.

Le problème de l’estimation non paramétrique consiste à estimer, à partir des observations,

une fonction inconnue, élément d’une certaine classe fonctionnelle assez large, notons cette

classe fonctionnelle par F , la fonction inconnue d’échantillon par f et l’échantillon des

observations par (x1, x2, ..., xn). On peut poser le problème de l’estimation de f comme

suit : soit (Ω, A, P ) un espace de probabilité sur lequel est définie une famille de variables

aléatoires (X1, X2, ..Xn) indépendantes suivant la même loi.

La question est : Que peut on dire de f à partir de (x1, x2, ..., xn) avec (x1, x2, ..., xn) une

réalisation de (X1, X2, ..Xn) ?

Définition 1.1.

Un estimateur de la fonction f est une fonction :

f̂n : x −→ fn(x) = fn(x1, x2, ..., xn),

mesurable par rapport à l’observation (X1, X2, ..., Xn).

Définition 1.2.

Le biais d’un estimateur f̂n de la fonction f est la quantité définie par :

Biais(f̂n) = E(f̂n)− f.

1
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1. On dit qu’un estimateur f̂n de f est sans biais si :

Biais(f̂n) = 0.

c-à-d :

E(f̂n) = f.

2. On dit qu’un estimateur f̂n de f est asymptotiquement sans biais si :

lim
n→+∞

E(f̂n) = f.

Définition 1.3.

L’erreur moyenne quadratique d’un estimateur f̂n, notée MSE, est définie comme suit :

MSE(f̂n(x)) = E(f(x)− f̂n(x))2.

Remarque.

On peut écrire MSE en fonction du biais et de la variance comme suit :

MSE(f̂n(x)) = Biais(f̂n(x))2 + V ar(f̂n(x)).

Définition 1.4.

L’erreur moyenne quadratique intégrée d’un estimateur f̂n, qui est notéeMISE, est donné

par l’expression suivante :

MISE(f̂n(x)) =

∫
MSE(f̂n(x))dx =

∫
Biais(f̂n(x))2dx+

∫
V ar(f̂n(x))dx.

1.1 Estimation de la fonction de répartition

L’objectif de cette section est d’estimer la fonction de répartition F qui caractérise la loi

de probabilité d’une variable aléatoire, d’abord par la fonction de répartition empirique,

en suite par la méthode du noyau.

1.1.1 Estimation par la fonction de répartition empirique

On observe X1,..., Xn variables aléatoires réelles indépendantes et identiquement distri-

buées de fonction de répartition F, définie comme suit :

F (x) = P (X 6 x).
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Définition 1.5.

Un estimateur de la fonction de répartition F est la fonction empirique F̂n définie par :

F̂n(x) =
1

n

∑n

i=1
1{Xi≤x}, ∀x ∈ R.

=


0, x ≤ X(1)

k
n
, X(k) ≤ x ≤ X(k+1) si k = 1, ..., n− 1

1, x ≥ X(n),

avec :

X(1) 6 ... 6 X(n),

et 1A est la fonction indicatrice de l’événement A.

Voici quelques propriété de la F̂n :

Propriété 1.6.

L’estimateur F̂n possède les propriétés suivantes :

1) ∀ x∈ R, nF̂n(x) est de loi binomiale B(n, F (x)).

2) ∀x∈ R, F̂n(x) est un estimateur sans biais et convergent en moyenne quadratique.

3) ∀x ∈ R, F̂n(x) converge presque sûrement vers F (x).

∀x ∈ R, F̂n(x)
P. S−−−−−→

n−→+∞
F (x).

4) ∀x ∈ R, F̂n(x) converge en probabilité vers F (x).

∀x ∈ R, F̂n(x)
P−−−−−→

n−→+∞
F (x).

Démonstration.

1) On a :

F̂n(x) =
1

n

∑n

i=1
1{Xi≤x} =⇒ nF̂n(x) =

∑n

i=1
1{Xi≤x}

c’est la somme de n variables aléatoires indépendantes de même loi de Bernoulli

de paramètre P (Xi ≤ x) = F (x), alors

nF̂n(x) B(n, F (x)).
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2) Calculons le biais et la variance :

E(F̂n(x)) = E(
1

n
(nF̂n(x)))

=
1

n
E(nF̂n(x))

=
1

n
nF (x)

= F (x).

Donc F̂n(x) est un estimateur sans biais.

V ar(F̂n(x)) = V ar(
1

n
(nF̂n(x)))

= (
1

n
)2V ar(nF̂n(x))

=
1

n2
(nF (x)(1− F (x))

=
F (x)(1− F (x))

n
,

en remarque que limn−→∞ var(F̂n(x)) = 0 et puisque F̂n(x) est non biaisé, alors

F̂n(x)
MQ−−−−−→

n−→+∞
F (x), ∀x.

3) F̂n(x) = 1
n

∑n
i=1 1{Xi≤x}.

En appliquant la loi forte de grand nombres sur la suite indépendante de variables

aléatoires de Bernoulli 1{Xi≤x}, on obtient :

F̂n(x) =
1

n

∑n

i=1
1{Xi≤x}

P. S−−−−−→
n−→+∞

E(1{Xi≤x}) = P (Xi ≤ x) = F (x).

D’où la convergence presque sûrement.

4) D’après l’inégalité de Bienaymé-Tchebychev.

∀ε > 0, P (|F̂n(x)− F (x)| ≥ ε) ≤ V ar(F̂n(x))

ε2

≤ F (x)(1− F (x))

nε2
−−−−−→
n−→+∞

0.

Alors on a : F̂n(x)
P−−−−−→

n−→+∞
F (x).

�
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1.1.2 Estimation à noyau de la fonction de répartition

Dans ce partie, on cherche à estimer la fonction de répartition F par la méthode du noyau

qui a était introduite par Rosenblatt en 1956, puis amélioré par Parzen en 1962 (pour

l’estimation de la densité de probabilité).

Un noyau est une fonction de pondération utilisée dans l’estimation non paramétrique de

la densité de probabilité, la fonction de répartition, la fonction de régression...

Définition 1.7.

Soit k une fonction à valeurs réelle, positive et intégrable, telle que :
∫
R
k(u)du = 1, la

fonction k est dite noyau.

Définition 1.8.

Un noyau k est dit symétrique si pour tout u dans l’ensemble de définition de k, on a

k(u) = k(−u) ce qui implique ∫
R

uk(u)du = 0.

– k est dit de carré intégrable si ∫
R

k2(u)du < +∞.

Exemple 1.9.

Les noyau symétriques les plus utilisées sont :

– Le noyau rectangulaire k(u) = 1
2
1[−1,1](u).

– Le noyau parabolique d’Epanechnikov k(u) = 3
4
√

5
(1− U2

5
)1]−

√
5,
√

5[(u).

– Le biweight de tukey k(u) = 15
16

(1− u2)21]−1,1](u).

– Noyau sinusoïdal k(u) = Π
4

cos(Π
2
u)1]−1,1](u).

– Le noyau gaussien k(u) = 1
2
√

Π
exp(−u

2

2
).

Définition 1.10.

Un estimateur à noyau H de la fonction de répartition F , noté F̂hn, est définie par :

F̂hn(x) =
1

n

∑n

i=1
H

(
x−Xi

hn

)
,

où hn est le paramètre de lissage appelé fenêtre de l’estimateur.
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Remarque.

H est appelé noyau intégré, c’est à dire :

H(u) =

∫ u

−∞
k(t)dt,

tel que : ∫
Ω

k(t)dt = 1.

Propriété 1.11.

L’estimateur F̂hn possède les propriétés suivantes :

1) F̂hnest un estimateur asymptotiquement sans biais.

2) L’estimateur à noyau F̂hn(x) converge en moyenne quadratique vers F (x).

Démonstration.

1) L’objectif est de vérifier que E(F̂hn(x)) −→ F (x). Quand n −→∞

E(F̂hn(x)) =
1

n
E

(
n∑
i=1

H

(
x−Xi

hn

))

= E

(
H

(
x−X
hn

))
(car X1, .., Xn sont de même loi que X)

=

∫ +∞

−∞
H

(
x− z
hn

)
f(z)dz,

Une intégration par parties, nous donne :

E(F̂hn(x)) =

[
H

(
x− z
h

)
F (z)

]+∞

−∞
+

1

hn

∫ +∞

−∞
H ′
(
x− z
hn

)
F (z)dz

= 0 +
1

hn

∫ +∞

−∞
H ′
(
x− z
hn

)
F (z)dz

=

∫ +∞

−∞
H ′(y)F (x− hy)dy, en posant y =

x− z
h

,

en utilisant le développement de Taylor à l’ordre 1 de F au voisinage de x on

obtient :

F (x− yhn) = F (x)− hnyf(x) +O(h2
n).
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Alors

E(F̂hn(x)) =

∫ +∞

−∞
H ′(y)[F (x)− hnyf(x)]dy

=

∫ +∞

−∞
[H ′(y)F (x)− hnyH ′(y)f(x)]dy +O(h2

n)

= F (x)

∫ +∞

−∞
H ′(y)dy − hn

∫ +∞

−∞
yH ′(y)f(x)dy +O(h2

n)

car H ′(u) = k(u), alors

E(F̂hn(x)) = F (x)− hnf(x)

∫ +∞

−∞
yH ′(y)dy +O(h2

n),

car le noyau est symétrique. au passage à la limite quand n −→ ∞, h −→ 0

E(F̂hn(x)) −→ F (x).

D’ou F̂hn est un estimateur asymptotiquement sans biais.

2) L’objectif est de vérifier que limn−→∞E(F̂hn(x)− F (x))2 = 0.

On a :

var(F̂hn(x)− F (x)) = E[(F̂hn(x)− F (x))2]− (E(F̂hn(x)− F (x))2.

Il suffit donc de vérifie : var(F̂hn(x)) −→ 0 quand n −→∞.

var[F̂hn(x)] = var

(
1

n

n∑
i=1

k

(
x−Xi

hn

))

=
1

n2

n∑
i=1

var

(
k2

(
x−Xi

hn

))

=
1

n

[
E

(
k2

(
x−Xi

hn

))
− (E

(
k

(
Xi − x
hn

))2
]

E

[
k

(
x−Xi

hn

)2
]

=

∫ +∞

−∞
k2

(
x− z
hn

)
f(z)dz.

=

[
k2

(
x− z
hn

)
F (x)

]+∞

−∞
+

1

hn

∫ +∞

−∞
ḱ2

(
x− z
hn

)
F (z)dz.

= F (x)

∫ +∞

−∞
ḱ2(y)dy,

donc

var[F̂hn(x)] =
1

n
[F (x)

∫ ∞
−∞

(ḱ2)(y)dy−(F (x)−hnf(x)(

∫ ∞
−∞

yḱ(y)dy))2+O(h2
n)] −−−−−→

n−→+∞
0.

Puis que F̂hn(x) est non biaisé alors

F̂hn(x)
MQ−−−−−→

n−→+∞
F (x),∀x.
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1.2 Estimation de la densité

Dans cette section, on suppose que la loi de l’échantillon (X1, ..., Xn) est continue et on

cherche à estimer sa densité f .

Par définition f est la dérivée de la fonction de répartition F . Mais la fonction de répar-

tition empirique F̂hn n’est pas dérivable, car c’est une fonction en escalier, on ne peut

pas donc utiliser directement les résultats sur la fonction de répartition empirique pour

estimer la densité. On peut se demander quelle est l’utilité d’estimer la densité alors que

l’on a déjà un très bon estimateur de la fonction de répartition ? La principale raison est

que la forme d’une densité est beaucoup plus facile à interpréter que celle d’une fonction

de répartition.

1.2.1 Histogramme

L’estimation de f par histogramme, consiste à estimer f en un point x par la proportion

de variables aléatoires (X1, ..., Xn) qui se trouve dans un intervalle de longueur hn, et qui

contient x .

Un histogramme est définit a partir d’une suite double de valeurs croissantes

{., ., ai−1, ..., a−1, a0, a1, ..., ai}, consistant un découpage, en intervalles ]ak, ak+1] de la droite

réelle.

Soit nk la fréquence des observations situées dans l’intervalle [ak, ak+1] pour un échantillon

de taille n, alors l’histogramme est la fonction constante par morceaux f̂n définie pour

tout k ∈ Z par :

f̂n(x) =
nk/n

(ak+1 − ak)
, pour x ∈]ak, ak+1]

qui nous donne la représentation graphique en rectangles.

Pour estimer f par un histogramme, on fixe d’abord une borne inférieure de l’échan-

tillon a0<x1 et une borne supérieure ak>xn, puis on partitionne l’intervalle ]a0, ak] conte-

nant toutes les observations en k classes ]ak−1, ak], dont la largeur de la classe j est

hj = aj − aj−1.
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Définition 1.12.

L’estimateur de f sur ]ak, ak+1], de type histogramme, noté f̂hn, est définie par :

f̂hn(x) =
nk
nhn

, pour x ∈]ak, ak+1]

=

∑n
k=1 1]ak,ak+1](x)

nhn

=
Nk

nhn
,

où Nk est le nombre aléatoire de valeurs tombant dans ]ak, ak+1], telle que Nk  B(n, pk),

où pk est la probabilité estimer par nk

n
.

Propriété 1.13.

L’estimateur f̂n de la densité par histogramme possède les propriétés suivantes :

1. L’espérance : on a :

Nj  B(n, pj),

on déduit que :

E(f̂hn(x)) =
E(nj)

nhn
=
pj
hn
.

2. La variance :

var(f̂hn(x)) =
pj(1− pj)

nh2
n

.

L’expression de la variance montre que plus le paramètre hn est petit, plus var(f̂hn(x))

est grand c’est à dire moins efficace, inversement, plus hn est grand, plus f̂hn(x)

est efficace.

Maintenant, le comportement asymptotique du biais, variance, MSE et MISE : en fai-

sant le développement de Taylor à l’ordre 1, on obtient les propriétés suivantes :

– Le biais de l’estimateur f̂hn(x) :

Biais(f̂hn(x)) = E(f̂hn(x))− f(x)

=
1

2
f ′(x)[hn − 2(x− ak)] +O(h2

n).

– La variance de l’estimateur f̂hn(x) :

V ar(f̂hn(x)) = E(f̂hn(x)2)− (E(f̂hn(x)))2

=
f(x)

nhn
+O(n−1).

Si nhn −→∞ quand n −→∞ alors V ar(f̂hn(x)) −→ 0.
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– La convergence en moyenne quadratique de l’estimateur f̂hn(x) :

MSE(f̂hn(x)) = V ar(f̂hn(x)) +Biais(f̂hn(x))2

=
f(x)

nhn
+
f ′(x)2

4
(hn − 2(x− ak))2 +O(n−1) +O(h2

n).

Si h −→ 0 et nh −→∞ quand n −→∞ alors MSE(f̂h(x)) −→ 0.

– La convergence en moyenne quadratique intégrée de l’estimateur f̂hn(x)

MISE(f̂hn(x)) =
1

nhn
+
h2
n

∫
f ′2(t)dt

12
+O(n−1) +O(h3

n).

Si h −→ 0 et nh −→∞ quand n −→∞ alors MISE(f̂hn(x)) −→ 0.

1.2.2 Estimateur simple

Rappelons que la densité de probabilité f est égale à la dérivée de la fonction de répartition

F (si cette dérivée existe). On peut donc écrire

fhn(x) = F ′(x) = lim
h→0

P (x− hn ≤ Xi ≤ x+ hn)

2hn

= lim
h→0

F (x+ hn)− F (x− hn)

2hn

c’est à dire que

fhn(x) ' F (x+ hn)− F (x− hn)

2hn
.

Si on remplace F par l’estimateur F̂hn , on obtient :

f̂hn(x) =
F̂ (x+ hn)− F̂ (x− hn)

2hn
,

où f̂hn est l’estimateur de f appelé estimateur de Rosemblanlt.

Définition 1.14. L’estimateur de Resonblatt, de la fonction de densitie f est defnie par :

f̂hn(x) =
F̂ (x+ hn))− F̂ (x− hn)

2hn

=
1

2nhn

∑n

i=1
1{−1≤x−Xi

hn
<+1}.

Remarque.

Notons que cet estimateur peut encore s’écrire comme

f̂hn(x) =
1

n

∑n

i=1

1

hn
w(
x−Xi

hn
),
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où w(y) =

1, si y ∈ [1,−1[

0, sinon.

Propriété 1.15.

1. Le biais : Nous savons que

nF̂hn(x) =
n∑
i=1

1(Xi ≤ x) B(n, F (x)),

et

2nhnf̂hn(x) = nF̂ (x+ hn)− nF̂ (x− hn) B(n, F (x+ hn)− F (x− hn)),

=⇒ E(2nhnf̂n(x)) = n(F (x+ hn)− F (x− hn)).

Par conséquence :

E(f̂hn(x)) =
1

2hn
(F (x+ hn)− F (x− hn)),

si n −→∞ et h −→ 0 alors

E(f̂hn(x)) −→ fhn(x).

2. La variance :

var(2nhnf̂hn(x)) = n(F (x+ hn)− F (x− hn))(1− F (x+ hn) + F (x− hn))

=⇒ var(f̂hn(x)) =
1

4nh2
n

(F (x+ hn)− F (x− hn))(1− F (x+ hn) + F (x− hn)),

et

nhnvar(f̂hn(x)) −→ 1

2
fhn(x).

3. Le MSE :

si nhn −→ ∞ et hn −→ 0 quand n −→ ∞ on a que Le risque quadratique moyen

de l’estimateur

MSE( ˆf(x)hn) = E(f̂hn(x)− fhn(x))2 −→ 0,

pour tout point x.
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1.2.3 Méthode du noyau

La méthode du noyau est une généralisation de la méthode d’estimation par histogramme.

l’estimateur f̂n reste une fonction en escalier, pour obtenir quelque chose de plus lisse. On

a d’après l’estimateur simple de la densité

f̂hn(x) =
1

2nhn

∑n

i=1
1]x−hn,x+hn](Xi)

=
1

nhn

∑n

i=1

1

2
1{x−hn<Xi<x+hn}

=
1

nhn

∑n

i=1

1

2
1]−1,1[

(
x−Xi

hn

)
.

On pose k(u) = 1
2
1|]−1,1[(u), la méthode du noyau consiste à généraliser cette approcher

à d’autres fonction k.

Définition 1.16.

Un estimateur à noyau de la densité f est une fonction f̂hn définie par :

f̂hn(x) =
1

nhn

∑n

i=1
k

(
x−Xi

hn

)
,

où {hn}n≥1 est une suite de réels positifs appelées paramètres de lissage ou largeurs de la

fenêtre qui tend vers 0 quand n tend vers l’infini et k est une densité de probabilité appelée

noyau.

Propriété 1.17.

Soit x fixe dans R :

1.) Biais(f̂hn(x)) = h2n
2
f ′′(x)

∫ +∞
−∞ u2k(u)du+O(h2

n).

2.) var(f̂hn(x)) = 1
nhn

f(x)
∫ +∞
−∞ k2(u)du+O( 1

nhn
).

3.) MSE(f̂hn(x)) = 1
nhn

f(x)
∫ +∞
−∞ k2du+O( 1

nhn
) + h4n

4
f ′′(x)2[

∫ +∞
−∞ u2k(u)du]2 +O(h4

n).

Démonstration.

Sous les hypothèses :

(K. 1)
∫
R
k(u)du = 1,

(K. 2)
∫
R
uk(u)du = 0,

(K. 3)
∫
R
u2|k(u)|du ≤ ∞.

On a :



1.2. Estimation de la densité 13

1)

E(f̂hn(x)) =
1

nhn
E

(
n∑
i=1

k

(
Xi − x
hn

))

=
1

hn

∫ +∞

−∞
k

(
y − x
hn

)
f(y)dy

=

∫ +∞

−∞
k(u)f(x+ uhn)du, en posant u =

y − x
hn

.

En utilisant le développement de Taylor de f au voisinage de x on obtient :

f(x+ uhn) = f(x) + hnuf
′(x) +

(uhn)2f ′′(x)

2
+O(h2

n)

E(f̂hn(x)) =

∫ +∞

−∞
k(u)[f(x) + f ′(x)uh+

1

2
f ′′(x)(uhn)2 +O(h2

n)]du

= f(x)

∫ +∞

−∞
k(u)du+ hnf

′(x)

∫ +∞

−∞
uk(u)du+ f ′′(x)

h2
n

2

∫ +∞

−∞
u2k(u)du

= f(x) +
h2
n

2
f ′′(x)

∫ +∞

−∞
u2k(u)du+O(h2

n),

alors :

Biais(f̂hn(x)) = E(f̂hn(x))− f(x)

=
h2
n

2
f ′′(x)

∫ +∞

−∞
u2k(u)du+O(h2

n).

Alors :

limBiais(f̂hn(x)) = 0,

lorsque n −→∞ et h −→ 0.

2)

var(f̂hn(x)) = var

(
1

nhn

n∑
i=1

k

(
Xi − x
hn

))

=
1

n

{
1

h2
n

E

[
k

(
X − x
hn

)2
]
− 1

hn
E2

[
k

(
X − x
hn

)]}

=
1

nhn

∫ +∞

−∞
(k(u))2f(x+ uhn)du− 1

n
[

∫ +∞

−∞
k(u)f(x+ uhn)du]2,

le terme
[

1
n
[
∫ +∞
−∞ k(u)f(x+ uhn)du

]2

7−→ 0 lorsque n 7−→ +∞.

Donc :

var(f̂hn(x)) =
1

nhn
f(x)

∫ +∞

−∞
k2(u)du+O

(
1

nhn

)
.
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D’où :

lim
n−→∞

var(f̂hn(x)) = 0, quand nhn −→∞.

3)

MSE(f̂hn(x)) = E(f̂hn(x)− f(x))2

= E(f̂hn(x)− f̂hn(x) + f̂hn(x)− f(x))2

= var(f̂hn(x)) +Biais(f̂hn(x))2

=
1

nhn
f(x)

∫ +∞

−∞
k2du+O

(
1

nhn

)
+
h4
n

4
f ′′(x)

2

[∫ +∞

−∞
u2k(u)du

]2

+O(h4
n).

�

Remarque.

MISE(f̂hn(x)) =
1

nhn

∫ +∞

−∞

(
f(x)

[∫ +∞

−∞
k2(u)du

]
+O

(
1

nhn

))
dx

+
h4
n

4

∫ +∞

−∞

(
(f ′′(x))2

[∫ +∞

−∞
u2k(u)du

]2

+O(h4
n)du

)
dx.

h = hn 7−→ 0 et nhn 7−→ ∞ quand n 7−→ ∞ alors MSE(f̂hn(x)) 7−→ 0. On dit que f̂hn(x)

converge en probabilité vers f(x).

1.2.4 Estimation de la densité de probabilité par un système tri-

gonométrique

Soit (X1, .., Xn) une suite de variables aléatoires indépendantes et identiquement distri-

buées de densité de probabilité inconnue f sur [−π,+π]. Il s’agit d’estimer f(x) a partir

des observations (x1, .., xn), Pour cela on considère la base donnée par :

ek(x) =
1√
2π

(cos(kx) + sin(kx))1[−π,+π], k = 0, 1, 2, ..., (1.1)

la base donnée par (1. 1) est orthogonale dans [−π,+π], c’est-a-dire :

∫ 1

0

ek(x)ej(x)dx =

1 j = k

0 sinon.
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La densité de probabilité f(x) peut se mettre sous la forme :

f(x) =
∞∑
k=0

akek(x), x ∈ [−π,+π],

où

ak =

∫ 1

0

ek(x)f(x)dx = E(ek(x)).

Les coefficients ak peuvent être estimées par :

âk =
1

n

∞∑
k=0

ek(Xi) =
1√
2π2

n∑
i=1

(cos k(Xi) + sin k(Xi)) .

Définition 1.18.

L’estimateur ˆfdn(x) de f(x) est donnée par :

ˆfdn(x) =
dn∑
k=0

âkek(x)

=
1

n

n∑
i=1

dn∑
k=0

ak(Xi)ek(x)

=
1

4πn

n∑
i=1

sin
(

(2dn+1)(Xi+x)
2

)
sin
(

(Xi+x)
2

)
+

n∑
i=1

sin
(

(2dn+1)(Xi−x)
2

)
sin
(
Xi−x

2

)
 ,

où dn est une suite des nombres réels positifs tels que dn −→∞ quand n −→∞.

Propriété 1.19.

1.
∫ π
−π

ˆfdn(x) = 1 et | ˆfdn(x)| ≤ 2dn+1
2π

.

2. Biais( ˆfdn(x)) =
∑∞

k=dn+1 akek(x).

3.

var( ˆfdn(x)) =
dn + 1

4π2n
+

1

2π
√

2πn

dn∑
k=0

β2k −
1

2πn

dn∑
k=0

a2
k +

1

4π2n

dn∑
k=0

sin(2kx)

+
1

2nπ
√

2π

dn∑
k=0

sin(2kx)β2k −
1

2πn

dn∑
k=0

a2
k sin(2kx)+

dn∑
k=0

dn∑
j=0

1

n

[
1√
2π
γk−j +

1√
2π
βk+j − akaj

]
ek(x)ej(x),

avec

γk =
1√
2π

∫ π

−π
f(x) cos(kx)dx =

1√
2π
E(cos(kX)),

et

βk =
1√
2π

∫ π

−π
f(x) sin(kx)dx =

1√
2π
E(sin(kX)).
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4.

MSE( ˆfdn(x)) =
dn + 1

4π2n
+

1

2π
√

2πn

dn∑
k=0

β2k −
1

2πn

dn∑
k=0

a2
k +

1

4π2n

dn∑
k=0

sin(2kx)

+
1

2nπ
√

2π

dn∑
k=0

sin(2kx)β2k −
1

2πn

dn∑
k=0

a2
k sin(2kx)+

dn∑
k=0

dn∑
j=0

1

n

[
1√
2π
γk−j +

1√
2π
βk+j − akaj

]
ek(x)ej(x) +

[
∞∑

k=dn+1

akek(x)

]2

.

5. MSIE( ˆfdn(x)) =
∫ π
−π f

2(x)dx+ dn+1
2πn

+ 1√
2πn

∑dn
k=0 β2k − n+1

n

∑dn
k=0 a

2
k.

Démonstration.

voir [4] �

propriété asymptotique

Théorème 1.20.

1. Si dn −→∞, ˆfdn(x) est asymptotiquement sans biais :

lim
n−→∞

E( ˆfdn(x)) = f(x).

2. Si dn = o(
√
n) et dn −→∞ lorsque n −→∞, alors

lim
n−→∞

var( ˆfdn(x)) = 0.

3. Si dn = o(
√
n) et dn −→∞ lorsque n −→∞, alors

lim
n−→∞

MSE( ˆfdn(x)) = 0.

4. Si dn = o(
√
n) et dn −→∞ lorsque n −→∞, alors

lim
n−→∞

MSIE( ˆfdn(x)) = 0.

Démonstration.

Voir [4] �
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1.3 Estimation de la fonction de régression

Supposons que l’on dispose de n couples de variables aléatoires (X1, Y1), ..., (Xn, Yn) in-

dépendantes et de même loi que le couple (X, Y ) telles que :

Y = r(X) + ε.

où la variable aléatoire ε est la variation de Y autour de X, vérifie E(ε) = 0 et indépen-

dante de X. r est une fonction de [0, 1] à valeurs réelle, dite fonction de régression, est

inconnue. Le problème de régression non paramétrique est d’estimer r, lorsque l’on sait à

priori que cette fonction appartient à un ensemble non paramétrique (de dimension infi-

nie) F , qui peut être l’ensemble de toutes les fonctions continues sur [0, 1] où l’ensemble

des fonctions convexe,...

On cherche dans cette famille de fonctions F , quelle est celle pour laquelle les Y sont

les plus proches de r(X), c’est à dire on déterminera la fonction r(X) qui rendra l’erreur

quadratique moyenne la plus petite possible i. e :

E(r(X)− Y )2 = min
r
E(r(X)− Y )2,

ce minimum est donnée par :

r̂(X) = E(Y/X = x),

la fonction r exprime la valeur moyenne de la variable aléatoire à expliquer Y en fonction

de la variable explicative X.

Le couple (X, Y ) est à valeur dans R2, donc il admet une densité jointé f(x, y) sur R2 et

une densité marginale f(x) > 0 par rapport à la mesure de Lebesgue sur R.

On suppose que la variable aléatoire Y est intégrable par conséquent on peut définir la

fonction de régression r(x) par :

r(x) = E(Y/X = x) =

∫
R

yfY/X(y/X = x)dy (1.2)

=

∫
R
yfX,Y (x, y)dy

f(x)
. (1.3)

(1.4)

Remarque.

r(x) est la fonction qui donne la meilleure approximation de Y sachant X = x au sens

des moindres carrés.
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1.3.1 Estimateurs à noyau de la fonction de régression

Dans ce paragraphe, on représente la construction de l’estimateur à noyau de Nadaraya

Watson (1964) basé sur l’idée de Tukey (1961), qui a introduit un estimateur à noyau de

type régressogramme de la fonction de régression définie par :

rhn(x) =

∑n
i=1 Yi1[tk,tk+1[(Xi)∑n
i=1 1[tk,tk+1[(Xi)

pour x ∈ [tk, tk+1[,

où [tk, tk+1[, k ∈ N est une partition de support de x. Bosq (1969) fût le premier à

donner une étude des propriétés statistiques de cet estimateur, il a montré la convergence

uniforme presque sûre du regressogramme sur l’intervalle [a, b], quand

hn = O(n−α), 0 < α < 1.

Sabry (1978) a montré la convergence uniforme presque sûre sur [0,
√

logn
log logn

] et Lecoultre

(1982) a procédé à l’extension de tous ces résultants à R. (pour une étude plus approfondie

de cet estimateur on se réfère au livre de Bosq et Lecoutre (1987)). Pour éviter le problème

de positionnement des bornes dans intervalles de la partition, un autre estimateur a été

construit comme suit :

∀x, r̂h(x) =

∑n
i=1 Yi1[x−h,x+h[(Xi)∑n
i=1 1[x−h,x+h[(Xi)

, où h ∈ R+
∗ .

L’inconvenant de ce nouveau estimateur est sa discontinuité. Sa généralisation a été in-

troduite et étudiée par Nadaraya (1964) et Watson (1964).

Une façon de construire l’estimateur de Nadaraya-Watson et l’utiliser les estimateurs de

f(x, y) et de f(x) dans (1. 3) comme suit :

r(x) =

∫
R
yfX,Y (x, y)dy

f(x)
.

un estimateur à noyau de la densité joint f(X,Y ), noté f̂(X,Y ) peut être obtenu en suivant

les mêmes étapes utilisés pour obtenir ˆf(x) estimateur de f(x), et on obtient :

f̂X,Y (x, y) =
1

nh2

n∑
i=1

k

(
Xi − x
h

)
k

(
Yi − y
h

)
,
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d’où l’estimateur de Nadaraya-Watson (1964) de la fonction r est :

r̂hn(x) =

1
nhn

∑n
i=0 Yik

(
X−x
hn

)
1
nhn

∑n
i=0 k

(
X−x
hn

) .

Définition 1.21.

L’estimateur à noyau, de Nadaraya-Watson (1964)notée r̂hn(x) de la fonction de régres-

sion r est donnée par :

r̂hn(x) =


∑n

i=0 Yik(
x−Xi
hn

)∑n
i=0 k(

x−Xi
hn

)
=

φ̂hn (x)

f̂hn (x)
, si 1

(∑n
i=0 k

(
x−Xi

hn

))
6= 0

1
n

∑n
i=0 Yi, sinon,

où

φ̂hn(x) =
1

nhn

n∑
i=0

Yik

(
x−Xi

hn

)
.

Remarque.

L’estimateur r̂hn dépend de deux paramétrés le paramètre de lissage hn et noyau k

Définition 1.22.

Un estimateur r̂hn(x) de r(x) est dit estimateur linéaire de la régression non-paramétrique

si :

r̂hn(x) =
n∑
i=0

Yiwi,

où la fonction de poids wi(.) ne dépend pas des observations Yi.

Définition 1.23.

L’estimateur à noyau introduit par Watson Nadaraya, de la fonction de régression évaluée

au point x0, noté r̂hn(x0), est défini par :

r̂hn(x) =
n∑
i

Yiwi(x0),

avec

wi(x0) =
k
(
x0−Xi

hn

)
∑n

i=0 k
(
x0−Xi

hn

) ,
où k(.) désigne une fonction noyau, hn > 0 un paramètre de lissage.
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Les propriétés de l’estimateur de la fonction de régression

1. Étude asymptotique de la variance :

Proposition 1.24.

Sous les hypothèses :

(k. 1)

(k. 4) k est bornée, c’est à dire ∃M ≥ 0,∀u ∈ R, |k(u)| < M ,

(k. 5) lim |u|k(u) = 0, quand |x| −→ ∞,

(k. 6) k ∈ L1(R), c’est à dire
∫
R
|k(u)|du <∞,

et si E(Y 2) < ∞, alors en chaque point de continuité des fonctions r(x), f(x) et

σ2(x) = V ar(Y/X = x). On a

var(r̂hn(x)) =
1

nhn

{
σ2(x)

f(x)

∫
R

k2(u)du

}
(o(1) + 1),

où

f(x) > 0.

Démonstration.

Soit la fonction ψ(x) =
∫
R
y2f(x, y)dy, en se basant sur le lemme de Bochner

suivant :

Lemme 1.25. {Bochner}

Soit K : (Rm, βm) 7−→ (R, β) une fonction mesurable, où

βp est la tribu borélienne de Rp, vérifiant :

∃M (constante) telle que,∀z ∈ Rm, |k(z)| ≤M,∫
Rm

|k(z)dz <∞,

et

‖z‖m|k(z)| 7−→ 0 quand ‖z‖ 7−→ ∞.

Par ailleurs, soit

g : (Rm, βm) 7−→ (R, β) une fonction telle que∫
Rm

|g(z)|dz <∞,

Si g est continue, et si 0 < hn 7−→ 0, quand n 7−→ ∞ alors :

lim
n7−→∞

1

hmn

∫
Rm

k

(
z

hn

)
g(x− z)dz = g(x)

∫
Rm

k(z)dz.



1.3. Estimation de la fonction de régression 21

on a

var(φ̂hn(x)) =
1

nh2
n

{
E

[
Y 2k2

(
x−X
hn

)]
− E

[
Y k

(
x−X
hn

)]2
}

=
1

nhn

{∫
R

k2(u)ψ(x− hnu)du− hn
(∫

R

k(u)f(x− hnu)(x− hnu)du

)2
}

=
1

nhn
ψ(x)

∫
R

k2(u)du(1 + o(1)).

on a

cov(f̂hn(x), φ̂hn(x)) = E[{f̂hn(x)− E(f̂hn(x))}{φ̂hn(x)− E(φ̂hn(x))}]

=
1

nhn
φ(x)

∫
R

k2(u)du(1 + o(1)),

et

var(f̂hn(x)) =
1

nhn
f(x)

∫
R

k2(u)du(1 + o(1)).

Posons

Bn(x) =

 f̂hn(x)

φ̂hn(x)


et

A(x) =
(
−r(x)
f(x)2

, 1
f(x)

)
La matrice de variance covariance de Bn(x) est alors donnée par l’expression sui-

vante :

Σ :=
1

nhn

f(x) φ(x)

φ(x) ψ(x)

∫
R

k2(u)du(1 + o(1))

En remarquant, que :

var(f̂hn(x)) = AΣAt =
1

nhn
f(x)

(
ψ(x)

(f(x)2)
− (φ(x))2

(f(x)3)

)∫
R

k2(u)du(1 + o(1)),

où At désigne la transposée de A, on obtient alors :

var(f̂hn(x)) =
1

nhn

{
σ2(x)

f(x)

∫
R

k2(u)du

}
(1 + o(1)).

�

2. Étude asymptotique du biais : l’étude asymptotique du biais repose sur la

proposition suivante :

Proposition 1.26.

Sous les hypothèses de la proposition (1. 16) et
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a) Si |Y | ≤ C1 <∞ P .S et si nhn −→∞, quand n −→∞, alors :

E(r̂hn(x)) =
E(φ̂hn(x))

E(f̂hn(x))
+O

(
1

nhn

)
.

b) Si E(Y 2) <∞, nh2
n −→∞, quand n −→∞, alors :

E(r̂hn(x)) =
E(φ̂hn(x))

E(f̂hn(x))
+O

(
1√
nhn

)
.

Démonstration. En multipliant les deux expressions de l’identité suivante :

1

f̂hn(x)
=

1

E(f̂hn(x))
− f̂hn(x)− E(f̂hn(x))

E(f̂hn(x))2
+

[f̂hn(x)− E(f̂hn(x))]2

f̂hn(x)E(f̂hn(x))2
.

Par φ̂hn(x) et en passant à l’espérance nous obtenons :

E(r̂hn(x)) =
E(φ̂hn(x))

E(f̂hn(x))
− (E(f̂hn(x))−2E(φ̂hn(x))− E(φ̂hn(x)))(f̂hn(x))E(f̂hn(x))

(1.5)

+ (E(f̂hn(x))−1(E(f̂hn(x)))−2E(φ̂hn(x))[f̂hn(x)− E(f̂hn(x))] (1.6)

=
E(φ̂hn(x))

E(f̂hn(x))
+ [c1

n(x)− c2
n(x)](E(f̂hn(x))−2, (1.7)

où

c(1)
n (x) = E[(φ̂hn(x)− E(φ̂hn(x)))[f̂hn(x)− E(f̂hn(x))]], (1.8)

c(2)
n (x) = E[(f̂hn(x)−1 − E(φ̂hn(x)))[f̂hn(x)− E(f̂hn(x))]]. (1.9)

Comme var(f̂hn(x)) ∼ 1
nhn

f(x)
∫
R
k2(t)dt et

var(φ̂hn(x)) ∼ 1
nhn

∫
R
y2f(x, y)dy

∫
R
k2(t)dt, alors

|c1
n(x)| ≤ var(φ̂hn(x))

1
2var(f̂hn(x))

1
2 = O

(
1

nhn

)
. (1.10)

Nous constatons aussi que l’hypothèse a) implique l’inégalité suivante

|c2
n(x)| ≤ C1var(f̂hn(x)) ∼ 1

nhn
f(x)

∫
R

k2(t)dt = O

(
1

nhn

)
. (1.11)

En combinant les relations (1. 5), (1. 10), (1. 11) nous obtenons le résultat a). Pour

montrer le cas b) il suffit de remarquer que la relation (1. 10) est toujours valable
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mais la relation (1. 11) devient

|c2
n(x)| ≤ E

(
max
1≤i≤n

|Yi|
)
E
[
f̂hn(x)− E(f̂hn(x))

]2

(1.12)

≤

[
n∑
i=1

E(Y 2
i )

] 1
2 [
E[f̂hn(x)− E(f̂hn(x))]4

] 1
2 (1.13)

=
√
nE(Y 2)

1
2O

(
1

nhn

)
(1.14)

= O

(
1√
nhn

)
(1.15)

Les relations, (1. 10), (1. 11) et (1. 12) donnent le résultat b). �

Maintenant nous sommes en mesure d’énoncer le résultat suivant.

Proposition 1.27.

Si les hypothèses (K. 1), (K. 2) et (K. 3) sont vérifiées et si f(.) et r(.) sont de

classe C2(R) et si |y| est borné.
Alors :

E(r̂hn(x))− r(x) =
h2
n

2

{{
r′′(x) + 2r′(x)

f ′(x)

f(x)

}∫
R

u2k(u)du

}
(1 + o(1)). (1.16)

Remarque.

(a) (K. 1), (K. 2) et (K. 3) peuvent être remplacées par le noyau k est d’ordre 2

au sens de Gasser et Müller.

(b) o(1)dans la relation (1. 16) est égale à O(h)O((nh)−1)

Démonstration.

On a

E(φ̂hn(x))

E(f̂hn(x))
− r(x) = [E(k

(
x− t
hn

)
)]−1

{∫
R

1

hn
k

(
x− t
hn

)
φ(t)dt− r(x)

∫
R

1

hn
k

(
x− t
hn

)
f(t)dt

}
=

{
(f(x))−1

{
hn
2
φ′′(x)− hn

2
f ′′(x)

}∫
R

k(u)du+ φ(x)− r(x)f(x)

}
(1 + o(1))

Comme φ(x) = r(x)f(x). L’équation précédente peut s’écrire :

E(r̂hn(x))− r(x) =

{
hn
2

{
r′′(x)− 2r′(x)

f ′(x)

f(x)

}∫
R

k(u)du

}
(1 + o(1)),

D’où

lim
n7−→∞

E(r̂hn(x)) = r(x).

�
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1.3.2 La méthode des k-plus proches voisins

La construction des estimateurs k-plus proches voisins différents de l’estimateur à noyau.

L’estimateur a noyau r̂(x) est défini comme une moyenne pondérer des variables réponses

dans un voisinage fixée autour de x, déterminer dans la forme par le noyau k et la lar-

geur de bande h. L’estimateur k plus proche voisin est une moyenne pondérer dans un

voisinage variable. Ce voisinage est défini par ces variables X qui sont parmi les k-plus

proches voisins se x par rapport à la distance euclidienne. La suite des poids des k-plus

proches voisins a été introduite par [Loftsgaarden and Quesenberry] dans le domaine lié

a l’estimation de la densité et utilisée par [Cover and Hart] dans le but de classification

Définition 1.28.

Dans le cadre présent de la régression, le lisseur k-plus proche voisin est défini par

r̂k(x) = n−1

n∑
i=1

ωki(x)yi

{ωki(x)}ni=1 est une suite de poids définie par l’ensemble d’indices

Jx={i : xi est l’une des k-plus proches observations de x}, avec cet ensemble d’indices des

observations voisine, la suite des poids des k-plus proches voisins est construite comme

suit

ωki(x) =


n
k

i ∈ Jx

0 sinon.

Exemple 1.29.

Considérons l’exemple suivant.

Soit {(xi, yi)}5
i=1 = {(1, 5), (7, 12), (3, 1), (2, 0), (5, 4)} et calculons les k-plus proches voi-

sins r̂k(x) pour x = 4 et k = 3. Les observations proches de x sont les 3 derniers points

des données. Par conséquent Jx = J4 = {3, 4, 5} donc

wk1(4) = wk2(4) = 0, wk3(4) = wk4(4) = wk5(4) =
5

3
.

Ce qui résulte

r̂3(4) =
1

5
(1 + 0 + 4)

5

3
.

Dans une expérience où la variable X est choisie dans une grille équidistante, les poids

des k-plus proches voisins sont équivalents au poids du noyau. Soit k = 2nh et comparons

{wki(x)} avec {whi(x)} pour un noyau uniforme k(u) = 1
2
1|(|u| ≤ 1) pour un x pas très
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proche de la limite.

Ainsi pour i ∈ Jx :

wki(x) =
n

2nh
=

1

2
h−1 = whi(x).

Le paramètre de lissage k règle le degré de lissage de la courbe estimée. Il joue un rôle

similaire à la largeur de bande pour le noyau. Quand on fait varier k l’influence sur

les caractéristiques qualitatives de la courbe estimée est similaire à celle observée par

l’estimation à noyau avec le noyau uniforme.

Considérons pour n fixé, le cas où k devient plus grand que n. Le lisseur k-plus proche

voisin est alors égal à la moyenne des variables réponses. L’autre cas limite est k = 1

dans lequel les observations se répètent à xi, et pour un x entre deux variables adjacentes,

une fonction seuil est obtenue avec un saut au milieu des deux observations. Un autre

problème de sélection du paramètre de lissage est observé : k doit être choisi comme une

fonction de n ou même des données. Comme 1er objectif, c’est de pouvoir réduire le bruit,

posons k = kn tend vers l’infini comme fonction de la taille de l’échantillon. Le second

objectif est de garder l’erreur approximative (le biais) petite. Le second objectif est réalisé

si le voisinage autour de x se rétréci asymptotiquement vers zéro, ceci peut être fait par

définir k = kn tel que kn −→ 0. Malheureusement, cette condition contredit le 1er objectif.

Pour garder la variance petite autant que possible il faut choisir k grand que possible.

Pour cela, nous envisageons encore un compromis entre "trouver une bonne approximation

" pour la fonction de régression et une bonne réduction du bruit observé. Ce problème de

compromis peut être formuler par un développement de l’erreur moyenne quadratique de

l’estimateur k-plus proches voisins.

Proposition 1.30. (Lai, 1977)

Soit k −→∞, k
n
−→∞, le biais et la variance de l’estimateur k-plus proches voisins r̂k(x)

sont donnés par :

E(r̂k(x)− r(x)) ≈ 1

24f(x)3
[(r′′fX + 2r′f ′x)(x)]

(
k

n

)2

,

var(r̂k(x)) ≈ σ2(x)

k
.

Le compromis entre le biais-variance est ainsi réalisée dans un sens asymptotique en posant

k ∼ n
4
5 Une conséquence est que l’erreur moyenne quadratique elle même converge vers 0

au taux de k−1 ∼ −n−4
5 Autre suite de poids ωki(x) ajoutant au poids uniforme il a défini

les poids triangulaires et quadratiques du k-plus proches voisins, Généralement, les poids
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peuvent être pris comme étant générés par des fonctions noyaux K.

ωRi =
k
(
x−xi
R

)∑n
i=1 k

(
(x−xi
R

)
où R = Rn est la distance entre x et ses k plus proches voisins.

Proposition 1.31. (Mack, 1981)

Soit k −→ ∞, k
n
−→ 0, et soit ck et dk définis comme suit : ck =

∫
k2(u)du et dk =∫

u2k(u)du Alors on a :

E(r̂R(x)− r(x)) ≈ k

n

r′′f + 2r′f ′

8f(x)3
dk

var(r̂R(x)) ≈ 2
σ2(x)

k
ck

Une conséquence de cette proposition est qu’une contribution d’équilibre entre le biais2 et

la variance de l’erreur moyenne quadratique est pour le poids uniforme du k- plus proche

voisin est réalise en posant k = kn est proportionnel a n
4
5 Pensant, que la largeur de

bande h des lisseurs noyau peuvent être équivalent a 1
2
kn−1 grossièrement, il est vu que

les taux du biais et de la variance de r̂R sont complètement équivalents a ceux des lisseurs

noyau, uniquement les constantes différent Le biais de r̂R tend d’être grand (a la fin de

la distribution marginale). L’estimateur a noyau présente un comportement différent : la

variance est un multiple de f(x)−1 et le biais s’avérer ne pas d’être une fonction de f(x)3.

Une comparaison des propriétés de l’erreur moyenne quadratique des lisseurs noyau et

k-plus proches voisins peuvent être trouvées dans le tableau suivant :

noyau k-plus proche voisin

Biais h2 (r′′f+2r′f ′)(x)
2f(x)

dk (k
2
)2 r′′f+2r′f ′

8f3(x)
dk

Variance σ2(x)
nhf(x)

ck 2 σ2(x)
k
ck

Table 1.1 – Biais et variance des lisseurs noyau et k-plus roches voisins.

Les entrées du tableau montrent une dépendance en f , h et k. L’équivalence essentielle

dans la ligne du tableau peut être vue par l’utilisation de la relation k = 2nhf(x) L’uti-

lisation de k conduit (asymptotiquement) a la même erreur moyenne quadratique en x

pour les k-plus proches voisins et le noyau.
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1.3.3 la méthode des polynômes locaux

La régression par polynômes locaux est très similaire à l’estimation du noyau. Par contre,

les valeurs obtenues sont produites par régression polynomiale pondérée par la distance

au lieu de la moyenne pondérée par la distance. En fait, ce qui est différent de la méthode

du noyau est que l’estimation de r(x) est obtenue par régression polynomiale de y sur x.

Un polynôme de degré p en accordant une pondération wi(x) à chacune des observations

xi de la fenêtre de lissage ((x− h(x)), x+ h(x)). Ainsi, soit P (u) le polynôme de degré p

ayant la forme suivante :

P (u) = β0 + β1(u− x) + βp
(u− x)2

2!
+ ...+ βp

(u− x)p

p!

lorsque |u−x| < h(x). Alors, le vecteur de paramètres : β̂ = (β̂1, ..., β̂p)
T peut être obtenu

en appliquant localement la méthode des moindres carrés pondérés, ce qui consiste à

obtenir le vecteur de paramètres β̂ qui minimise

n∑
i=1

ωi(x){yi − β0 − β1(xi − x)− βp
(xi − x)2

2!
− ...− βp

(xi − x)p

p!
}2 ... *

où :

ωi(x) = W

(
xi − x
h(x)

)
,

où W (u) est une fonction noyau symétrique de support [−1, 1] qui satisfait les conditions

suivantes de Loader (1999) : W (0) = 1 , W (1) = 0 et W décroît sur l’intervalle [0, 1] (et

croît sur [−1, 0]).

En faisant l’hypothèse que la matrice XT
xWxXx, est inversible (dans le cas contraire, on

peut faire en sorte qu’elle le devienne en modifiant h), on peut montrer que la solution

de (*) donnée par la théorie classique des moindres carrés pondérés est (Wande et Jones,

1990) :

β̂ = (XT
xWxXx)

−1XT
xWxY

où Y = (y1, ..., yn)T est le vecteur des réponses .

Xx =


1 . . . x1 − x . . . (x1−x)P

p!
... . . . ... . . .

...

1 . . . x− xn . . . (xn−x)P

p!

 est la matrice de conception de dimension n×(p+1)

et Wx = diag{ω1(x), ..., ωn(x)} est la matrice diagonale de dimension n × n des pon-

dérations.

Ensuite, on pose r̂p(x) = β̂0
x.
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Il est important de souligner le fait que la méthode du noyau est en réalité un cas parti-

culier de la méthode par polynômes locaux. En effet, pour un choix de p = 0, l’équation

à minimiser devient exactement celle qui donnait la méthode du noyau :
n∑
i=1

Wi(x)(Yi − β0)2.

En général, hormis le cas où p = 0, le choix de l’ordre du polynôme local est de p = 1.

Dans cette situation, on parle d’une régression localement linéaire. Tout d’abord, il faut

savoir que l’estimateur localement linéaire (p = 1) de r(x) est

r̂1(x) =
1

nh

n∑
i=1

[ŝ2(x, h)− ŝ1(x, h)(x− xi)](W (x−xi
h

))yi

ŝ2(x, h)ŝ0(x, h)− ŝ1(x, h)2
,

où

ŝr(x, h) =
1

nh

n∑
i=1

(x− xi)rW
(
x− xi
h

)
.

Comme pour la méthode du noyau, il y a deux types de formules pour le biais et la variance

de r̂1(x) : celles pour les estimateurs évalués à des points x qui se situent à l’intérieur des

extrémités des données et celles pour les estimateurs évalués à des points x situés prés

des extrémités. Celles pour les estimateurs évalués à des points se trouvant à l’intérieur

des bornes sont tout d’abord données. La formule pour le biais est donc

Biais(r̂1(x)|x1, .., xn) =
h2r′′(x)u2(W(1))

2
+ op(h

2),

où uq(K(p)) est défini

uq(K(p)) =

∫
uqWp(u)du.

La variance vaut pour sa part

var(r̂1(x)|x1, .., xn) =
R(W(1))σ

2(x)

nhf(x)
+ op(nh

−1),

où :

R(W(p)) =

∫
W(p)(u)2du.

Puisque W(0) = W(1), on remarque que cette variance est exactement la même que celle

de la méthode du noyau, mais que le biais est plus faible. En effet, en comparant ce biais

avec celui obtenu par la méthode du noyau, on voit que ce dernier comporte un terme

supplémentaire en facteur de h2,

r′(x)f ′(x)

f(x)
u2(k(0)).

Ainsi, contrairement au biais trouvé par la méthode du noyau, le biais obtenu par la

méthode localement linéaire ne dépend ni de la fonction de densité des valeurs exogènes

xi, ni de sa dérivée f ′(x).



Chapitre 2

la convergence presque complète des

estimateur à noyaux

Sur l’espace de probabilité (Ω, A, P ), il ya beaucoup de type de convergence de suite de

variable aléatoires : la convergence en loi, en probabilité, presque sure et dans Lp, (p > 1)

et la convergence presque complète. Ce dernier est type de convergence le plus fort que les

autres. Ci-dessous on donne la définition de la convergence presque complète, les proposi-

tions et quelques exemples, et on étudié le lien entre la convergence presque complète et

la convergence en probabilité et presque sûre, afin de faire étude de convergence presque

complète des estimateurs à noyaux pour les fonctions de répartition, de densité et de

régression.

2.1 Définitions et propriétés

Définition 2.1.

On dit que (Xn)n∈N converge presque complète vers une variable aléatoire X, si et seule-

ment si :

∀ε > 0,
∑
n∈N

P (|Xn −X| > ε) <∞

et notée par : limn→∞Xn = X, p. co, cette notion que l’on peut parfois appeler plus

simplement une convergence complète.

La convergence presque complète est plus forte que la convergence en probabilité puisque

cette dernière nécessité seulement que pour chaque : ε > 0, P (|Xn − X| > ε) converge

29
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vers 0 quand n −→∞, mais la convergence presque complète exige que pour tout n ≥ 1,

P (|Xn − X| > ε) tend vers 0 lorsque n −→ ∞, c’est à dire qu’elle exige une vitesse de

convergence suffisante pour assurer que la somme infini
∑∞

n=1 P (|Xn−X| > ε) converge.

Par exemple, si P (|Xn − X| > ε) = n−1 alors la suite de variables aléatoires (Xn)n≥1

converge en probabilité vers X, mais pas complètement, lorsque n −→∞.

Si P (|Xn − X| > ε) = n−2 alors la suite de variables aléatoires (Xn)n≥1 converge en

probabilité et complètement à X, lorsque n −→∞.

2.1.1 Liens entre la convergence complète et la convergence presque

sure et en probabilité

Proposition 2.2.

Si limn−→∞Xn = X, p. co, alors nous avons :

1. limn−→∞Xn = X, p.

2. limn−→∞Xn = X, p. s.

Démonstration.

1. On supposons que

lim
n−→∞

Xn = X, p.co⇔ ∀ε > 0,
∑
n∈N

P (|Xn −X| > ε) <∞. (2.1)

On a : ∀ε > 0,
∑

n∈N P (|Xn −X| > ε) c’est une somme infinie des probabilités.

Alors si cette somme est finie, il faut que :

lim
n−→∞

P (|Xn −X| > ε) −→ 0. (2.2)

Donc :

lim
n−→∞

Xn = X, p. (2.3)

2. On a

lim
n→∞

Xn = X, p.co⇔ ∀ε > 0,
∑
n∈N

P (|Xn −X| > ε) <∞.

On applique le lemme de Borel Cantelli, on obtient :

P (lim sup
n−→∞

{|Xn| > ε}) = 0,
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qui peut être réécrit comme :

P (Aε) = 1, où A(ε) = {∃n,∀m > n, |Xm| ≤ ε},

notez que (A(ε))ε est une séquence d’événement emboités, donc : P (Aε) = 1

implique directement la convergence presque sure, à savoir :

P (∀ε,∃n,∀m > n, |Xm| ≤ ε) = 1.

�

Théorème 2.3.

soit (Xn)n≥1 une suite de variables aléatoires indépendantes, et c une constante.

Si Xn
p. s−−→ c, quand n −→∞, alors Xn

p. co−−→ c quand, n −→∞.

Démonstration.

Supposons que : Xn
p. s−−→ c est une constante.

Ensuite, pour chaque ε > 0

lim
n−→∞

P (|Xm − c| ≤ ε, ∀m ≥ n) = 1,

équivalent à :

lim
n−→∞

P (|Xm − c| > ε,∃m ≥ n) = 0,

Notez que

lim
n−→∞

P (|Xm − c| > ε,∃m ≥ n) = lim
n−→∞

P (∪∞n=m|Xm − c| > ε)

= P (∩∞n=1 ∪∞n=m |Xm − c| > ε)

= P (lim sup
n−→∞

{|Xm − c| > ε})

où le fait que :

{(∪∞n=m|Xm − c| > ε)}∞n=1.

est une suite d’événements monotones et décroissants. Notez maintenant que depuis

(Xn)n≥1 est une suite de variables aléatoires indépendantes, il s’en suit que (|Xn − c| >
ε)n≥1 est une suite de variables aléatoires indépendantes pour chaque ε > 0. Alors :

P (lim sup
n−→∞

P{|Xm − c| > ε}) = 0

pour chaque ε > 0, alors :
∞∑
n=1

P (|Xn − c| > ε) <∞

pour tout ε > 0 alors Xn
p. co−−→ c, quand, n −→∞. �
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Théorème 2.4.

Soit (Xn)n≥1 une suite de variables aléatoires convergentes en probabilité vers une variable

aléatoire X. Alors, il existe une suite non-décroissante d’entiers positifs (nk)k≥1 tel que

Xnk
p. co−−→ X et Xnk

p−→ X quand, k −→∞.

Démonstration.

Voir [1] �

2.1.2 Taux de convergence

le taux de convergence presque sure à 0 pour une suite des variable aléatoire est définie

par :

Xn −X = Op.s(un)⇔ P ((Xn −X) = Oun) = 1.

⇔ P (∃c <∞,∃n,∀m > n, |Xn −X| ≤ cum) = 1.

et le taux de convergence en probabilité définie par :

Xn −X = Op(un)⇔ lim
m

lim sup
n−→∞

P (|Xn −X| < mun) = 1.

Maintenant on définit le taux de la convergence presque complète :

Définition 2.5.

On dit que le taux de convergence presque complète des (Xn)n∈N vers X est l’ordre un, si

et seulement si :

∀ε0 > 0,
∑
n∈N

P (|Xn −X| > ε0un) <∞.

et on écrit : Xn −X = Op.co(un)

Proposition 2.6.

supposons que : Xn −X = Op.co(un), alors :

1. Xn −X = Op(un).

2. Xn −X = Op.s(un).
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Démonstration.

1. la définition de Op.co permet d’écrire que :

∃m0,∀m > m0,
∑

n∈N P (|Xn| > mun) <∞.

D’après le lemme de Borel Cantelli :

∃m0,∀m > m0, P (lim supn−→∞{|Xn| > mun}) = 0.

En appliquant maintenant le lemme de Fatou :

On obtient :

∃m0,∀m > m0, lim sup
n−→∞

P (|Xn| > mun) = 0

⇔ ∃m0,∀m > m0, lim inf
n−→∞

P (|Xn| ≤ mun) = 1.

ce qui implique directement que : Xn = Op(un)

2. Comme précédemment :

en appliquant le lemme de Borelle Cantelli, on obtient que :

P (lim sup
n−→∞

|Xn| > ε0un) = 0

qui peut être réécrit comme :

P (B(ε)) = 1 où :B(ε) = {∃n,∀m > n, |Xm| ≤ ε0um}
avec : (B(ε))ε est une séquence d’événement emboités, et donc :

∃ε > 0, P (B(ε0)) = 1

implique :

∀ε0 > 0, P (∃n,∀m > n, |Xm ≤ ε0um) = 1⇔ P (Xn = O(un)) = 1

⇔ Xn = Op.s(un).

�

2.1.3 Opération de calcul

Proposition 2.7.

Supposons que limn−→∞ un = 0, limn−→∞Xn = Lx p. co et limn−→∞ Yn = Ly, p. co, où Lx
et Ly sont deux nombrer réels :

1. Nous avons :
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a) limn−→∞(Xn + Yn) = Lx + Ly p. co

b) limn−→∞(XnYn) = LxLy p. co

c) limn−→∞
1
Yn

= 1
Ly
, p. co, tant que : Ly 6= 0.

2. Si Xn − Lx = Op.co(un) et Yn − Ly = Op.co(un) nous avons :

a) (Xn + Yn)− (Lx + Ly) = Op.co(un)

b) XnYn − LxLy = Op.co(un)

c) 1
yn
− 1

Ly
= Op.co(un), tant que Ly 6= 0.

Démonstration.

1.a)

P (|(Xn + Yn)− (Lx + Ly)| > ε) = P (|(Xn − Lx) + (Yn − Ly)| > ε)

≤ P (|Xn − Lx| >
ε

2
) + P (|Yn − Ly| >

ε

2
)

= 0.

donc : limn−→∞(Xn + Yn) = Lx + Ly

2.a)

P (|(Xn + Yn)− (Lx + Ly)| > ε0un) ≤ P (|Xn − Lx| >
ε0

2
un) + P (|Yn − Ly| >

ε0

2
un)

=
1

2
P (|Xn − Lx| > ε0un) +

1

2
P (|Yn − Ly| > ε0un)

=
1

2
(Op.co(un) +Op.co(un))

= Op.co(un).

Donc : (Xn + Yn)− (Lx + Ly) = Op.co(un)

1.b) Sans perte de généralité, on pose lx = 0. La décomposition suivante

XnYn = Xn(Yn − ly) +Xnly,

nous donne

P (|(XnYn|) > ε) ≤ P (|(Yn − Ly||Xn| >
ε

2
) + P (|LyXn| >

ε

2
)

≤ P (|(Yn − Ly| >
√
ε

2
) + P (|Xn| >

√
ε

2
) + P (|LyXn| >

ε

2
)

≤ P (|(Yn − Ly| >
ε

2
) + P (|Xn| >

ε

2
) + P (|LyXn| >

ε

2
).
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L’inégalité précédente et la convergence presque complète de Xn et Yn permettent

d’écrire ∑
n∈∈N

P (|(XnYn|) > ε) <∞

2.b) Il suffit d’appliquer le résultat précédent à ε = ε0Un

1.c) La convergence presque complète de Yn à Ly 6= 0, implique qu’il existe quelques

δ > 0 (choisissez par exemple δ = Ly

2
) tels que :

∑
n∈N p(|Yn| ≤ δ) <∞.

P (| 1

Yn
− 1

Ly
| > ε) = P (|Yn − Ly| > ε|LyYn|).

≤ P (|Yn − Ly| > ε|LyYn|et|Yn| > δ) + p(|Yn| < δ).

≤ P (|Yn − Ly| > εδ|Ly|) + p(|Yn < δ).

≤ 0 + 0.

= 0.

Alors : limn−→∞
1
Yn

= 1
Ly

p. co, Ly 6= 0.

2.c)

P (| 1

Yn
− 1

Ly
| > ε0un). = P (|Yn − Ly| > ε0un|LyYn|).

≤ P (|Yn − Ly| > ε0un|LyYn|et|Yn| > δ) + P (|Yn| ≤ δ).

≤ P (|Yn − Ly| > ε0δun|Ly|) + P (|Yn| ≤ δ).

≤ 0 + 0.

= 0.

Alors : 1
Yn
− 1

Ly
= Op.co(un), telle que : Ly 6= 0.

�

Proposition 2.8.

Supposons que limn−→∞ un = 0, Xn = Op.coun et limn−→∞ Yn = Ly p. co, où : Ly est une

nombre réel déterministe.

1. On a :

XnYn = Op.co(un) (2.4)

2. on a :
Xn

Yn
= Op.co(un), avec : Ly 6= 0. (2.5)
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Démonstration.

1. La convergence presque complète de Yn à Ly 6= 0 implique qu’il existe quelque

δ > 0, tels que :
∑

n∈N P (|Yn| > δ) <∞ alors :

P (|YnXn| > εun) = P (|YnXn| > εun, et|Yn| ≤ δ) + p(|YnXn| > εunet|Yn| > δ)

≤ P (|Xn| >
εun
|Yn|

, et|Yn| ≤ δ) + p(|YnXn| > εunet|Yn| > δ)

≤ P (|Xn| > ε
1

δ
un) + P (|Yn| > δ)

d’après les deux inégalités précédemment ainsi que l’hypothèse que Op.co(un), suffit

pour montrer que : XnYn = Op.co(un).

2. On a : Xn

Yn
= Xn

1
Yn

d’autre partie, on a :

lim
n−→∞

1

Yn
=

1

Ly
(2.6)

p. co, telle que : Ly 6= 0 etXn = Op.co(un) alors d’après (1) de proposition précédent,

en déduire que : Xn

Yn
= Op.co(un), telle que : Ly 6= 0.

�

2.2 Exemples

Exemple 2.9.

Soit u un variable aléatoire uniforme sur [0, 1] et définit une suite des variables aléatoires

(Xn)n≥1 telle que : Xn = δ{u, (0, 1
n2 )}

où δ est la fonction indicatrice définie par : δ{u, (0, n−2)} =

1 u ∈ (0, n−2)

0 sinon.

Soit ε > 0, alors : P (Xn > ε) =

0 ε ≥ 1.

n−2 ε < 1.

par conséquent, pour chaque ε > 0 :
∞∑
n=0

p(Xn > ε) ≤
∞∑
n=0

n−2 <∞.

car :
∑∞

n=0 n
−2 =

∑∞
n=0

1
n2 , est une série de Riemann (2>1) d’ou Xn

P. co−−−→ 0 quand

n −→∞.
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Exemple 2.10.

Soit (Xn)n≥1une suite des variables aléatoires telle que E(Xn) = C, pour tout n ∈ N∗, où
C ∈ R est une constante qui ne dépend pas de n.

Supposons en autre part que : V (Xn) = n−2Γ, où Γ est une constante positive fini ne

dépend pas de n, dans ces conditions notez que pour tout ε > 0 :

p(|X − C| > ε) ≤ ε−2V (Xn) = n−2ε−2Γ

par conséquent :

∀ε > 0 : ε > 0 :
∞∑
n=1

n−2ε−2Γ ≤ ε−2Γ
∞∑
n=1

n−2 <∞

car : ∞∑
n=1

n−2 =
∞∑
n=1

1

n2
, (2.7)

on a (2 > 1), alors cette série est une série de Rimann converge et ε−2Γ est une constant,

donc : Xn
P. co−−−→ C, lorsque n −→∞.

2.3 Convergence presque complète de l’estimateur de

la fonction de répartition

Dans cette section on étudie la convergence presque complète de la fonction empirique

vers la fonction de répartition.

Théorème 2.11.

Soit X1, X2,... , Xn un n-échantillon de X de fonction de répartition F , alors

F̂n(x)− F (x) = O

(√
log(n)

n

)
p. co

Démonstration.

Par définition, il suffit de montrer que :

∃ε > 0,
∞∑
n=0

P

[
|F̂n(x)− F (x)| > ε

(√
log(n)

n

)]
<∞

Soit ε > 0 on a :

P

[
|F̂n(x)− F (x)| > ε

(√
log(n)

n

)]
= P

[
|F̂n(x)− E(F̂n(x))| > ε

(√
log(n)

n

)]
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Par définition de l’estimateur de F̂n(x) on a

P

[
| 1
n

∑n

i=1
1|]−∞,x](Xi)−

1

n

∑n

i=1
E(1|]−∞,x](Xi))| > ε

(√
log(n)

n

)]
=

P

[
1

n

∑n

i=1
|1|]−∞,x](Xi)− E(1|]−∞,x](Xi))| > ε

(√
log(n)

n

)]
=

P
[∑n

i=1
|1|]−∞,x](Xi)− E(1|]−∞,x](Xi))| > ε(

√
n log(n))

]
.

En appliquant l’inégalité de Brrenstein-Frechet avec αi = 0, βi = 1, Xi = 1|]−∞,x](Xi) et

t = ε(
√
n log(n)).

il vient

P

[
|F̂n(x)− F (x)| > ε

(√
log(n)

n

)]
≤ 2 exp

(
−2ε2n log n

n

)
≤ 2 exp(log n−2ε2)

= n−2ε2 .

Il suffit de prendre 2ε2 > 1 �

Nous allons donner deux versions des inégalités exponentielles de type Bernstein qui nous

serons utiles pour l’établissement des résultats que nous avons choisi de reprendre. Nous

supposons que X1, X2, ..., Xn est une suite de variables aléatoires réelles, indépendantes

et centrées.

Corollaire 2.12.

a) S’il existe une constante positive m < 2, il existe un réel Cm strictement positif et

une constante a positive, tels que :

E(|Xm
1 )| ≤ Cma

2(m−1),

alors on a

∀ε ≥ 0, P

[
|
n∑
i=1

Xi| > εn

]
≤ 2 exp

{
−ε2n

2a2(1 + ε)

}
.

b) Supposons que les (Xi)1≤i≤n dépendent de n.

Si pour tout m < 2, il existe un réel Cm strictement positif et une suite (an) de

réels positifs, tels que :

E(|Xm
1 )| ≤ Cma

2(m−1)
n ,

et si

Un = n−1a2
n log n, vérifie lim

n−→∞
Un = 0.
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Alors on a
1

n

n∑
i=1

Xi = Op.co(
√
Un).

Tandis que ce résultat s’applique à des variables dont on a majoré les moments d’ordre

m, le corollaire suivant est donné pour des variables identiquement distribuées et bornées.

Corollaire 2.13.

a) S’il existe une constante positive M <∞, telle que :

|X1| ≤M.

alors on a :

∀ε ≥ 0, P

[
|
n∑
i=1

Xi| > εn

]
≤ 2 exp

{
−ε2n

2σ2(1 + Mε

σ2 )

}
où

σ2 = E(X2
1 )

b) Supposons que les (Xi)1≤i≤n dépendent de n et que σ2
n = E(X2

i ),

, s’il existe M = Mn <∞ telle que :

|X1| ≤M.

et
M

σ2
n

≤ C <∞.

et si

Un = n−1σ2
n log n, vérifie lim

n−→∞
Un = 0.

Alors on a
1

n

n∑
i=1

Xi = Op.co(
√
Un).

L’étude de la convergence, presque complète des estimateurs à noyau dans le cadre de la

variable aléatoire fonctionnelle introduite par Ferraty et Vieu (2000), s’inspire énormément

du cas réel exposé ci dessous. Cette convergence implique la convergence en probabilité et

la convergence presque sûre mais n’implique pas la convergence en moyenne quadratique,

comme le montre l’exemple suivant : Soit l’espace de probabilité ([0, 1], B([0, 1]), λ) où

B([0, 1]) désigne la tribu borélienne de [0, 1] et λ est la restriction de la mesure de Lebesgue

à cet ensemble. La suite fn = n1|[0, 1
n2 ] converge presque complètement vers 0 mais ne

converge pas en moyenne quadratique et inversement la suite gn = 1|[0, 1
n

] converge en

moyenne quadratique vers 0 mais ne converge pas presque complètement.
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2.4 Convergence presque complète de l’estimateur de

la densité

Ici, on étudie la convergence complète de l’estimateur à noyau de la fonction de densité.

Soit f , la fonction densité de probabilité supposée inconnue et f̂hn sont estimateur à

noyau. Les hypothèses qui nous donne la convergence complète de cet estimateur sont les

suivantes :

hypothèses :

1. f est continue au voisinage de x, un point fixé de R.

2. le paramètre de lissage hn est tel que :

lim
n→∞

hn = 0 et lim
n→∞

log n

nhn
= 0

.

3. Le noyau k est tel que :

k est d’ordre i au sens de Gasser c’est à dire :∫
tjk(t)dt = 0,∀j = 1, 2, .., i− 1. et 0 < |

∫
tik(t)dt| <∞.

(K. 7) k est borné, intégrable et à support compact.

Sous les hypothèses précédents, on obtient la convergence presque complète de f̂hn vers

f , comme le donne la théorème suivant :

Théorème 2.14.

Si les hypothèses (K. 7), 1 et 2 sont satisfait, alors :

lim
n→∞

f̂hn(x) = f(x) p. co
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Démonstration.

Il suffit démontrer que :

∀ε > 0,
∑
n∈N

P (|f̂hn(x)− f(x)| > ε) <∞

La démonstration de ce théorème est basée sur la décomposition suivante :

f̂hn(x)− f(x) = (f̂hn(x)− E(f̂hn(x)))− (f(x) + E(f̂hn(x))).

p[|f̂hn(x)− f(x)|] = P [|f̂hn(x)− E(f̂hn(x))− (f(x) + E(f̂hn(x)))|].

≤ P [|f̂hn(x)− E(f̂hn(x))|] + P [|(f(x) + E(f̂hn(x)))|]

Le résultat du théorème découle alors des deux lemmes suivants.

Lemme 2.15.

Si les hypothèses (K. 7), 1 et 2 sont vérifiées on a

lim
n→∞

E(f̂hn(x)) = f(x).

Démonstration.

Nous avons :

E(f̂hn(x)) =
1

hn

∫ +∞

−∞
k

(
x− t
hn

)
f(t)dt.

=

∫ +∞

−∞
k(z)f(x− zhn)dz.

La continuité uniforme de f sur le support compact de K entraine f(x− zhn) −→ f(x),

uniformément en z.

D’ou

lim
n→∞

E(f̂hn(x)) = f(x).

�

Lemme 2.16.

Sous les hypothèses (K. 7), 1 et 2 on a :

f̂hn(x)− E(f̂hn(x)) = Op.co

(√
log(n)

n

)
.
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Démonstration.

f̂hn(x)− E(f̂hn(x)) =
1

n

n∑
i=1

1

hn

[
k

(
x−Xi

hn

)]
− E

(
k

(
x−Xi

hn

))
=

1

n

n∑
i=1

Γi,

où Γi = 1
hn

[
k
(
x−Xi

hn

)]
− E

(
k
(
x−Xi

hn

))
.

En utilisant l’hypothèse (K. 7), on a∣∣∣∣k(x−Xi

hn

)∣∣∣∣ ≤M∣∣∣k (x−Xi

hn

)∣∣∣− E (k (x−Xi

hn

))
hn

≤
M − E

(
k
(
x−Xi

hn

))
hn

,

alors |Γi| ≤ c
hn
, telle que

c = M − E
(
k

(
x−Xi

hn

))
.

D’autre part le changement de variable z = x−t
hn

nous donne

1

hn
E

[
1

hn
k2

(
x−X
hn

)]
=

1

h2
n

∫ +∞

−∞
k2

(
x− t
hn

)
f(t)dt

=
1

hn

∫
k2(z)f(x− zhn)dz.

On remarque que :

E(Γ2
i ) = var

(
1

h
k

(
x−Xi

hn

))
.

≤ E(v2
i ),

avec

vi =
1

hn
k

(
x−Xi

hn

)
.

Comme k est bornée et f est continue sur le support compact de k.∣∣∣∣k(x−Xi

hn

)∣∣∣∣ ≤M =⇒
∣∣∣∣k(x−Xi

hn

)∣∣∣∣2 ≤M2

=⇒

∣∣∣k (x−Xi

hn

)∣∣∣2
h2
n

≤ M2

h2
n

=⇒ E(v2
i ) ≤

M2

h2
n

,
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on a l’existence d’une constante C, telle que :

E(Γ2
i ) ≤

C

hn
, C =

M2

hn
.

On obtient alors,en appliquant le corollaire (2. 13)de l’inégalité exponentielle de type

Bernstein,

f̂hn(x)− E(f̂hn(x)) = Op.co

(√
log(n)

n

)
�

Ce résultat est plus fort que le résultat demandé.

En remplaçant l’hypothèse 1 par l’hypothèses suivante

4. f est k fois continûment dérivable autour du point x.

On obtient une vitesse de convergence presque complète ponctuelle de l’estimateur

à noyau.

Théorème 2.17.

Sous les hypothèses (K. 7), (2) et (4)on a :

f̂hn(x)− E(f̂hn(x)) = O(hkn) +O

(√
log(n)

n

)
.

Démonstration.

En reprenant la décomposition de la preuve précédente, le résultat du théorème

sera établi par les lemmes précédents et le suivant :

Lemme 2.18.

Sous les hypothèses 2, 3 et 4 on a :

f̂hn(x)− E(f̂hn(x)) = O(hkn). (2.8)

Démonstration.

E(f̂hn(x)) =
1

hn

∫ +∞

−∞
k

(
x− t
hn

)
f(t)dt.

=

∫ +∞

−∞
k(z)f(x− zhn)dz.
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L’hypothèse 4 nous permet de développer f au voisinage de x(Taylor-Lagrange).

f(x− zhn) = f(x) +
k−1∑
i=1

(−1)i(zhn)i

i!
f i(x) +

(−1)k(zhn)k

k!
fk(θz),

où θz entre x etx− zhn.
D’autre part l’hypothèse 3 sur l’ordre de k au sens de Gasser et Müller nous donne :

E(f̂hn(x)) = f(x) +
(−1)khkn

k!

∫
zkfk(θz)dz.

La compacité du support de k et la condition de 4 impliquent la convergence

uniforme en z de fk(z) vers fk(x), d’où

E(f̂hn(x))− f(x) = (−1)khkn

∫
zkk(z)

fk

k!
dz +O(hkn).

Cette relation permet d’achever la preuve du théorème. �

Le résultat du théorème précédent peut être établi uniformément. Il suffit de conser-

ver toutes les hypothèses et de donner une autre version de l’hypothèse 4.

5. Choisir un compact S de R sur lequel f est k fois continûment déri-

vable.

et de rajouter l’hypothèse de type Lipschitz sur le noyau k.

• il existe C < 1, ∀x ∈ S, ∀y ∈ S.

|k(x)− k(y)| ≤ C|x− y|. (2.9)

Nous avons aussi besoin de l’hypothèse suivante sur le paramètre de lissage,

• il existe ε <∞,telle que :

lim
n→∞

n2ε−1hn = +∞ (2.10)

�

Théorème 2.19.

Sous les hypothèses (K. 7), 2, 3, 5, (2. 8), (2. 9), on a :

sup(|f̂hn(x)− E(f̂hn(x))|) = O(hkn) +O

(√
log(n)

n

)
, p. co.
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Démonstration.

Supx∈S f̂hn(x)−f(x) ≤ Supx∈S[|f̂hn(x)−E(f̂hn(x))|]+Supx∈S[|(f(x)+E(f̂hn(x)))|].

Nous remarquons que grâce à l’hypothèse 5 et à la compacité du support du noyau

K les étapes de la démonstration utilisée dans le (2. 8) peuvent être faites unifor-

mément en x ∈ S. D’où

Supx∈S|f̂hn(x)− E(f̂hn(x))|= o(hkn).

Il reste à montrer l’égalité suivante :

Supx∈S|f̂hn(x)− E(f̂hn(x))| = O

(√
log(n)

n

)
.

S est un compact de R, il existe donc un recouvrement fini de S tel que :

S ⊂ ∪znk=1Sk

où

Sk =]tk − ln, tk + ln[,

avec

ln = n−2ε, ln = Cz−1
n ,

et

tx = argmint∈t1,t2,...,tzn |x− t|.

On a :

Supx∈S|E[f̂hn(x)]− f̂hn(x)| ≤ Supx∈S[|f̂hn(x)− f̂hn(tx)|]

+ Supx∈S[|f̂hn(tx)− E[f̂hn(tx)]|]

+ Supx∈S|E[f̂hn(x)]− E[f̂hn(tx)]|.

Comme K est Lipschitzien, l’hypothèse (2. 9) nous donne

Supx∈S|[f̂hn(x)]− [f̂hn(tx)]| ≤ Supx∈S
1

nhn

n∑
i=1

∣∣∣∣k(Xi − x
hn

)
− k

(
Xi − tx
hn

)∣∣∣∣
≤ Supx∈S

c

h2
n

|x− tx|

≤ lnc

h2
n

.

≤ c

(hnnε)2
= o

(
log n

nhn

)
.
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et de manière évidente on a l’existence d’une constante c telle que :

Supx∈S|E[f̂hn(x)]− E[f̂hn(tx)]| ≤
c

(hnnε)2
.

En ce qui concerne le terme Supx∈S|E[f̂hn(x)]−E[f̂hn(tx)]| on a pour tout ε > 0 :

P [Supx∈S|[f̂hn(tx)]− E[f̂hn(tx)]| > ε] = P [maxk=1,..,zn|f̂hn(tk)− E[f̂hn(tk)]| > ε].

(2.11)

( car sup
zn⋃
k=1

= max{sups1, .., supszn}) (2.12)

≤ znP [
1

n

n∑
i=1

|ui − E[ui]| > ε], (2.13)

(2.14)

où ui = 1
hn
k
(
Xi−tk
hn

)
.

En suivant les mêmes étapes que la preuve du lemme (45), nous pouvons alors

majorer aisément ui et E[u2
i ] , comme suit

ui ≤
c

hn
et E[u2

i ] ≤
c

hn
.

Nous somme en position d’appliquer l’inégalité de type exponentielle de Bernstein,

énoncer dans le corollaire (2. 13), cette inégalité associée à (2. 13)

P [Supx∈S|[f̂hn(tx)]− E[f̂hn(tx)]| > ε] ≤ znexp(−cnε2hn).

≤ n2εexp(−cnε2hn).

En posant ε = ε0

√
( logn
nhn

) on obtient

∑
P [supx∈R|[f̂hn(tx)]− E[f̂hn(tx)]| > ε0

√
(
logn

nhn
)]

pour ε0 choisi suffisamment grand. �

�

2.5 Convergence presque complète de l’estimateur de

la fonction de régression

En se basant sur la preuve donnée dans Ferraty et Vieu (2003), nous traitons dans ce

paragraphe la convergence presque complète de l’estimateur à noyau de la fonction de

régression, auxquelles nous rajoutons les hypothèses suivantes :
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6. f , r sont des fonctions continues au voisinage de x, un point fixé de R.

La densité f et la variable Y sont telles que :

f(x) > 0, (2.15)

et

|Y | < M <∞, (2.16)

où M est une constante réelle positive.

Théorème 2.20.

Sous les hypothèses 2, 6, (2. 15), (2. 16) (K. 1) et (K. 7) on a

lim
n→∞

r̂hn(x) = r(x) p.co

Démonstration.

La démonstration de ce théorème est basée sur la décomposition suivante :

r̂hn(x)− r(x) =
1

f̂n(x)
[(φ̂hn(x)− E(φ̂hn(x))) + (E(φ̂hn(x))− φ(x))]

+ [(f(x)− E(f̂hn(x))) + (E(f̂hn(x))− f̂hn(x))]
r(x)

f̂hn(x)
,

où φ(x) = f(x)r(x). Le résultat énoncé découle des lemmes suivants : �

Lemme 2.21.

D’après les hypothèses 6, (2. 16), (K. 1) et (K. 7) on a

lim
n→∞

E(φ̂hn(x)) = φ(x)

Démonstration.

on a :

E(φ̂hn(x)) = E

[
1

nhn

n∑
i=1

Yik

(
x−Xi

hn

)]

=
1

hn
E

[
Y k

(
x−Xi

hn

)]
.

Le conditionnement par rapport à X = x nous donne :

E[φ̂hn(x)] =
1

hn
E

[
r(x)k

(
x−X
hn

)]
,
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où :

E(φ̂hn(x)) =
1

hn

∫
r(t)k

(
x− t
hn

)
f(t)dt

=
1

hn

∫
φ(t)k(

x− t
hn

)dt,

en utilisant le changement de variable u = x−t
hn

, on obtient :

E(g(x)) =

∫
φ(x− uhn)k(u)du,

comme k est à support compact, la continuité uniforme de φ et l’ hypothèse (k. 1),

nous donnent :

lim
n→∞

E(φ̂hn(x)) = φ(x).

�

Lemme 2.22.

D’après les hypothèses 6, (2. 16), (k. 1) et (k. 7) on a :

lim
n→∞

E(φ̂hn(x))− φ̂n(x)) = 0 p. co.

Démonstration.

on a

φ̂hn(x)− E(φ̂hn(x)) =
1

n

n∑
i=1

Zi,

où

Zi =
1

hn

[
Yik

(
x−Xi

hn

)
− E

(
Yik

(
x−Xi

hn

))]
.

De plus, les hypothèses (2. 16) et (K. 7) nous donnent :∣∣∣∣k(x−Xi

hn

)∣∣∣∣ ≤M ⇒ Yi

∣∣∣∣k(x−Xi

hn

)∣∣∣∣ ≤M2

⇒ Yi

∣∣∣∣k(x−Xi

hn

)∣∣∣∣− E (Yi ∣∣∣∣k(x−Xi

hn

)∣∣∣∣) ≤M2 − E
(
Yi

∣∣∣∣k(x−Xi

hn

)∣∣∣∣)

⇒
Yi

∣∣∣k (x−Xi

hn

)∣∣∣− E (Yi ∣∣∣k (x−Xi

hn

)∣∣∣)
hn

≤
M2 − E

(
Yi

∣∣∣k (x−Xi

hn

)∣∣∣)
hn

⇒ |Zi| ≤
M2 − E

(
Yi

∣∣∣k (x−Xi

hn

)∣∣∣)
hn

alors :

|Zi| ≤
C

hn
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où

C = M2 − E
(
Yi

∣∣∣∣k(x−Xi

hn

∣∣∣∣)) ,
d’autre part

E(Z2
i ) = var

(
1

hn
Yik

(
x−Xi

hn

))
≤ E(Ti),

où :

Ti =
1

hn
Yik

(
x−Xi

hn

)
.

En utilisant le conditionnement par rapport à la variable X, on obtient :

E[T 2
i ] =

1

h2
n

E

[
φ(x)k2

(
x−Xi

hn

)]
=

1

h2
n

∫
φ(x)k2

(
x− t
hn

)
f(t)dt,

où :

φ(x) = E(Y 2/X = x),

en utilisant le changement de variable z = x−t
hn

on obtient :

E(T 2
i ) =

1

hn

∫
φ(x− zhn)k2(z)f(x− zhn)dz,

La continuité de f sur le support compact k, les hypothèses (2. 16) et (K. 1)

impliquent :

E(T 2
i ) ≤ C

hn
.

comme les conditions du corollaire (2. 13) étant satisfaites, alors nous déduisons

que :
1

n

∑
i

Zi = Op.co(

√
log n

nhn
).

La convergence presque complète de la densité établie dans le paragraphe précédent

assure les convergences suivantes :

lim
n→∞

E(f̂hn(x)) = f(x)

lim
n→∞

E(f̂hn(x))− f(x) = 0 p.co.

�

Lemme 2.23.

D’après les hypothèses 2, 6, (K. 1) et (K. 7) on a

∃δ > 0,
∑
n∈N

p(f̂hn(x) ≤ δ) <∞.
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Le théorème (2. 14), entraîne la convergence presque complète de f̂hn(x) vers f(x),

c’est à dire :

∀ε > 0,
∑
n∈N

p(|f̂hn(x)− f(x)| > ε) <∞,

on a

|f̂hn(x)| ≤ f(x)

2
⇒ |f̂hn(x)− f(x)| > f(x)

2

d’ou

P

[
|f̂hn(x) ≤ f(x)

2

]
≤ P

[
|f̂hn(x)− f(x)| > f(x)

2

]
Comme f(x) > 0, en posant δ = ε = f(x)

2
, on arrive au résultat.

7. r et f est k fois continûment dérivable autour du point x.

Théorème 2.24.

Considérons le modèle 7 avec k > 0, et supposons que les hypothèses 2, 3, (2. 16),

(2. 15), (K. 7) soient réalisées, alors on a :

|r̂hn(x)− r(x)| = O(hkn) +O(

√
log(n)

n
) p. co.

En utilisant la décomposition précédente, Le résultat énoncé découle des lemmes

suivants :

Lemme 2.25.

Sous les hypothèses 3, 7 et (K. 7) on a :

E(φ̂hn(x))− φ(x) = O(hkn). (2.17)

Démonstration.

L’expression de φ̂hn(x) est analogue à la précédente. En effet, on a :

E(φ̂hn(x)) =

∫ +∞

−∞
k(z)φ(x− zhn)dz.

Le modèle 7, nous permet de développer φ au voisinage de x, ceci nous permet

d’écrire :

φ(x− zhn) = φ(x) +
k−1∑
i=1

(−1)i(zhn)i

i!
φi(x) +

(−1)k(zhn)k

k!
φk(θz),

où θz entre x et x− zhn.
L’hypothèse 3 sur k, implique :

E(φ̂hn(x)) = φ(x) + (−1)khk
∫
zkφkk(z)(θz)dz

k!
.
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La convergence uniforme de φk(θz) vers φk(x) ( assurée par le modèle 7) et la

condition (K. 7), nous donnent

E(φ̂hn(x))− φ(x) = O(hkn).

�

Les lemmes (2. 16), (2. 22), (2. 23) et (2. 25) nous assurent que :

E(f̂hn(x)− f(x)) = Op.co

(√
log n

nhn

)
.

E(ĝhn(x)− g(x)) = Op.co

(√
log n

nhn

)
.

Et :

∃δ > 0,
∑
n∈N

p(f̂hn(x) ≤ δ) <∞.

En combinant tous les résultats cités précédemment, on arrive au résultat cherché.

Nous essayons maintenant d’établir une vitesse convergence presque complète uni-

forme. Il suffit d’une part de considérer un compact S de R tel que l’hypothèse 7

soit remplacée par le modèle suivant.

8. r et f sont k continûment dérivables sur S.

Et de supposer d’autre part l’existence de θ > 0, tel que :

inf
x∈S

f(x) > θ (2.18)

Nous gardons toutes les conditions citées précédemment, auxquelles nous rajoutons la

condition Lipschitzienne (2. 9) sur le noyau k et l’hypothèse (2. 10) sur le paramètre de

lissage h.

Théorème 2.26.

Soient les modèles 8, (2. 19) avec k > 0 et les hypothèses (K. 7), (2. 16), 2, 3, (2. 9)et

(2. 10), on a

supx∈S(|r̂hn(x)− r(x)|) = O(hkn) +O

(√
log n

n

)
, p. co.
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Une décomposition similaire au cas ponctuel, nous permet d’écrire :

supx∈S(|r̂hn(x)− r(x)|) ≤ supx∈S(|φ̂hn(x)− φ(x)|)
infx∈S |f̂hn(x)|

+ supx∈S(|f(x)− f̂hn(x)|)supx∈S(|r̂hn(x)|
infx∈S |f̂hn(x)|

≤ supx∈S|φ̂hn(x)− E(φ̂hn(x))|
infx∈S |f̂hn(x)|

+
supx∈S|E(φ̂hn(x))− φ̂hn(x)|

infx∈S |f̂hn(x)|
|

+
{
supx∈S|f(x)− E(f̂hn(x))|+ supx∈S(|E(f̂hn(x))− f̂hn(x)|)

} supx∈S|r̂hn(x)|
infx∈S | ˆf(x)|

.

Les approximations en O(hkn) traitées précédemment peuvent se généraliser via (K. 7) et

7 comme suit :

supx∈SE(f̂hn(x)− f(x)) = O(hkn)

et

supx∈SE(ĝhn(x)− g(x)) = O(hkn).

Comme r est borné, la preuve de ce théorème s’ achèvera à partir des lemmes suivants :

Lemme 2.27.

Sous les hypothèses 2, 8, (2. 9) et (2. 10) on a

Supx∈S|E[φ̂hn(x)]− φ̂hn(x)| = O

(√
log(n)

n

)
, p.co.

Démonstration.

S est un compact de R, il existe un recouvrement fini de S tel que :

S ⊂ ∪znk=1Sk

où

Sk =]tk − ln, tk + ln[ et ln = n−β

Posons

tx = argmint∈t1,t2,...,tzn |x− t|

avec

ln = n−2ε, ln = Cz−1
n

On a

Supx∈S|E[φ̂hn(x)]− φ̂hn(x)| ≤ A1 + A2 + A3.
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où

A1 = Supy∈S|[φ̂hn(x)]− φ̂hn(tx)|,

A2 = Supy∈S|[φ̂hn(tx)]− E[φ̂hn(tx)]|,

A3 = Supy∈S|[E[φ̂hn(tx)]− φ̂hn(x)]|.

Concernant le terme A1, comme le noyau k est lipschitzien et la variable Y est bornée, on

a

|φ̂hn(tx)− φ̂hn(x)| = 1

nhn

n∑
i=1

|Yi|
∣∣∣∣[k(tx −Xi

hn

)
− k

(
x−Xi

hn

)]∣∣∣∣
≤ C

hn

|tx − xi|
h2
n

=
Cln
h2
n

.

L’hypothèse (2. 10) implique

A1 = o

(
log n

nhn

)
.

Une manière de démonstration analogue à la précédente, nous permet d’écrire

A3 = o

(
log n

nhn

)
.

On ce qui concerne le terme A2, on a : ∀ε > 0.

P
[
Supy∈S|[φ̂hn(tx)]− E[φ̂hn(tx)]| > ε

]
= P

[
maxj=1,..,zn|φ̂hn(tj)− E[φ̂hn(tj)]| > ε

]
≤ znP [|φ̂hn(tj)− E[φ̂hn(tj)]| > ε]

≤ znP

[
1

nhn

n∑
i=1

|ui − E[ui]| > ε

]
.

Où

ui = Yik

(
Xi − tk
hn

)
.

Il suffit de trouver des majorants pour ui et E[u2
i ], pour pouvoir appliquer le corollaire

(2. 13). D’après la démonstration du lemme (2. 16), on a

ui ≤
C

hn
et E[u2

i ] ≤
C

hn
.

Maintenant nous sommes en mesure d’appliquer le corollaire (2. 13) :

P
[
Supy∈S|φ̂hn − E(φ̂hn)(x)| > ε

]
≤ n2εexp(−Cnε2hn).

comme :

lim
n−→∞

√
log(n)

nhn
= 0.
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En posant ε = ε0

√
log(n)
nhn

, on obtient alors :

∀ε > 0,
∑

P
[
Supy∈S|φ̂hn − E(φ̂hn(x))| > ε

]
≤ ∞

pour ε0 choisi suffisamment grand �



Conclusion

Le problème posé dans ce mémoire est la convergence presque complète des estimateurs

non paramétrique à noyaux de la fonction de densité et de régression. Deux méthodes

pour estimer la fonction de répartition ont été utilisées : la fonction de répartition em-

pirique, et l’estimateur à noyau, quatre méthodes pour estimer la fonction de densité :

histogramme, estimateur simple, méthode du noyau et système trigonométrique. Concer-

nant l’estimation de la fonction de régression, trois méthodes ont été proposée : méthode

à noyau, méthode des k-plus proches voisins et la méthode des Polynômes locaux. Notes

que les estimateurs calculer par les méthodes citée précédemment présentent de bonnes

propriétés du biais, variance et erreur moyenne quadratique.
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Résumé

Dans ce travail, on est intéressé à l’estimation non paramétrique des fonctions de den-

sités, de répartition et de régression par certaines méthodes dont les estimateurs sont

consistants, et on a étudier la convergence presque complète des estimateurs à noyaux de

chacune des fonctions citées précédemment.

Mots-clés : Estimation non paramétrique, estimation de la densité de probabilité, esti-

mation de la fonction de répartition, estimation de la fonction de régression, estimation

à noyau, convergence complet, propriétés asymptotique.



Abstract

In this work, we are interested in the non-parametric estimation of density, distribution

and regression functions by some methods whose estimators are consistent, and we have

studied the almost complete convergence of the kernel estimators of each of the functions

mentioned above.

Keywords : Nonparametric estimation, probability density estimation, distribution

function estimation, regression function estimation, kernel estimation, complete conver-

gence, asymptotic properties.


