
République Algérienne Démocratique et Populaire
Ministère de l’enseignement Supérieur et de la Recherche Scientifique

Université Mohammed Seddik Benyahai - Jijel

Faculté des Sciences Exactes et Informatique
Département de Mathématiques
Mémoire de fin d’études

Présenté pour l’obtention du diplôme de

Master
Spécialité : Mathématiques

Option : Équations aux dérivées partielles et applications

Thème

Résolution d’un Problème Quadratique
Convexe par la Méthode Directe de Support

Pésenté par :

Melle Boumendjel Ghada

Devant le jury :

Présidente : Lounis Sabrina M.C.A. Université de Jijel
Encadreur : Djemai Samia M.C.B Université de Jijel
Examinateur : Arroud Chamseddine M.C.B Université de Jijel

Promotion 2022/2023

Soutenu le 25/06/2023



Remerciements

T out d’abord et avant tout, je remercie ALLAH tout puissant pour la volonté, la
santé, et la patience qu’il m’a données durant ces longues années d’étude et le courage
pour terminer ce mémoire.

Pendant toute la durée de mes études et de mon projet, j’ai eu l’occasion de rencontrer
des gens vraiment extraordinaires. Permettez-moi ici de les féliciter humblement et de les
remercier pour tout ce qu’ils m’ont apporté et pour leur soutien, et leur motivation. Merci
particulièrement :
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À tous mes enseignants du département de Mathématiques à l’université de Jijel.
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Introduction Générale

L’optimisation, ou plus particulièrement la programmation mathématique, vise à ré-
soudre des problèmes où l’on cherche à déterminer, parmi un grand nombre de solutions
candidates, celle qui donne le meilleur résultat de la fonction objectif. Plus précisément,
on cherche une solution satisfaisant un ensemble de contraintes, en minimisant ou maxi-
misant une fonction donnée. L’application de la programmation mathématique est en
expansion croissante et s’applique dans plusieurs domaines pratiques.

La programmation quadratique est une branche d’optimisation non linéaire où la fonc-
tion objectif à minimiser est une fonction quadratique et les contraintes, définissant le
domaine des solutions réalisables, sont linéaires et/ou quadratiques. Son importance ré-
side dans ses propriétés théoriques, ses applications dans différents domaines scientifiques
et plusieurs disciplines telles que l’économie, la finance et les sciences de l’ingénieur. En
effet, plusieurs problèmes réels et académiques peuvent être modéliser sous forme d’un
programme quadratique. En raison de ses nombreuses applications, la programmation
quadratique est souvent considérée comme une discipline à part entière.

Beaucoup de méthodes ont été développées pour la résolution d’un problème qua-
dratique. Certaines de ces méthodes sont exactes et d’autres approximatives. Parmi ces
méthodes on trouve la méthode la plus classique qui est celle du simplexe de wolfe [41],
la méthode d’activation de contraintes [18], la méthode des points intérieurs [33], la mé-
thode du gradient avec projection [25], ainsi que les méthodes de support de R.Gabasov
et F.M.Kirolova [21, 20, 22, 36]. La majorité de ces méthodes ont été développées dans
le cas de problème de programmation linéaire et dont le concept est basé sur celui de la
méthode de simplexe de Dantzig 1963 [12]. Puis, elles sont étendues pour la résolution
des problèmes quadratiques sous forme générale.

L’objectif de ce mémoire est d’aborder la méthode de R. Gabassov et F.M. Kirillova
[27, 36] appelée méthode directe de support pour la résolution d’un problème quadratique
convexe à variables bornées. Cette méthode est une généralisation de la méthode de sim-
plexe [41]. L’itération de l’algorithme est basée sur le principe suivant : en partant d’une
solution réalisable de support initiale {x, Jp}, on construit l’itération {x, Jp} −→ {x̄, J̄p}
en deux étapes ; la première est le changement de solution réalisable x en une autre solu-
tion réalisable x̄, et dans la deuxième qui dépend de la première, on construit le support
J̄p à partir de Jp. Il est à noter qu’une solution réalisable de support peut être un point
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Introduction Générale

extrême, un point frontière ou un point intérieur, alors qu’une solution réalisable de base
est toujours un point extrême.
L’avantage de cette méthode par rapport à celle du simplexe est le fait qu’elle utilise les
variables de bornes telles qu’elles se présentent sans les modifier, ainsi que la notion de
suboptimalité qui accélère la convergence de l’algorithme de résolution ce qui produit un
gain en temps et en espace mémoire.

Ce travail commence par une introduction et s’articule autour de quatre chapitres.

Dans le premier chapitre, on va passer en revue quelques rappels d’algèbre matriciel
et certains résultats classiques importants concernant les fonctions quadratiques et la
convexité.

Le deuxième chapitre intitulé "La programmation quadratique convexe", expose des
définitions et des théorèmes sur la programmation quadratique convexe.

Dans le troisième chapitre, nous allons présenter l’algorithme directe de support sur
un problème de minimisation d’une fonction quadratique convexe sous des contraintes
d’égalité dans un domaine borné de Rn.

Le quatrième chapitre est consacré à l’implémentation de la méthode à étudier sous le
logiciel Matlab avec une application dans un cas pratique.
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Chapitre 1

Rappels mathématiques

1.1 Introduction
Dans ce chapitre, nous rappelons quelques définitions et propriétés des fonctions qua-

dratiques, des matrices définies et non définies, et des notions sur la convexité [8, 9, 4, 35,
17, 2, 19, 40]. Ceci nous aidera dans l’étude ultérieure de la programmation quadratique
convexe (P.Q.C.).

1.2 Les formes quadratiques
Définition 1.1. Une fonction F (x) : Rn → R de la forme suivante :

F (x) =
n∑
i=1

n∑
j=1

aijxixj +
n∑
j=1

cjxj = x′Ax+ c′x, (1.1)

est dite forme quadratique de n variables x1, x2, . . . , xn , où x′ = (x1, x2, . . . , xn).
c est n-vecteur colonne.
A = (aij, 1 6 i, j 6 n) est une matrice carrée d’ordre n.
Le symbole (’) est l’opérateur de transposition vectorielle et matricielle.
Pour i 6= j, le coefficient du terme xixj s’écrit aij + aji. En vertu de cela, la matrice A
peut être supposée symétrique. En effet, en définissant de nouveaux coefficients :

dij = dji =
aij + aji

2
, 1 ≤ i, j ≤ n.
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Chapitre 1 Rappels mathématiques

1.2.1 Représentation matricielle d’une forme quadratique

Exemple 1.1. Soient x = (x1, x2, . . . , xn) et D = (dij, 1 ≤ i, j ≤ n).
Pour n = 2 et d’après la formule (1.1), on a

F (x) =
2∑
i=1

2∑
j=1

aijxixj +
2∑
j=1

cjxj

= a11x
2
1 + a12x1x2 + a22x

2
2 + a21x2x1 + c1x1 + c2x2

= x1(a11x1 + a12x2) + x2(a21x1 + a22) + c1x1 + c2x2

=
(
x1 x2

)(a11x1 + a12x2
a21x1 + a22x2

)
+
(
c1 c2

)(x1
x2

)
=
(
x1 x2

)(a11 a12
a21 a22

)(
x1
x2

)
+
(
c1 c2

)(x1
x2

)
= x′Dx+ c′x.

Considérons la forme quadratique suivante :

F (x) = 3x21 + x1x2 + 2x22 + 10x1 − 6x2.

La matrice symétrique associée est

D =

(
3 1

2
1
2

2

)
et c =

(
10
−6

)

1.2.2 Gradient et Hessien d’une forme quadratique

Définition 1.2. Soit une fonction de classe C1 F : Rn → R. Le gradient de la fonction
F est définie par :

g(x) = ∇F (x) =



∂F
∂x1
∂F
∂x2

·
·
·
∂F
∂xn

 = 2Dx+ c,

où ∂F
∂xi

est la dérivée partielle de F par rapport à xi, i = 1, 2, ..., n.

Définition 1.3. Soit une fonction de classe C2 F : Rn → R. La hessienne de la fonction
F est définie par :

H(x) = ∇2F (x) =


∂2F
∂2x1

∂2F
∂x1∂x2

. . . ∂2F
∂x1∂xn

∂2F
∂x2∂x1

∂2F
∂2x2

. . . ∂2F
∂x2∂xn...

... . . . ...
∂2F

∂xn∂x1
∂2F

∂xn∂x2
. . . ∂2F

∂2xn

 .
8



Chapitre 1 Rappels mathématiques

Définition 1.4. [10] Soit F : Rn → R une fonction de classe C1. La dérivée directionnelle
de F dans la direction l au point x est :

∂F

∂l
(x) = lim

t−→0

F (x+ tl)− F (x)

t

=
∂F

∂x1
(x+ tl) |t=0 l1 + · · ·+ ∂F

∂xn
(x+ tl) |t=0 ln

= l′∇F (x)

Remarque 1.1. Si ||l|| = 1, la dérivée directionnelle est le taux d’accroissement de F
dans la direction l au point x. Le taux d’accroissement est maximal dans la direction du
gradient.

1.2.3 Formes quadratiques définies et non définies

Soit la forme quadratique F (x) = x′Dx avec D est symétrique.

Définition 1.5. On dit que F (x) est définie positive si : x′Dx > 0, ∀x ∈ Rn et x 6= 0.
Elle est dite semi-définie positive ou définie non négative si : x′Dx ≥ 0,∀x ∈ Rn.

Définition 1.6. On dit que F (x) est définie négative si x′Dx < 0,∀x ∈ Rn et x 6= 0. Elle
est dite définie non positive si x′Dx ≤ 0,∀x ∈ Rn.

Définition 1.7. Une matrice symétrique D est dite matrice définie positive (non négative)
et se note D > 0, (D ≥ 0), si elle est associée à une forme quadratique définie positive
(non négative).

Définition 1.8. Une forme quadratique F (x) est dite non définie si F (x) est positive
pour certaines valeurs de x et négative pour d’autres.

Définition 1.9. Soit D une matrice carrée, on dit que D est symétrique si : dij = dji
pour tout 1 ≤ i, j ≤ n et i 6= j.

1.2.4 Propriétés des matrices définies positives et non négatives

Les matrices symétriques définies positives ont des propriétés très intéressantes. Voici
quelques unes [4, 38] :

Propriétés 1.10. Soit une matrice symétrique D = (dij, 1 ≤ i, j ≤ n). Si D est définie
positive (non négative), alors on a :

dii > 0 (dii ≥ 0), ∀i = 1, . . . , n.

Propriétés 1.11. Soit D une matrice symétrique n × n. On dit que D est semi-définie
positive ou définie non négative et on note D ≥ 0, quand :

xDx′ ≥ 0, ∀x ∈ Rn.

On dit que D est définie positive et on note D > 0, quand :

xDx′ > 0, ∀x ∈ Rn et x 6= 0.

9



Chapitre 1 Rappels mathématiques

Propriétés 1.12. Soit D une matrice symétrique n× n. On note {λi}i=1,...,n ses valeurs
propres réelles. On a les équivalences suivantes :

• D ≥ 0⇔ λi ≥ 0, i = 1, . . . , n ;

• D > 0⇔ λi > 0, i = 1, . . . , n ;

• D est indéfinie si et seulement si certains λi sont positifs et d’autres négatifs.

Propriétés 1.13. Soit la matrice D par blocs de la manière suivante :(
D11 D12

D21 D22

)
.

Si D > 0 (D ≥ 0), alors les sous matrices principales D11 et D22 sont aussi définies
positives (non négatives). D’une manière générale, toute sous matrice principale d’une
matrice définie positive (non négative) est définie positive (non négative).

Propriétés 1.14. Un élément de la diagonale d’une matrice symétrique D définie non
négative ne peut s’annuler que si les autres éléments de la même ligne et colonne s’annulent
aussi.

Propriétés 1.15. Soit D une matrice symétrique définie non négative. Si x est un point
quelconque mais fixé de Rn tel que x′Dx = 0, on a alors Dx = 0.

1.2.5 Noyau, image et rang d’une matrice

Définition 1.16. Soit A une matrice d’ordre m× n.
Le noyau de A est l’ensemble :

N(A) = {x ∈ Rn : Ax = 0}.

L’image ou l’espace image de A est l’ensemble :

Im(A) = {y ∈ Rm : ∃x ∈ Rn, Ax = y}.

Proposition 1.17.

• N(A) est un sous-espace vectoriel de Rn.

• Im(A) est le sous-espace vectoriel de Rm engendré par les colonnes de A.

Définition 1.18. On appelle rang d’une matrice, la dimension de l’image de la matrice
A :

rang(A) = dim(Im(A)).
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Chapitre 1 Rappels mathématiques

1.2.6 L’inverse des matrices

Définition 1.19. La matrice carrée A d’ordre n est dite inversible (ou régulière ou non
singulière) s’il existe une matrice carrée B d’ordre n telle que AB = BA = In, In est une
matrice d’identité.
On dit que B est la matrice inverse de A et on écrit B = A−1.
Une matrice qui n’est pas inversible est dite singulière.

Définition 1.20. Une matrice est inversible si son déterminant est non nul (det(A) 6= 0).
Si A est inversible, son inverse est aussi inversible et (A−1)−1 = A.
De plus, si A et B sont deux matrices inversibles d’ordre n, donc le produit AB est aussi
inversible et (AB)−1 = B−1A−1.

Propriétés 1.21. On dit que la matrice carrée est inversible si et seulement si ses vecteurs
colonnes sont linéairement indépendants.

1.3 Notions sur la convexité
La convexité joue un rôle central dans la théorie classique de l’optimisation. Elle est

un outil indispensable pour la recherche des conditions à la fois nécessaires et suffisantes
d’optimalité.

1.3.1 Ensembles convexes

Définition 1.22. Un ensemble S ⊂ Rn est dit convexe si pour tout couple (x, y) ∈ S2 et
λ ∈ [0, 1], on a :

λx+ (1− λ)y ∈ S.

Géométriquement, toute partie relie deux points quelconques x et y de S, le segment
[x, y] doit être aussi dans S (voir la figure (1.3.1)).

Définition 1.23. Un ensemble de points de Rn est convexe si et seulement si toute com-
binaison convexe de points de l’ensemble est encore un point de l’ensemble.

Définition 1.24. Un ensemble S est dit cône si x ∈ S implique que λx ∈ S pour tout
λ > 0. Si, de plus, S est convexe, alors S est appelé cône convexe.

1.3.2 Propriétés des ensembles convexes

Propriétés 1.25. [2] Soit une famille (Si)i=1,...,n d’ensembles convexes, donc on a :

S =
⋂n
i=1 Si est un ensemble convexe.

Propriétés 1.26. [17] Si S est convexe alors :

(λ1 + λ2)S = λ1S + λ2S, pour toute λ1, λ2 ≥ 0.

11



Chapitre 1 Rappels mathématiques

Figure 1.1 – Illustration des ensembles convexes et non convexes.

Propriétés 1.27. [17] Si S est convexe, et λ ∈ R, alors K = {x | x = λy, y ∈ S} est un
ensemble convexe.

Propriétés 1.28. [17] Si S1 et S2 sont deux ensembles convexes de R, alors K = S1∩S2

et K = {x | x = x1 + x2, x1 ∈ S1 et x2 ∈ S2} est convexe.

1.3.3 Polyèdre convexe et Polytope

Définition 1.29. Un polyèdre dans Rn est un ensemble de la forme :

P = {x ∈ Rn, Ax ≤ b},

où A ∈ Rm×n et b ∈ Rm sont fixés.

Définition 1.30. Soit a un vecteur de Rn non nul ; on appelle hyperplan de Rn l’ensemble
des x ∈ Rn tels que a′x = b, b ∈ Rn. Cet hyperplan à dimension (n − 1) divise l’espace
de Rn en deux demi-espaces :

H+ = {x| a′x ≥ b} et H− = {x| a′x ≤ b},

où H+ et H− sont convexes.

Théorème 1.31. [2] Un polyèdre est un ensemble convexe.

Définition 1.32.

• Un polyèdre borné, i.e., un polyèdre pour lequel il existe un nombre B tel que chaque
point du polyèdre a des coordonnées comprises entre −B et B, est appelé polytope.

• Un polytope à 2 dimensions est un polygone.
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1.3.4 Fonctions convexes

Définition 1.33. Une fonction F réelle définie sur un ensemble convexe S de Rn est dite
convexe, si pour tous les points x, y ∈ R et pour tout nombre réel positif ou nul λ tel que
0 ≤ λ ≤ 1, l’inégalité suivante est vérifiée :

F (λx+ (1− λ)y) ≤ λF (x) + (1− λ)F (y). (1.2)

Définition 1.34.

• Une fonction convexe F (x), x ∈ S, est dite strictement convexe si l’inégalité (1.2) est
stricte ∀x, y ∈ Rn avec x 6= y et λ ∈]0, 1[.

• Une fonction F est concave si −F est convexe.

• L’interprétation géométrique de cette définition est que le graphe de la fonction est tou-
jours en dessous du segment reliant les points (x, f(x)) et (y, f(y)).

Figure 1.2 – Fonction convexe.

Exemple 1.2. On définit la fonction distance :

dS(x) = inf{‖x− z‖, z ∈ S},

où S ⊂ Rn est ensemble non vide convexe et ‖.‖ est une norme quelconque dans Rn.
Alors, la fonction dS est convexe.

13
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Démonstration. Soient x, y ∈ S, λ ∈ [0, 1] on a :{
dS(x) = inf{‖x− z1‖, z1 ∈ S},
dS(y) = inf{‖y − z2‖, z2 ∈ S},

alors

∀ε > 0, ∃z1 ∈ S, λdS(x) ≤ λ‖x− z1‖< λ(dS(x) + ε). (1.3)

∀ε > 0, ∃z2 ∈ S, (1− λ)dS(y) ≤ (1− λ)‖x− z1‖< (1− λ)(dS(y) + ε). (1.4)

Donc :

λ‖x− z1‖+(1− λ)‖y − z2‖< λdS(x) + (1− λ)dS(y) + ε.

D’autre part :

‖λx+ (1− λ)y − (λz1 + (1− λ)z2)‖≤ ‖λx− z1‖+(1− λ)‖y − z2‖< λdS(x) + (1− λ)dS(y) + ε,

on prend z = λz1 + (1− λ)z2 ∈ S.

inf
z∈S
‖λx+ (1− λ)y − z‖≤ ‖λx+ (1− λ)y − z‖< λdS(x) + (1− λ)dS(y) + ε,

Donc :

dS(λx+ (1− λ)y) < λdS(x) + (1− λ)dS(y) + ε.

ε −→ 0,

dS(λx+ (1− λ)y) ≤ λdS(x) + (1− λ)dS(y),

alors la fonction dS est convexe.

Définition 1.35. Soit S ⊂ Rn ensemble non vide et F : S ⊂ Rn −→ R. L’épigraphe de
F , noté epi(F ), est l’ensemble :

epi(F ) = {(x, α)|F (x) ≤ α, x ∈ S, α ∈ R}.

Théorème 1.36. Soit S ⊂ Rn ensemble convexe non vide et F : S ⊂ Rn −→ R. Alors,
F est convexe si et seulement si epi(F ) est un ensemble convexe.

Démonstration. On suppose que F est convexe.
Soient (x1, α1), (x2, α2) ∈ epi(F ).
D’après les définitions de l’épigraphe et de la fonction convexe, on a :

F (λx1 + (1− λ)x2) ≤ λF (x1) + (1− λ)F (x2) ≤ λα1 + (1− λ)α2, ∀λ ∈ [0, 1].
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Puisque S est un ensemble convexe, alors

λx1 + (1− λ)x2 ∈ S,

d’où
(λx1 + (1− λ)x2, λα1 + (1− λ)α2) ∈ epi(F ),

ce qui implique que epi(F ) est convexe.
D’autre part, on suppose que epi(F ) est convexe.
Soient (x1, f(x1)), (x2, f(x2)) ∈ epi(F ), alors, d’après la convexité de epi(F ), on a :

(λx1 + (1− λ)x2, λF (x1) + (1− λ)F (x2)) ∈ epi(F ), ∀λ ∈ [0, 1].

Donc
F (λx1 + (1− λ)x2) ≤ λF (x1) + (1− λ)F (x2), ∀λ ∈ [0, 1].

D’où F est convexe.

Théorème 1.37.

• Soit F une fonction convexe sur un ensemble convexe S ⊂ Rn et α > 0 un nombre réel,
alors αF est aussi une fonction convexe sur S.

• Soient F1, F2 deux fonctions convexes sur un ensemble S convexe, alors la fonction F1+F2

est aussi convexe sur S.

• Soient F1, F2, . . . , Fm des fonctions convexes sur l’ensemble S convexe et les nombres
réels α1, α2, . . . , αm ≥ 0, alors la fonction

∑m
i=1 αiFi est aussi convexe sur S.

1.3.5 Propriétés des fonctions convexes

Théorème 1.38. [32] Si F est continûment différentiable, les conditions (i) et (ii) ci-
dessous sont équivalentes.
Les conditions (i), (ii) et (iii) ci-dessous sont équivalentes si la fonction F est deux fois
continûment différentiable :

(i) F est convexe ;

(ii) ∀x, y ∈ S, F (y) ≥ F (x) +∇F (x)′(y − x) ;

(iii) ∀x ∈ S, la matrice hessienne ∇2F (x) est semi-définie positive.

Alors, d’après ce théorème, on déduit facilement qu’une fonction quadratique F (x) =
x′Dx + c′x est convexe si et seulement si sa matrice associée D est semi-définie positive.
Cela provient du fait que D = ∇2F (x).

Propriétés 1.39. [13](Inégalité de Jensen) Soit la fonction F réelle définie sur un
ensemble convexe S ⊂ Rn, alors F est convexe si et seulement si :

F (
k∑
i=1

λixi) ≤
k∑
i=1

λiF (xi),

où xi ∈ S, i = 1, . . . , k, λ ≥ 0 et
∑k

i=1 λi = 1.
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1.4 Conclusion
Dans ce chapitre, nous avons présenté les notions et les propriétés des formes quadra-

tiques. Ensuite, nous avons vu des notions sur la convexité et les propriétés des ensembles
et des fonctions convexes qui sont fondamentales pour l’optimisation non linéaire.

16



Chapitre 2

La programmation quadratique convexe
(P.Q.C.)

2.1 Introduction
Dans ce chapitre, nous verrons des définitions sur les problèmes quadratiques et

convexes, ainsi que les conditions nécessaires et suffisantes pour l’optimalité de ces pro-
blèmes.

2.2 Programmation non linéaire sous contraintes

2.2.1 Formulation du problème

On définit le problème d’optimisation non linéaire sous contraintes dans Rn sous la
forme suivante : 

min F (x),

hi(x) = 0, i = 1, . . . , p,

gi(x) ≤ 0, i = p+ 1, . . . ,m,

(2.1)

où le vecteur x ∈ Rn, F est la fonction objectif ou critère économique et (hi), i =
1, . . . , p, (gi), i = p+ 1, . . . ,m, sont les contraintes du problème.

Définition 2.1. On appelle ensemble réalisable X = {x ∈ Rn|hi(x) = 0, i = 1, . . . , p et gi(x) ≤
0, i = p+ 1, . . . ,m} l’ensemble des vecteurs vérifiant toutes les contraintes du problème.

2.2.2 Les minimums locaux et globaux

Définition 2.2. (Minimum local)
Le vecteur x∗ ∈ X est appelé minimum local du problème (2.1) s’il existe ε > 0 tel que :

F (x) ≥ F (x∗), ∀x ∈ X tel que ‖x− x∗‖< ε.
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Définition 2.3. (Minimum local strict)
Le vecteur x∗ ∈ X est appelé minimum local du problème (2.1) s’il existe ε > 0 tel que :

F (x) > F (x∗), ∀x ∈ X, x 6= x∗tel que ‖x− x∗‖< ε.

Définition 2.4. (Minimum global)
Le vecteur x∗ ∈ X est appelé minimum global du problème (2.1) si :

F (x) ≥ F (x∗), ∀x ∈ X.

Définition 2.5. (Minimum global strict)
Le vecteur x∗ ∈ X est appelé minimum global strict du problème (2.1) si :

F (x∗) < F (x), ∀x ∈ X, x 6= x∗.

2.2.3 Existence et unicité

Théorème 2.6. [3](Weierstrass)
Si K est un compact (fermé et borné) non vide de Rn et si F est continue sur K, alors le
problème (2.1) admet au moins une solution optimale globale x∗ ∈ K.

Théorème 2.7. [3] Si K est un ensemble non vide et fermé de Rn, F est continue et
coercitive (c’est-à-dire : lim‖x‖→∞ F (x) = +∞), alors le problème (2.1) admet une unique
solution optimale globale.

2.3 Conditions d’optimalité sans contraintes
Soit le programme non linéaire sans contraintes suivant :

min
x∈Rn

F (x). (2.2)

2.3.1 Conditions nécessaires de minimalité locale

Théorème 2.8. (Conditions nécessaires du premier ordre)
Soit F : Rn → R, tel que F est différentiable au point x∗ ∈ Rn. Soit ` ∈ Rn tel que
∇F (x∗)′` < 0. Alors il existe λ > 0 tel que :

F (x∗ + α`) < F (x∗), ∀α ∈]0, λ[.

La direction ` s’appelle dans ce cas direction de descente.

Démonstration. Comme F est différentiable en x∗ donc :

F (x∗ + α`) = F (x∗) + α∇F (x∗)′`+ α‖`‖ξ(x∗ + α`),
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où ξ(x∗ + α`)→ 0 pour α→ 0. Alors :

F (x∗ + α`)− F (x∗)

α
= ∇F (x∗)′`+ ‖`‖ξ(x∗ + α`), α 6= 0.

Et comme ∇F (x∗)′` < 0 et ξ(x∗ + α`)→ 0 pour α→ 0, il existe λ > 0 tel que :

∇F (x∗)′`+ ‖`‖ξ(x∗ + α`) < 0, ∀α ∈]0, λ[.

Par conséquent, on a :

F (x∗ + α`) < F (x∗), ∀α ∈]0, λ[.

Corollaire 2.1. Soit F : Rn → R différentiable en x∗, si x∗ est un minimum local alors :

∇F (x∗) = 0.

Démonstration. En démontrant par l’absurde, on suppose que :

∇F (x∗) 6= 0 et ` = −∇F (x∗),

alors on a :

∇F (x∗)′` = −‖∇F (x∗)‖2< 0.

Donc, d’après le théorème précédent, il existe λ > 0 tel que :

F (x∗ + α`) < F (x∗), ∀α ∈]0, λ[.

Contradiction avec le fait que x∗ est un minimum local d’où ∇F (x∗) = 0.

Théorème 2.9. (Conditions nécessaires du seconde ordre)
Soit F : Rn → R deux fois continûellement différentiable, x∗ est un minimum local de F .
Alors :

∇F (x∗) = 0 et ∇2F (x∗) est semi-définie positive.

Démonstration. Le corollaire ci-dessus montre la première condition du théorème.
D’après le développement de Taylor de F en x∗ :

F (x∗ + α`) = F (x∗) + α∇F (x∗)′`+
1

2
α2∇2F (x∗)`+ α2‖`‖2ξ(x∗ + α`), α 6= 0.

Comme x∗ est un minimum local, alors F (x∗ + α`) ≥ F (x∗) pour α suffisamment petit,
d’où :

1

2
∇2F (x∗)`+ ‖`‖2ξ(x∗ + α`) ≥ 0, α est petit.

En passant à la limite quand α → 0, on obtient que `′∇2F (x∗)` ≥ 0, d’où ∇2F (x∗) est
semi-définie positive.
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2.3.2 Conditions suffisantes de minimalité locale

Théorème 2.10. Soit la fonction F : Rn → R deux fois continûellement différentiable
au point x∗.
Si ∇F (x∗) = 0 et ∇2F (x) est définie positive, alors x∗ est un minimum local strict de F .

Démonstration. En montrant par l’absurde, soit le développement de Taylor de F en x∗ :

F (x) = F (x∗) +∇F (x∗)(x− x∗) +
1

2
(x− x∗)′∇2F (x∗)(x− x∗) + ‖x− x∗‖2ξ(x− x∗),

avec ξ(x− x∗)→ 0 quand x→ x∗.
Au voisinage de x∗, tout vecteur x peut s’écrire x = x∗+ θ`, où ` est une direction tel que
‖`‖= 1, alors θ = x− x∗. Donc on a :

F (x) = F (x∗ + θ`) = F (x∗) +
θ2

2
`′∇2F (x∗)`+ θ2ξ(θ),

avec ξ(θ)→ 0 quand θ → 0.
En vertu de deuxième hypothèse, on a `′∇2F (x∗)` > 0, alors pour un θ > 0 suffisamment
petit, on aura F (x∗ + θ`) > F (x∗), ce qui est la contradiction.
Donc, x∗ est bien un minimum local strict de F .

Théorème 2.11. [32] Soit F une fonction convexe continûment différentiable sur Rn.
Alors, les conditions suivantes sont équivalentes :
• x∗ est un minimum global de F sur Rn ;
• x∗ est un minimum local de F sur Rn ;
• x∗ est un point stationnaire de F , i.e, ∇F (x∗) = 0.

2.4 Conditions d’optimalité avec contraintes

2.4.1 Conditions d’optimalité pour le cas des contraintes linéaires
d’égalités

On va s’intéresser au problème suivant, dit problème d’optimisation avec contraintes
d’égalités seulement : {

min F (x),

hi(x) = A′ix− bi = 0, i = 1, . . . ,m,
(2.3)

où F : Rn → R est une fonction deux fois continûment différentiable, b est un vecteur de
Rm et A une matrice d’ordre m× n, formée des vecteurs colonnes et lignes suivants :

A = (a1, a2, . . . , an) =


A′1
A′2
...
A′m

 ; et h(x) =


h1(x)
h2(x)

...
hm(x)


est une fonction vectorielle définie de Rn dans Rm.
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Propriétés 2.12. Un vecteur ` ∈ Rn est une direction admissible au point x si et seule-
ment si : A` = 0. De plus, on a : x(α) = x+ α` ∈ X, ∀α ∈ R.

Remarque 2.1. Pour que l’ensemble des solutions réalisables X ne soit pas vide ou ne
soit pas réduit à un point isolé, on considère que rang(A) = m < n.

Définition 2.13. La fonction L(x, λ) = F (x)+
∑m

i=1 λihi(x) est dite fonction de Lagrange
associée au problème (2.3).
Le vecteur λ = (λ1, λ2, . . . , λm) ∈ Rm, est formé des multiplicateurs de Lagrange.

Théorème 2.14. Soit x un minimum local (ou global) pour le problème (2.3). Alors, il
existe un vecteur multiplicateurs de Lagrange λ∗ ∈ Rm, tel que :

∇L(x∗, λ∗) = 0⇔

{
∂L
∂x

(x∗, λ∗) = 0,
∂L
∂λ

(x∗, λ∗) = 0.

Démonstration. Soit x un minimum du problème (2.3), alors il existe un vecteur λ ∈ Rm

vérifiant :
∇F (x∗) + A′λ = 0. (2.4)

Aussi, si A est de rang complet en lignes, alors λ est unique.
La condition (2.4) peut être donnée autrement, en utilisant la fonction de Lagrange :

∇xL(x, λ) = ∇F (x) + A′λ = 0 (2.5)

De plus, un minimum local est tout d’abord un point réalisable, qui vérifie :

Ax = b⇒ ∇λL(x, λ) = Ax− b = 0. (2.6)

Donc, d’après les relations (2.4) et (2.5), on trouve la condition nécessaire d’optimalité
du premier ordre pour le problème (2.3).

2.4.2 Conditions d’optimalité pour le cas des contraintes linéaires
d’inégalités

On va s’intéresser au problème suivant, dit problème d’optimisation avec contraintes
d’inégalités seulement : {

min F (x),

gj(x) = Ajx− bj ≤ 0, j = 1, . . . ,m,
(2.7)

où b est un vecteur de Rm et A est une matrice d’ordrem×n, formée des vecteurs colonnes
et des vecteurs lignes suivantes :

A = (a1, a2, . . . , an) =


A′1
A′2
...
A′q

 ;

et g(x) la fonction définie de Rn dans Rm.
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Définition 2.15. L’ensemble des indices actifs au point x∗ est formé des indices i qui
vérifient gj(x∗) = 0. Il est noté :

Ia = Ia(x
∗) = {j = 1, 2, . . . ,m/gj(x

∗) = 0⇒ A′jx
∗ = bj}.

Lemme 2.16. (Farkas)[38]
Soit (m+ 1) vecteurs de l’espace Rn : c, Aj, 1 ≤ j ≤ m, m < n.
Si pour chaque vecteur x satisfait A′jx ≤ 0, 1 ≤ j ≤ m, on a c′x ≤ 0, alors il existe des
coefficients λj ≥ 0, j = 1, 2, . . . ,m, tel que :

c =
m∑
j=1

λjAj.

Lemme 2.17. Soit S l’ensemble des contraintes d’inégalités du problème (2.7), un vecteur
` de Rn est une direction admissible au point x∗ si et seulement si :

A′j` ≤ 0, ∀j ∈ Ia(x∗).

Théorème 2.18. (Théorème de Karush-Kuhn-Tucker)[1] Soit x∗ un point minimum
du problème (2.7). Il existe λ∗ = (λ1, λ2, . . . , λm) ≥ 0 tel que :

•Pour la fonction de Lagrange L(x∗, λ∗) = F (x∗) +
∑m

j=1 λ
∗
jgj(x

∗), la condition de sta-
tionnarité est vérifiée :

∇F (x∗) +
m∑
j=1

λ∗jAj = 0.

• La condition de complémentarité est remplie :

λ∗jg(x∗) = 0, ∀j = 1, . . . ,m.

2.5 Programmation convexe
Définition 2.19. On dit qu’un problème de programmation mathématique est convexe
(strictement convexe), s’il consiste à minimiser une fonction convexe (strictement convexe)
dans un domaine convexe.

Définition 2.20. Le problème (2.1) est convexe si F est convexe, les fonctions hi(x), i =
1, . . . , p, sont linéaires et les fonctions gj(x), j = 1, . . . , q, sont convexes.

2.5.1 Propriétés des problèmes convexes

Pour tout problème de programmation convexe, nous avons les propriétés suivantes[5,
32] :

Propriétés 2.21. Tout minimum local est un minimum global.
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Propriétés 2.22. Soit la fonction F convexe définie sur un convexe S ∈ Rn. Alors,
l’ensemble X des points où F atteint son minimum est convexe.

Propriétés 2.23. Si la fonction F est strictement convexe, alors son minimum global,
lorsque qu’ il existe, est atteint en un seul point x∗.

Théorème 2.24. Soient la fonction convexe F et le couple de vecteurs (x∗, λ∗) vérifiant
les conditions de Karush-Kuhn-Tucker :

(i.) ∇Lx(x∗, λ∗) = 0, λ∗j ≥ 0, j = 1, . . . , q ;

(ii.) λ∗jgj(x∗) = 0, j = 1, . . . , q.
Alors, le vecteur x∗ constitue un minimum global de F .

Les conditions de KKT sont à la fois des conditions nécessaires et suffisantes de mini-
malité (c’est le théorème de KKT-convexe).

2.6 Problème Quadratique Convexe (P.Q.C)
Il s’agit d’une classe de problème d’optimisation où la fonction objectif est quadra-

tique, s’écrivant sous la forme F (x) = 1
2
x′Dx+ c′x, avec D symétrique, que l’on minimise

sur un polyèdre convexe fermé.

Remarque 2.2. On remarque qu’un problème linéaire n’est autre qu’un problème qua-
dratique dégénéré (D = 0), et c’est toujours un problème convexe.

L’étude des problèmes quadratiques convexes constitue un domaine propre de la théo-
rie de la programmation quadratique.

2.7 Les domaines d’application de P.Q.C.
La programmation quadratique convexe est le plus simple problème d’optimisation

non linéaire avec contraintes. Elle est naturellement utilisée dans la modélisation d’une
variété d’applications, telles que :
• La gestion de portefeuille [30, 31, 14] ;
• L’analyse structurelle [35, 29] ;
• Le contrôle optimal [16, 6, 7] ;
• Les machines à vecteurs de support (SVM ) [39, 15].

2.8 Conclusion
Dans ce chapitre, nous avons présenté les conditions d’optimalité pour un problème

quadratique convexe sans et sous contraintes.
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Chapitre 3

Méthode directe de support pour la
programmation quadratique convexe à
variables bornées

3.1 Introduction
Dans ce chapitre, nous abordons la méthode de R. Gabassov et F.M. Kirillova [27, 36]

appelée méthode directe du support pour la résolution d’un problème quadratique convexe
à variables bornées. Le principe de cette méthode est : en partant d’une solution réalisable
de support initiale, formée d’une solution réalisable et de deux matrices non dégénérées
correspondantes respectivement aux contraintes et à la fonction objectif, chaque itération
consiste à trouver une direction d’amélioration et un pas maximal le long de cette direction
en améliorant la valeur de la fonction objectif, tout en s’assurant de ne pas sortir du
domaine admissible déterminé par les contraintes du problème.

3.2 Position du problème
Le problème de la programmation quadratique convexe à variables bornées est défini

sous la forme suivante :
min F (x) =

1

2
x′Dx+ c′x, (3.1)

Ax = b, (3.2)

d− ≤ x ≤ d+, (3.3)

où la matrice D est symétrique et semi-définie positive, A est une matrice de dimension
m × n, avec rang(A) = m < n, b un m-vecteur, x, c, d− et d+ sont des n-vecteurs ;
‖d−‖<∞, ‖d+‖<∞.
On a : I = 1, 2, . . . ,m, J = 1, 2, . . . , n, sont les ensembles des indices des lignes et des
colonnes de A.
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On définit les répartitions suivantes :

J = JB ∪ JN , avec JB ∩ JN = ∅, JN = J \ JB, | JB |= m.

Alors, on peut écrire et fractionner les vecteurs et la matrice A de la manière suivante :
x = x(J) = (xj, j ∈ J),

x =

 xB
−−
xN

 , xB = x(JB) = (xj, j ∈ JB), xN = x(JN) = (xj, j ∈ JN) ;

c = c(J) =

 cB
−−
cN

 , cB = (cj, j ∈ JB), cN = (cj, j ∈ JN) ;

b = b(I) = (bi, i ∈ I), d− = (d−j , j ∈ J), d+ = (d+j , j ∈ J) ;

A = A(I, J) = (aij, i ∈ I, j ∈ J); A = (aj, j ∈ J); aj =

a1j
...
amj

,

A = (AB|AN), AB = A(I, JB), AN = A(I, JN).

3.2.1 Notations et définitions

Définition 3.1. (Solution réalisable)
Le vecteur x vérifiant les contraintes (3.2) et (3.3) est appelé solution réalisable (SR) du
problème (3.1)-(3.3).

Définition 3.2. (Solution optimale)
Une solution réalisable x∗ est dite optimale si

F (x∗) =
1

2
(x∗)′Dx+ c′x∗ = min

1

2
x′Dx+ c′x,

où x∗ est pris parmi toutes les solutions réalisables du problème(3.1)-(3.3).

Définition 3.3. (Solution suboptimale)
un plan (solution) xε est appelé ε-optimal ou suboptimal si

F (xε)− F (x∗) ≤ ε,

1

2
(xε)′Dxε + c′xε − 1

2
(x∗)′Dx∗ − c′x∗ ≤ ε,

où x∗ est un solution optimale du problème (3.1)-(3.3) et ε est un nombre positif ou nul.

Définition 3.4. (Support des contraintes)
On appelle l’ensemble JB ⊂ J, |JB| = m, support des contraintes du problème(3.1)-(3.3)
si

det(AB) = det(A(I, JB)) 6= 0.
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Définition 3.5. (Solution réalisable de support)
Le couple {x, JB}, formé du solution réalisable (plan) x et du support JB, est appelé
solution réalisable de support (SRS).

Définition 3.6. (Solution réalisable de support non dégénérée)
La SRS x est dite non dégénérée, si

d−j < xj < d+j , ∀j ∈ JB.

Définition 3.7.

• Le vecteur g(x) = Dx+ c est le gradient de la fonction objectif (3.1) au point x, avec

g′ = (gj, j ∈ J) = (g′B, g
′
N), g(JB) = (gj, j ∈ JB), g(JN) = (gj, j ∈ JN).

• Le vecteur des multiplicateurs (potentiels) u est défini par :

u′ = g′BA
−1
B .

• Le vecteur des estimations (des coûts réduits) E est défini par :

E ′ = g′ − u′A = (E ′B, E
′
N),

tel que E ′B = E ′(JB) = 0, E ′N = g′N − u′AN .
Définition 3.8. (Support de la fonction objectif)
On appelle l’ensemble d’indices JS ⊂ JN support de la fonction objectif (3.1) si la sous-
matrice MS = M(JS, JS) de M est non singulière,c-à-d, det(M(JS, JS) 6= 0, où

M = M(JN , JN) = Z ′DZ, et Z = Z(J, JN) =

(
−A−1B AN

IN

)
. (3.4)

IN = I(JN , JN) est la matrice d’identité d’ordre (n−m).

Définition 3.9. (Support du problème)
On appelle support du problème (3.1)-( 3.3) l’ensemble JP = {JB, JS}, formé du support
des contraintes JB et celui de la fonction objectif JS.

Définition 3.10. (Direction admissible - Direction d’amélioration)
On dit que le vecteur ` est une direction admissible pour le problème (3.1)-(3.3) si

∀` ∈ Rn, A` = 0.

Une direction admissible ` est dite direction d’amélioration au point x si E ′` < 0.

Définition 3.11. (Estimation de suboptimalité)
Soit {x, JB} une solution réalisable de support (SRS) du problème (3.1)-(3.3). On appelle
estimation de suboptimalité de la SRS {x, JB}, la quantité β(x, JB) définie par :

β(x, JB) =
∑

Ej>0,j∈JN

Ej(xj − d−j ) +
∑

Ej<0,j∈JN

Ej(xj − d+j ). (3.5)

Définition 3.12. (Plan de support)
On appelle plan de support du problème (3.1)-( 3.3) le couple {x, JP} formé du plan x et
du support JP ; il est dit accordé si E(JS) = 0.
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3.3 Formule d’accroissement de la fonction objectif
Soit {x, JB} une SRS du problème (3.1)-(3.3) et considérons un autre plan quelconque

x = x+∆x.
L’accroissement de la fonction objectif s’écrit comme suit :

∆F = F (x̄)− F (x)

=
1

2
x̄′Dx̄+ c′x̄− 1

2
x′Dx− c′x

=
1

2
(x+∆x)′D(x+∆x) + c′(x+∆x)− 1

2
x′Dx− c′x

=
1

2
∆′xD∆x+∆′x(Dx+ c)

=
1

2
∆′xD∆x+ g′(x)∆x.

Alors

F (x̄)− F (x) = g′(x)∆x+
1

2
∆′xD∆x. (3.6)

D’autre part, on a{
Ax = b,

Ax̄ = b,
⇔ Ax̄ = A(∆x+ x) = A∆x+ Ax = b⇒ A∆x = 0.

En posant ∆xB = ∆x(JB), ∆xN = ∆x(JN), ∆x = (∆xB
∆xN

).
On a

A∆x = 0⇔ AB∆xB + AN∆xN = 0,

d’où

∆xB = −A−1B AN∆xN . (3.7)

En vertu de la relation (3.7), la formule (3.6) devient

F (x̄)− F (x) = g′B∆xB + g′N∆xN +
1

2
∆′xD∆x

= g′B(−A−1B AN∆xN) + g′N∆xN +
1

2
∆′xD∆x

= [−g′BA−1B AN + g′N ]∆xN +
1

2
∆′xD∆x

= E ′N∆xN +
1

2
∆′xD∆x.
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On exprime le terme ∆′xD∆x en fonction de ∆xN :

∆′xD∆x =

(
∆xB
∆xN

)′
D

(
∆xB
∆xN

)
=

(
−A−1B AN∆xN

∆xN

)′
D

(
−A−1B AN∆xN

∆xN

)
= ∆′xN

(
−A−1B AN

In

)′
D

(
−A−1B AN

In

)
∆xN .

Alors,

F (x̄)− F (x) = E ′N∆xN +
1

2
∆′xNZ

′DZ∆xN .

L’expression finale de l’accroissement est :

∆F = F (x̄)− F (x) = E ′N∆xN +
1

2
∆′xNM∆xN . (3.8)

3.4 Critère d’optimalité
Théorème 3.13. [20] Soit {x, JB} une SRS du problème (3.1)-(3.3).
Alors, les relations suivantes :

Ej ≥ 0, pour xj = d−j ,

Ej ≤ 0, pour xj = d+j ,

Ej = 0, pour d−j < xj < d+j , j ∈ JN ,
(3.9)

sont suffisantes pour l’optimalité de la solution réalisable x. Ces mêmes relations sont
aussi nécessaires si la SRS {x, JB} est non dégénérée.

Démonstration. Condition suffisante
Soit {x, JB} une SRS vérifiant les relations (3.9). Pour tout plan x̄ du problème (3.1)-(3.3),
la formule d’accroissement (3.8) devient :

F (x̄)− F (x) = E ′N∆xN +
1

2
∆′xNM∆xN ≥ E ′N∆xN ,

car M est la matrice semi-définie positive, donc

F (x̄)− F (x) ≥
∑

Ej>0,j∈JN

Ej(x̄− xj) +
∑

Ej<0,j∈JN

Ej(x̄− xj).

On a d−j ≤ x̄j ≤ d+j , alors x̄j − d−j ≥ 0 et x̄j − d+j ≤ 0.
En vertu des relations d’optimalité (3.9) on aura :

F (x̄)− F (x) ≥
∑

Ej>0,j∈JN

Ej(x̄− xj) +
∑

Ej<0,j∈JN

Ej(x̄− xj) ≥ 0,
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d’où

F (x̄)− F (x) ≥ 0⇒ F (x̄) ≥ F (x).

Par conséquent, x est une solution optimale.

Condition nécessaire : On montre par l’absurde.
Soit {x, JB} un plan optimal non dégénéré du problème (3.1)-(3.3).
On suppose que les relations (3.9) ne sont pas vérifiées, c-à-d, qu’il existe au moins un
indice j0 ∈ JN tel que :

Ej0 < 0, xj0 < d+j0 ou Ej0 > 0, xj0 > d−j0 .

Soit x̄ = x + θ`, où θ est un nombre réel positif dit pas, et ` est un vecteur dit direction
d’amélioration calculé de la manière suivante :{

`j0 = −signEj0 ,
`j = 0, j 6= j0, j ∈ JN .

De plus, on a :

Ax̄ = Ax+ θA` = b⇔ A` = AB`B + AN`N = 0.

D’où

`B = −A−1B AN`N = A−1B aj0signEj0 .

Alors : 
`j0 = −signEj0 ,
`j = 0, j 6= j0, j ∈ JN ,
`B = A−1B aj0signEj0 .

En vertu de la procédure de construction de la direction d’amélioration `, le vecteur x̄
satisfait la contrainte principale (3.2), et pour qu’il soit une solution du problème (3.1)-
(3.3), il doit en plus vérifier les inégalités (3.3) :

d− ≤ x̄ ≤ d+ ⇔ d− ≤ x+ θ` ≤ d+ ⇔ d− − x ≤ θ` ≤ d+ − x.

Ainsi, on peut écrire : {
d−j − xj ≤ θ`j ≤ d+j − xj, j ∈ JB,
d−j0 − xj0 ≤ θ`j0 ≤ d+j0 − xj0 , j ∈ JN .
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Comme la solution de support est non dégénérée, alors on peut toujours trouver θ ≥ 0 tel
que le vecteur x̄ est SRS du problème (3.1)-(3.3).
La formule d’accroissement devient alors :

F (x̄)− F (x) = E ′N∆xN +
1

2
∆′xNM∆xN

= θE ′N`N +
1

2
θ2`′NM`N

= θ(−EjsignEj0 +
1

2
θ`′NM`N)

= θ(−|Ej0|+
1

2
θ`′NM`N),

d’où

F (x̄)− F (x) = θ(−|Ej0|+
1

2
θ`′NM`N). (3.10)

Pour θ et ` choisis de telle sorte que −|Ej0|+ 1
2
θ`′NM`N < 0, on aura F (x̄)− F (x) < 0.

Alors x n’est pas optimale, ce qui contredit avec l’hypothèse de départ.
Donc, le critère d’optimalité (3.9) est forcément satisfait si le plan de support optimal est
non dégénéré.

3.5 Critère de suboptimalité
Théorème 3.14. [20] Soit {x, JB} un plan de support des contraintes du problème (3.1)-
(3.3) et ε ≥ 0. Si la quantité

β(x, JB) =
∑

Ej>0,j∈JN

Ej(xj − d−j ) +
∑

Ej<0,j∈JN

Ej(xj − d+j ) ≤ ε, (3.11)

Alors, {x, JB} est un suboptimal.

Démonstration. Soit x∗ une solution optimale du problème (3.1)-(3.3),
En remplaçant x̄ par x∗ dans la formule d’accroissement (3.8) et en minorant l’expression,
nous aurons :

F (x∗)− F (x) = E ′N∆xN +
1

2
∆′xNM∆xN +

∑
j∈JN

Ej(x
∗
j − xj) +

1

2
∆′xNM∆xN

≥
∑
j∈JN

Ej(x
∗
j − xj),

F (x)− F (x∗) ≤
∑
j∈JN

Ej(xj − x∗j) =
∑

Ej>0,j∈JN

Ej(xj − x∗j) +
∑

Ej<0,j∈JN

Ej(xj − x∗j).
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Mais d−j ≤ x∗ ≤ d+j , j ∈ JN , alors on aura :{
Ej(xj − x∗j) ≤ Ej(xj − d−j ), Ej > 0,

Ej(xj − x∗j) ≤ Ej(xj − d+j ), Ej < 0.

Par conséquent, on obtient :

F (x)− F (x∗) ≤
∑

Ej>0,j∈JN

Ej(xj − d−j ) +
∑

Ej<0,j∈JN

Ej(xj − d+j ) < ε.

D’où, x est suboptimal.
Donc

• si β(x) = 0, alors x est optimal.
• si β(x) ≤ ε, alors x est suboptimal.
• si β(x) > ε, il faut améliorer le plan x.

3.6 Construction de l’algorithme direct de support
Soient un plan de support initial accordé {x, JP} et ε ≥ 0 une précision arbitraire

choisie à l’avance. Le but de l’algorithme est de déterminer un plan ε-optimal xε ou
carrément optimal x∗. Une itération de l’algorithme direct de support consiste à faire le
passage de {x, JP} vers {x̄, J̄P} tel que F (x̄) ≤ F (x). La nouvelle solution x̄ est construite
de la manière suivante :

x̄ = x+ θ`,

où ` est la direction d’amélioration, et θ le pas le long de cette direction.

Dans cet algorithme, on choisira la métrique du simplexe. On ne fera donc varier
qu’une seule composante parmi celles qui ne vérifient pas les relations (3.9). Pour que
l’accroissement de la fonction objectif F soit maximale, il faut prendre l’indice j0 tel que :

|Ej0| = max(|Ej|, j ∈ JNNO), (3.12)

où JNNO ⊂ JN , JNNO = JN \ JS est l’ensemble des indices non optimaux, avec :

JNNO = {j ∈ JN : [Ej > 0, xj > d−j ] ou [Ej < 0, xj < d+]}

3.6.1 Calcul de la direction `

Si la condition de suboptimalité β(x, JP ) ≤ ε n’est pas vérifiée, alors on construit une
direction d’amélioration ` = (`′B, `

′
S, `
′
NNO) comme suit :
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• On choisit l’indice j0 qui vérifie (3.12), puis on calcule le vecteur `NNO de telle
sorte E ′` < 0, ce qui donne :{

`j0 = −signEj0 ,
`j = 0, j 6= j0, j ∈ JNNO.

• On calcule les composantes de `S de telle sorte que :

Ēj = E(x̄) = Ej(x+ θ`) = 0, j ∈ JS.

D’après l’expression (3.4), on a :

E ′N = g′N − g′BA−1B AN = −gBA−1B AN + g′NIN

= (g′B, g
′
N)

(
−A−1B AN

IN

)
= (g′B, g

′
N)Z = g′(x)Z.

Donc :

Ē ′N = g′(x+ θ`)Z = [D(x+ θ`) + c]′Z

= g′(x)Z + θ`′NZ = E ′N + θ`′NZ
′DZ

= E ′N + θM`N .

Alors, on obtient :

ĒN = EN + θM`N .

Comme E(JS) = 0, alors l’équation Ē(JS) = 0 est équivalente à :

M(JS, JN)`N = 0⇒M(JS, JS)`(JS) +M(JS, JN)`(JNNO) = 0.

D’où :

`S = `(JS) = −M−1
S M(JS, JNNO)`(JNNO),

= −M−1
S M(JS, j0)`j0 .

• On calcule `B tel que A` = 0 :

`B = `(JB) = −A−1B (AS`S + ANNO`NNO)

= −A−1B [A(I, JS)`S + A(I, j0)`j0 ].

Donc
lB = −ABAN`N .

Alors, pour l’indice j0, nous avons les formules suivantes pour la construction de
la direction d’amélioration ` = (`j, j ∈ J) = (`(JB), `(JS), `(JNNO)) :

`j0 = −signEj0 ,
`j = 0, j 6= j0, j ∈ JNNO,
`(JS) = −M−1

S M(JS, j0)`j0 ,

`(JB) = −A−1B [A(I, JS)`S + A(I, j0)`j0 ].

(3.13)
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3.6.2 Changement de la solution réalisable et du vecteur des es-
timations

On construit une nouvelle solution réalisable x̄ et un nouveau vecteur des estimations
Ē tel que {x̄, JP} soit une SRS accordée, tout en diminuant la valeur de la fonction objectif
du problème. En effet :

x̄ = x+ θ0`, ĒN = EN + θ0M`N , ĒB = 0,

où ` est la direction d’amélioration définie précédemment par les relations (3.13) et le
nombre θ0 est le optimal pas le long de cette direction, avec θ0 = min{θj0 , θj1 , θjS , θF}.
Les nombres θj0 , θj1 et θjS se calculent de façon à ce que les contraintes de bornes sur le
vecteur x̄ soient vérifiées :

d−j − xj ≤ θ`j ≤ d+j − xj, j ∈ JB, (3.14)

d−j − xj ≤ θ`j ≤ d+j − xj, j ∈ JS, (3.15)

d−j0 − xj0 ≤ θ`j0 ≤ d+j0 − xj0 ⇒ d−j0 − xj0 ≤ −θsignEj0 ≤ d+j0 − xj0 . (3.16)

3.6.3 Calcul du pas θ0

En se basant sur les relations (3.14)-(3.16), on calcule le pas optimal θ0.
D’après (3.14), on a :

θj1 = min{θj, j ∈ JB}, où θj =


d+j −xj
`j

, si `j > 0,
d−j −xj
`j

, si `j < 0,

∞, si `j = 0.

D’après (3.15), on a :

θjS = min{θj, j ∈ JS}, où θj =


d+j −xj
`j

, si `j > 0,
d−j −xj
`j

, si `j < 0,

∞, si `j = 0.

D’après (3.16), on a :

θj0 =

{
d+j0 − xj0 , si Ej0 < 0,

xj0 − d−j0 , si Ej0 > 0.

Ensuite, déterminons la pas θF pour lequel le passage de x à x̄ doit assurer une
diminution maximale de la fonction objectif (3.10) alors :

Φ(θ) = F (x̄)− F (x) = θ(−|Ej0|+
1

2
θ`′NM`N).
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On a :

Φ(θ) = θ(−|Ej0 |+
1

2
θδ) avec δ = `′NM`N ,

On doit avoir :

∂Φ(θ)

∂θ
= 0⇔ −|Ej0|+

1

2
θδ = 0.

On déduit que la valeur de θF est égale à :

θF =

{
|Ej0
|

δ
, si δ > 0,

∞, si δ = 0.

Enfin, on prend

θ0 = min{θj0 , θj1 , θjS , θF}.

3.6.4 Calcul de la nouvelle estimation de suboptimalité

Le nouveau plan est x̄ = x+ θ0`.
Si β(x̄, JB) = β(x, JB) − θ0|Ej0| ≤ ε, alors le plan x̄ est ε-optimal et l’algorithme de
résolution s’arrête l’algorithme.
Sinon, on procédera au changement de support.

3.6.5 Changement de support

• Si θ0 = θj0 , alors on pose :

J̄B = JB, J̄S = JS, J̄P = JP ;

• Si θ0 = θj1 , alors on pose :

J̄B = (JB\{j1}) ∪ {j0}, J̄S = JS, J̄P = {J̄B, J̄S};

• Si θ0 = θjS , alors on pose :

J̄B = JB, J̄S = JS\{js}, J̄P = {J̄B, J̄S};

• Si θ0 = θF , alors on pose :

J̄B = JB, J̄S = JS ∪ {j0}, J̄P = {J̄B, J̄S}.

Poser x = x̄, JB = J̄B, JS = J̄S, JP = {JB, JS} et faire une autre itération avec le
nouveau plan de support {x, JP}.

Remarque 3.1. Le passage de {x, JB} → {x̄, J̄P} assure les conditions

det(ĀB) 6= 0, det(M̄S) 6= 0, et Ē(J̄S) = 0.
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3.7 Algorithme de la méthode
Soit {x, JP} un plan de support accordé du problème (3.1)-(3.3). Le schéma de la

méthode directe de support pour la résolution du programme quadratique convexe à
variables bornées est décrit dans les étapes suivantes :

Algorithme 1. (Algorithme de la méthode directe de support)

(0) Soit un nombre réel positif ou nul quelconque ε et un plan de support initial
{x, JP} tel que JP = {JB, JS}, avec JS = ∅ pour plus de facilité ;

(1) Calculer les matrices :

M = Z ′DZ, et Z =

(
−A−1B AN

IN

)
.

(2) Calculer le vecteur des estimations :

g(x) = (g′B, g
′
N), u′ = g′BA

−1
B , E ′N = g′N − u′AN .

(3) Calculer l’estimation de suboptimalité avec la formule :

β(x, JB) =
∑

Ej>0,j∈JN

Ej(xj − d−j ) +
∑

Ej<0,j∈JN

Ej(xj − d+j ).

• Si β(x, JB) = 0, alors l’algorithme s’arrête avec {x, JP} une SRS optimale ;
• Si β(x, JB) ≤ ε, alors l’algorithme s’arrête avec {x, JP} une SRS ε-optimale ;
• Si β(x, JB) > ε aller à l’étape (4).

(4) Calculer la direction d’amélioration ` :
• Choisir l’indice j0 tel que |Ej0 | = max(|Ej|, j ∈ JNNO), où JNNO est l’ensemble
des indices non optimaux ;

`j0 = −signEj0 ,
`j = 0, j 6= j0, j ∈ JNN ,
`(JS) = −M−1

S M(JS, J0)signEj0 ,

`(JB) = −A−1B [A(I, JS)`(JS) + A(I, J0)signEj0 ].

(5) Calculer le pas θ0 :
• Calculer le nombre θj0 :

θj0 =

{
d+j0 − xj0 , si Ej0 < 0,

xj0 − d−j0 , si Ej0 > 0.
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• Calculer θj1 = min{θj, j ∈ JB} et θjS = min{θj, j ∈ JS}, tel que :

θj =


d+j −xj
`j

, si `j > 0,
d−j −xj
`j

, si `j < 0,

∞, si `j = 0.

• Calculer le nombre θF :

δ = `′NM`N ,

θF =

{
|Ej0
|

δ
, si δ > 0,

∞, si δ = 0.

• Calculer le pas θ0 = min{θj0 , θj1 , θjS , θF} ;

(6) Calculer x̄ = x+ θ0` ; ĒN = EN + θ0M`N ; F (x̄) = F (x)− θ0|Ej0 |+ 1
2
(θ0)2δ ;

(7) Test d’optimalité du nouveau plan x̄ ;
• Si β(x̄, JP ) = β(x, JP ) − θ0|Ej0| ≤ ε, alors l’algorithme s’arrête avec {x̄, JP}
une SRS ε-optimale ;
• Sinon Aller à l’étape (8) ;

(8) Changement de support JP en J̄P :
• Si θ0 = θj0 alors :

J̄B = JB, J̄S = JS, J̄P = JP ;

• Si θ0 = θj1 alors :

J̄B = (JB\{j1}) ∪ {j0}, J̄S = JS, J̄P = {J̄B, J̄S};

• Si θ0 = θjs alors :

J̄B = JB, J̄S = JS\{js}, J̄P = {J̄B, J̄S};

• Si θ0 = θF alors :

J̄B = JB, J̄S = JS ∪ {j0}, J̄P = {J̄B, J̄S}.

(9) Poser x = x̄, JB = J̄B, JS = J̄S, JP = {JB, JS} et aller à l’étape (1).
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3.8 Exemple
Soit le problème de programmation quadratique convexe suivant :

F (x) = x23 + 4x24 − 4x3x4 + 6x1 − x2 → min,

x2 − x3 + x4 = 4,

x1 + 2x3 − x4 = −2,

−3 ≤ x1 ≤ 1, −1 ≤ x2 ≤ 3, 0 ≤ x3 ≤ 2, 0 ≤ x4 ≤ 6.

(3.17)

À partir du système, on aura

D =


0 0 0 0
0 0 0 0
0 0 2 −4
0 0 −4 8

 , c =


6
−1
0
0

 , b =

(
4
−2

)
, d− =


−3
−1
0
0

 , d+ =


1
3
2
6

 ,

A =

(
0 1 −1 1
1 0 2 −1

)
.

Soit x = (0, 0, 2, 6) un plan initial du problème. On pose JB = {1, 2}, JN = {3, 4}.
On a

F (x) =
1

2
x′Dx+ c′x = 100,

A−1B = AB =

(
0 1
1 0

)
.

Première itération :
Calculer les matrices Z et M :

Z = Z(J, JN) =

(
−A−1B AN

IN

)
=


−2 −1
−1 1
1 0
0 1

 ,

M = Z ′DZ =

(
2 −4
−4 8

)
.

Calculer les vecteurs :

g(x) = Dx+ c =


0 0 0 0
0 0 0 0
0 0 2 −4
0 0 −4 8




0
0
2
6

+


6
−1
0
0

 =


6
−1
−20
40

 ,
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avec
g′B =

(
6 −1

)
et g′N =

(
−20 40

)
.

Calculer les vecteurs des potentiels et des coûts réduits :

u′ = g′BA
−1
B =

(
−1 6

)
.

E ′N = (E3, E4)
′ = g′N − u′AN =

(
−33 47

)
.

Calculer l’estimation de suboptimalité :

β(x, JP ) =
∑

Ej>0,j∈JN

Ej(xj − d−j ) +
∑

Ej<0,j∈JN

Ej(xj − d+j )

= −33(2− 2) + 47(6− 0) = 282 > ε.

Déterminer l’ensemble des indices non-optimaux :

JNNO = {j ∈ JN : [E4 > 0, x4 > d−4 ]} = {[47 > 0, 6 > 0]},

|Ej0| = max(|Ej|, j ∈ JNNO)⇒ j0 = 4.

Calculer la direction ` :{
`j0 = `4 = −signE4 = −1,

`3 = 0, j 6= j0,
⇒ `N = (`3, `4) = (0,−1)

`(JB) = A−1B A(I, J0)signEj0 = (−1, 1);

` = (`1, `2, `3, `4)
′ = (−1, 1, 0,−1)′.

Calculer le pas θ0 :

θj0 = θ4 = x4 − d−4 = 6− 0 = 6.

θj1 = min{θj, j ∈ JB} = min{θ1, θ2},{
θ1 =

d−1 −x1
`1

= 3, `1 = −1 < 0,

θ2 =
d+1 −x2
`2

= 3, `2 = 1 > 0.
⇒ θj1 = θ1 = 3.

θjs =∞ car JS = ∅,

δ = `′NM`N = 8 > 0, θF =
|E4|
δ

= 5, 875;
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θ0 = min{θj0 , θj1 , θjs , θF} = θj1 = 3.

Calculer la nouvelle solution et le nouveau vecteur des côuts réduits :

x̄ = x+ θ0` = (−3, 3, 2, 3)′, ĒN = EN + θ0M`N = (−21, 23)′.

On aura

F (x̄) =
1

2
x̄′Dx̄+ c′x̄ = −5.

Calculer la nouvelle valeur de l’estimation de suboptimalité :

β̄ = β(x̄, JB) = Ē3(x̄3 − d+3 ) + Ē4(x̄4 − d−4 ) = 69 > 0.

On fait le changement de support

θ0 = θj1 alors J̄B = (JB\j1) ∪ j0 = {2, 4}, J̄S = JS = ∅, J̄P = {J̄B, J̄S}.

Deuxième itération :

JB = {2, 4}, JS = ∅, JN = {1, 3}, x = (−3, 3, 2, 3)′, F (x) = −5.

Calculer les matrices Z et M :

g(x) = Dx+ c = (6,−1,−8, 16)′, g′B = (−1, 16), g′N = (6,−8),

AB =

(
1 1
0 −1

)
, A−1B =

(
1 1
0 −1

)
, AN =

(
0 −1
1 2

)
, A−1B AN =

(
1 1
−1 −2

)
,

Z =

(
−A−1B AN

IN

)
=


−1 −1
1 2
1 0
0 1

 , M = Z ′DZ =

(
2 −4
−4 8

)
.

Calculer le vecteur des coûts réduits :

u′ = g′BA
−1
B =

(
−1 −17

)
.

E ′N = (E1, E3)
′ = g′N − u′AN =

(
23 25

)′
.

Calculer l’estimation de suboptimalité β(x, J) :

β(x, JB) =
∑

Ej>0,j∈JN

Ej(xj − d−j ) +
∑

Ej<0,j∈JN

Ej(xj − d+j )

= 21(−3 + 3) + 25(2− 0) = 50 > ε.

Déterminer l’ensemble des indices non-optimaux :

JNNO = {j ∈ JN : [E3 > 0, x3 > d−3 ]}.
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|Ej0| = max(|Ej|, j ∈ JNNO)⇒ j0 = 3,

Calculer la direction ` :{
`j0 = `3 = −signE3 = −1,

`1 = 0, j 6= j0,
⇒ `N = (`1, `3) = (0,−1).

`(JB) = A−1B A(I, J0)signEj0 = (1,−2);

` = (`1, `2, `3, `4)
′ = (0, 1,−1,−2)′.

Calculer le pas θ0 :

θj0 = θ3 = x3 − d−3 = 2− 0 = 2.

θj1 = min{θj, j ∈ JB} = min{θ2, θ4},{
θ2 =

d+2 −x2
`2

= 0, `2 = 1 > 0,

θ4 =
d−4 −x4
`4

= 3
2
, `4 = −2 < 0.

⇒ θj1 = θ2 = 0.

θjs =∞ car JS = ∅,

δ = `′NM`N = 8 > 0, θF =
|E3|
δ

= 3.125;

θ0 = min{θj0 , θj1 , θjs , θF} = θj1 = 0.

Calculer la nouvelle solution et le nouveau vecteur des côuts réduits :

x̄ = x+ θ0` = (−3, 3, 2, 3)′, ĒN = EN + θ0M`N = (23, 25)′.

On aura

F (x̄) =
1

2
x̄′Dx̄+ c′x̄ = −5.

Calculer la nouvelle valeur de l’estimation de suboptimalité :

β̄ = β(x̄, JB) = Ē3(x̄3 − d+3 ) + Ē4(x̄4 − d−4 ) = 69 > 0.

On fait le changement de support :

θ0 = θj1 alors J̄B = (JB\j1) ∪ {j0} = {3, 4}, J̄S = JS = ∅, J̄P = {J̄B, J̄S}.
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Troisième itération :

JB = {3, 4}, JS = ∅, JN = {1, 2}, x = (−3, 3, 2, 3)′, F (x) = −5.

Calculer les matrices Z et M :

g(x) = Dx+ c = (6,−1,−8, 16)′, g′B = (−8, 16), g′N = (−1, 6),

AB =

(
−1 1
2 −1

)
, A−1B =

(
1 1
2 1

)
, AN =

(
0 1
1 0

)
, A−1B AN =

(
1 1
1 2

)
,

Z =

(
−A−1B AN

IN

)
=


1 1
1 2
1 0
0 1

 , M = Z ′DZ =

(
2 −4
−4 8

)
.

Calculer le vecteur des coûts réduits :

u′ = g′BA
−1
B =

(
24 8

)
.

E ′N = (E3, E4)
′ = g′N − u′AN =

(
−2 −25

)
.

Calculer l’estimation de suboptimalité β(x, JB) :

β(x, JB) =
∑

Ej>0,j∈JN

Ej(xj − d−j ) +
∑

Ej<0,j∈JN

Ej(xj − d+j )

= −2(−3− 1)− 25(3− 3) = 8 > ε.

Déterminer l’ensemble des indices non-optimaux :

JNNO = {j ∈ JN : [E1 < 0, x1 < d+1 ] = [−2 < 0, 3 < 1]

|Ej0| = max(|Ej|, j ∈ JNNO)⇒ j0 = 1,

Calculer la direction ` :{
`j0 = `1 = −signE1 = 1,

`2 = 0, j 6= j0,
⇒ `N = (`1, `2) = (1, 0),

`(JB) = A−1B A(I, J0)signEj0 = (−1,−1);

` = (`1, `2, `3, `4)
′ = (1, 0,−1,−1)′.

Calculer le pas θ0 :

θj0 = θ1 = d+1 − x1 = 1− (−3) = 4.
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θj1 = min{θj, j ∈ JB} = min{θ3, θ4},{
θ3 =

d−3 −x3
`3

= 2, `4 = −1 < 0,

θ4 =
d−4 −x4
`4

= 3, `4 = −1 < 0.
⇒ θj1 = θ3 = 2.

θjs =∞ car JS = ∅,

δ = `′NM`N = 2 > 0, θF =
|E1|
δ

= 1;

θ0 = min{θj0 , θj1 , θjS , θF} = θF = 1.

Calculer la nouvelle solution et le nouveau vecteur des côuts réduits :

x̄ = x+ θ0` = (−2, 3, 1, 2)′, ĒN = EN + θ0M`N = (0,−29)′.

On aura

F (x̄) =
1

2
x̄′Dx̄+ c′x̄ = −6.

Calculer la nouvelle valeur de l’estimation de suboptimalité :

β̄ = β(x̄, JB) = Ē2(x̄2 − d+2 ) = 0.

Donc, le critère de suboptimalité est vérifié.
Par conséquent, la solution réalisable optimale et la valeur optimale de la fonction objectif
du problème 3.17 sont données par :

x∗ = (−2, 3, 1, 2)′, et F (x∗) = −6.

3.9 Conclusion
Dans ce chapitre, nous avons rappelé la méthode directe de support pour la program-

mation quadratique convexe à variables bornées, basée sur la métrique du simplexe qui
consiste à varier un seul indice parmi les indices non optimaux à chaque itération. Sa
particularité est de manipuler les variables de décision telles qu’elles se présentent initia-
lement sans modification préliminaire. De plus, cet algorithme est doté d’un critère d’arrêt
qui peut donner une solution approchée avec une précision choisie à l’avance.
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Chapitre 4

Mise en œuvre

4.1 Introduction
Dans ce chapitre, on va présenter les résultats numériques de la comparaison entre

la méthode directe de support présentée dans le chapitre précédent et la méthode de
points intérieurs du solveur quadprog, défini sous Matlab. La comparaison est faite sur
des problèmes quadratiques convexes générés aléatoirement. La caractéristique de chaque
problème est que la solution optimale x∗, ainsi que la valeur de la fonction objectif F ∗ à
l’optimum sont connues à l’avance. Enfin, on va faire une simple application de la méthode
directe de support sur le problème de gestion de portefeuille[34].

4.2 Générateur d’exemples
Afin de bien tester et comparer l’efficacité de la méthode étudiée dans le chapitre

précédent, nous avons développé un générateur de problèmes quadratiques convexes à
variables bornées. Ensuite, résoudre ces problèmes générés avec la méthode directe de
support ainsi que la méthode de points intérieurs du Matlab. Puis, comparer les résultats
obtenus.
Le programme du générateur aléatoire est une fonction appelée generation exemples tests :
[xopt, fopt,D, c, A, b, dinf, dsup] = generateur_exemple_test(m,n);

Paramètres d’entrées :

n : nombre de variables.
m : nombre de contraintes.

Paramètres de sorties :

A : matrice d’ordre m× n, notée la matrice des contraintes.
D : matrice carrée symétrique d’ordre n, elle est semi-définie positive.
c : n-vecteur.
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b : m-vecteur.
generer : est une fonction qui génère des nombres aléatoires dans l’intervalle [−1, 1], sui-
vant une loi uniforme. En Langage Matlab est Urand .

4.3 La méthode de points intérieurs pour la résolution
de P.Q.C.

La méthode de points intérieurs (IPM : Interior Point Method) est une méthode clas-
sique développée en 1984 par Karmarkar [26] dans le cadre de problèmes linéaires, avant
d’être généralisée à d’autres problèmes plus généraux notamment la programmation qua-
dratique convexe.
Dans notre application, on a appelé la méthode de points intérieurs du solveur quadprog
(disponible sous Matlab pour tous les versions), en l’appelant ainsi :
tic
options = optimset(′Algorithm′,′ interior − point− convex′);
[X, f_int, e_int, output_int] = quadprog(D, c, [], [], A, b, dinf, dsup)
toc
Pour avoir en sortie le nombre d’itérations on compose le code suivant : output.iterations.
Pour avoir le temps d’exécution de la méthode on utilise la commande tic-toc.
Pour plus d’informations sur ce solveur, vous composez ce code : help quadprog.

4.4 Implémentation de la méthode directe de support
sous Matlab

La fonction implémentée sous Matalb est un programme permet de résoudre des pro-
blèmes quadratiques convexes à variables bornées avec la méthode directe de support
(MDS) étudiée dans le chapitre précédent. Voici l’appel de ce programme :
tic
[f, xopt, nbr_iter, JB] = support_bornee(D, c, A, b, dinf, dsup, JB)
toc

4.4.1 Exemple d’exécution

Nous avons déjà trouvé la solution du problème (3.17), et maintenant nous allons
résoudre ce problème sous Matlab par l’algorithme implémenté :
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Figure 4.1 – Résolution de l’exemple en Matlab

4.4.2 Comparaison entre la méthode directe de support et IPM

Notation :

• CPU : Le temps d’exécution des problèmes tests en secondes. On a utilisé la fonction
Matlab tic-toc.

• nit : Le nombre d’itérations requis pour la résolution des problèmes tests.

• ∆F : C’est la différence entre la valeur de la fonction objectif optimale et celles
obtenues par les deux méthodes.

4.4.3 Discussion des résultats

Le tableau (4.4.2) présente les résultats comparatives des deux méthodes sur des pro-
blèmes générés sous Matlab. Les critères de comparaison sont la différence ∆F entre la
solution optimale du problème et celles données par les deux méthodes, le temps d’exé-
cution, ainsi que le nombre d’itérations.
Le tableau montre que les deux méthodes sont compétitives en termes de temps d’exécu-
tion et ∆F surtout pour les problèmes de petite taille.
Les résultats montrent également que les deux méthodes trouve ∆F = 0, c-à-d, les algo-
rithmes trouvent la solution exacte du problème et donc la valeur minimale de la fonction
objective du problème.
En terme de nombre d’itérations, on remarque que la méthode de points intérieurs converge
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Taille MDS IPM
m n ∆F CPU nit ∆F CPU nit
1 2 0 0.4019 2 0 0.3914 0
2 3 0 0.1946 2 0 0.3987 3
3 6 2.6645× 10−15 0.4927 3 0 0.3728 4
4 8 6.3434× 10−9 0.9185 7 7.1054× 10−15 0.4221 5
5 10 2.8109× 10−11 0.9333 8 2.8421× 10−14 0.4369 4
10 15 8.6221× 10−10 0.6738 6 9.9475× 10−13 0.3550 4
15 20 5.6843× 10−14 0.6769 5 2.8421× 10−13 0.3580 4
20 30 1.1368× 10−13 0.8124 11 1.1368× 10−13 0.3414 5
20 40 1.0004× 10−11 1.1554 25 5.2534× 10−10 0.3851 5
20 50 7.5895× 10−8 2.4938 55 1.0558× 10−7 0.4335 7
30 50 4.0927× 10−12 1.5625 36 6.5059× 10−7 0.3632 5
50 100 0 6.2022 107 1.8189× 10−12 0.3834 6

Table 4.1 – Les résultats de comparaison entre MDS et IPM

dans des cas avec 0 itération puisque la méthode utilise une technique de pré-traitement
qui permet de détecter une solution optimale avant de démarrer l’algorithme de résolu-
tion. D’autre part, la méthode directe de support trouve la solution après un plus grand
nombre d’itérations, cela le fait de la métrique du simplexe qui permet d’optimiser un
seule indice non optimal à chaque itération.
Une autre particularité de la méthode directe de support est qu’elle utilise le principe
de suboptimalité qui permet d’arrêter l’algorithme avec une précision désirée et donc
accélérer la convergence.

4.5 Application de la méthode directe de support dans
la gestion de portefeuille

Sur le marché des capitaux, la sélection d’un titre ou actif dans le quel investir n’a
jamais été une question simple. C’est au début des années cinquantaine (1952) que la
théorie du portefeuille [34] était apparue avec la publication de l’article fondateur de
Harry Markowitz [30]. Cette théorie permet de trouver un compromis entre un ensemble
de n investissements potentiels (actifs ou projets) ayant chacun un rendement ri, i =
1, 2, . . . , n. Les rendements ne sont pas généralement connus d’avance et ils sont souvent
supposés être des variables aléatoires suivant la loi normale. Dans cette section, nous
allons présenter le modèle de gestion d’un portefeuille [24] sous forme d’un problème
d’optimisation quadratique convexe, et ensuite appliquer la méthode directe de support
pour résoudre un exemple simple de gestion d’un portefeuille de trois actifs.
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4.5.1 Modélisation de portefeuille

Soit un ensemble de n investissements potentiels (ou actifs) ayant chacun un rende-
ment aléatoire ri, i = 1, 2, . . . , n.
Chaque variable aléatoire ri est caractérisée par sa moyenne (espérance mathématique)
µi = E[ri] et sa variances σ2

i = E[(ri − µi)2].
La variance mesure les fluctuations de la variable ri autour de sa moyenne. En effet, une
grande valeur de σi indique un risque d’investissement.
Un investisseur construit son portefeuille en attribuant une proportion xi des fonds dis-
ponibles et on suppose que les rentes courtes ne sont pas permises.
Donc, les contraintes du problème sont :

n∑
i=1

xi = 1, 0 ≤ x ≤ 1.

La rentabilité du portefeuille est donné par :

R =
n∑
i=1

xiri.

On doit calculer le rendement espéré et la variance du portefeuille pour avoir sa désirabi-
lité. En effet, on mesure le rendement espéré comme suit :

E[R] = E[
n∑
i=1

rixi] =
n∑
i=1

E(ri)xi = µ′x.

La variance dépend de la covariance entre chaque paire d’investissements (projets). Elle
se mesure à partir des lois élémentaires de statistique comme suit :

ρij =
E[(ri − µi)(rj − µj)]

σiσj
=

σij

σiσj
, ∀i, j = 1, 2, ..., n.

La corrélation donne la tendance des rendements des investissements i et j à évoluer
dans la même direction. Par conséquent, deux investissements dont les recettes tendent à
augmenter et à baisser ensemble ont une covariance positive ; pour un ρij proche de 1, les
deux investissements sont fortement liés. Par contre, les investissements dont les recettes
tendent à varier dans des directions opposées ont une covariance négative.

E(R− ER)2 =
n∑
i=1

n∑
j=1

σiσjρijxixj = x′Dx,

où la matrice de variance-covariance D est carrée d’ordre n, symétrique et définie positive,
avec :

D = (dij) = (ρijσiσj), i, j = 1, . . . , n.
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On s’intéresse aux portefeuilles pour lesquels le rendement espéré µ′x est grand, alors que
la variance du portefeuille x′Dx est petite. Donc, pour déterminer le portefeuille optimal,
on pose le problème de programmation quadratique convexe à variables bornées suivant :

min x′Dx− µ′x,
Ax = b,

0 ≤ xi ≤ 1, i = 1, . . . , n.

avec x et µ sont des n-vecteurs, b est un m-vecteur, et A est une matrice d’ordre (n×m).

4.5.2 Exemple pratique

On considère un univers constitué de trois titres risqués (3 actifs) dont les rendements
nets et les volatilités (écart-types) sont les suivants :

titres rend.esp en % volatilité en %
growth stocks 12 20
value stocks 10 6
bonds 6 6

La matrice des corrélations est la suivante :

titres growth stocks value stocks bonds
growth stocks 1 0.6 -0.2
value stocks 0.6 1 -0.1
bonds -0.2 -0.1 1

Le problème d’optimisation du portefeuille le moins risqué de cet univers est sous la forme
suivante : 

min F (x) = x′Dx,∑3
i=1 xi = 1,∑3
i=1 µixi = E0,

0 ≤ xi ≤ 1, i = 1, 2, 3.

(4.1)

Où :
• x est le vecteur des proportions investies.
• µ est le vecteur des rendements espérés. Dans notre cas µ =

(
0.12 0.1 0.06

)
.

• E0 est le rendement espéré du portefeuille, tel que : E0 = 6.8024× 10−2 dans notre cas.
La matrice des covariances D est alors donnée par le produit suivant :

D =

σ1 0 0
0 σ2 0
0 0 σ3

 1 ρ12 ρ13
ρ21 1 ρ23
ρ31 ρ32 1

σ1 0 0
0 σ2 0
0 0 σ3

 .
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Numériquement, dans notre cas, on a donc :

D =

0.2 0 0
0 0.16 0
0 0 0.06

 1 0.16 −0.2
0.6 1 −0.1
−0.2 −0.1 1

0.2 0 0
0 0.16 0
0 0 0.06


=

 0.04 0.0192 −0.0024
0.0192 0.0256 −0.00096
−0.0024 −0.00096 0.0036

 .

En comparant la formulation du problème (4.1) avec celle du problème (3.1) − (3.3) qui
nous avons vu dans le chapitre précédent, on détermine la matrice A et les vecteurs b, d−
et d+ comme suit :

A =

(
1 1 1

0.12 0.1 0.06

)
, b =

(
1

0.068024

)
, d− =

0
0
0

 , d+ =

1
1
1

 .

En appliquant l’algorithme de la méthode directe de support implémenté sous Matlab avec
ces données de la gestion du portefeuille, on a trouvé la solution optimale du problème
(4.1) :

x∗ =

 8.20× 10−2

7.76× 10−2

84.04× 10−2

 .
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Figure 4.2 – Résolution de l’exemple de gestion du portefeuille.

4.6 Conclusion
Dans ce chapitre, nous avons présenté l’implémentation Matlab et les résultats compa-

ratives entre la méthode directe de support et celle de points intérieurs. La comparaison
est faite sur des problèmes de minimisation quadratiques convexes générés aléatoirement.
Ensuite, nous avons faire une application simple pour la résolution d’un problème de
gestion de portefeuille par la méthode directe de support.
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Dans ce mémoire, nous avons étudié la programmation quadratique convexe sous
contraintes d’un point de vue théorique et pratique. Le but principal de ce travail consiste
à appliquer la méthode directe de support pour la résolution d’un problème quadratique
convexe. Pour cela, on a suivi le plan suivant :

Dans le premier chapitre, on a rappelé des notions fondamentales sur l’algèbre matri-
cielle, les formes quadratiques, et la notion de la convexité.

Dans le deuxième chapitre, on a présenté une aperçu sur la programmation quadratique
convexe, notamment les conditions d’optimalité de Lagrange et de Karush-Kuhn-Tuker.

Dans le troisième chapitre, nous avons exposé le principe de la méthode directe de
support pour la résolution d’un problème quadratique convexe à variable bornées, avec
les critères d’optimalité, l’algorithme de résolution, et une illustration numérique.

Afin de tester l’efficacité de cette méthode, nous l’avons implémentée sous Matlab. Les
résultats obtenus montrent que la méthode étudiée est compétitive avec la méthode de
points intérieurs pour les problèmes testés. Enfin, nous avons illustré la méthode avec un
exemple pratique qui consiste à optimiser un portefeuille financier constitué de 3 titres et
nous avons obtenu la solution optimale du problème.

Perspectives
• Résoudre un problème de minimisation quadratique convexe par d’autres méthodes

telles que : la méthode duale de support, la méthode du gradient projeté, la méthode du
simplexe,...,etc.

• Appliquer la méthode directe de support sur des bases de données de la gestion du
portefeuille de grande taille.

• Appliquer la méthode directe de support dans d’autres domaines d’application
comme : la classification SVM, la gestion de la production,...,etc.
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