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Présenté pour l’obtention du diplôme de
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3.2.2 Modèle paramétrique exponentiel . . . . . . . . . . . . . . . . . . . 49

3.2.3 Une application informatique . . . . . . . . . . . . . . . . . . . . . 49

3.3 Application sur les données de Freireich . . . . . . . . . . . . . . . . . . . 54

3.3.1 Estimateur de K-M . . . . . . . . . . . . . . . . . . . . . . . . . . . 54

3.3.2 Estimateur avec le processus Dirichlet . . . . . . . . . . . . . . . . 55



Table des matières iv

3.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57

Bibliographie 63



Notations

n Effectif.

∧ Minimum.

∨ Maximmum.

1() Fonction indicatrice.

S(.) Fonction de survie.

h(.) Fonction de risque.

H(.) Fonction de risque cumulée.

δi L’indicatrice de l’évènement.

∝ Proportionelle à.

π(θ) La loi a priori.

π(θ | x) La loi a posteriori.

I(θ) Information de Ficher.

L Vraisemblance.

EMV L’estimateur du maximun de vraissemblance.

IC Intervalle de confiance.

i.i.d Indépendants et identiquement distribués.

Ri Le nombre de sujets qui sont vivants juste avant l’instant ti.

R(t) L’ensemble des sujets à risque à l’instant t−.

V IH Virus de l’immunodéficience humaine.

IG La fonction gamma incomplète.

Γ(α) La fonction gamma.

DP Processus de Dirichlet.

ξ(λ) Distribution exponentielle de paramètre λ.

v



Introduction

L’analyse des données de temps d’un événement, généralement appelée analyse de

la survie, est née au vingtième siècle, et a connu un développement important dans la

seconde moitié du siècle [16].

Les données de survie sont généralement décrites et modélisées en fonction de deux

concepts connexes ; à savoir la fonction de survie et la fonction de risque. L’analyse de

survie fait référence à une famille de méthodes statistiques utilisées pour analyser la

durée jusqu’à la survenue d’un événement bien défini, par exemple la durée de rémission

de certaines maladies dans des essais cliniques (l’hypertonie B, les sars, etc...), les temps

de défaillance de certains produits manufacturés, les durées de vie des personnes âgées

dans des programmes sociaux particuliers, le temps pris par un individu pour compléter

sa thèse, etc. Il se réfère aussi à l’analyse du temps qui se produit dans un certain nombre

de champs d’application tels que la biologie, l’ingénierie, la médecine, la démographie,

la santé publique, l’économie et les sciences sociales [11]. Bien que les méthodes que

nous présentons dans ce mémoire puissent être utilisées dans toutes ces disciplines, nos

applications se concentreront exclusivement sur la médecine et la santé publique [découlant

de la recherche médicale], et pour cette raison une grande partie de la discussion générale

sera exprimée en termes de temps de survie d’un patient individuel de l’entrée à une étude

jusqu’à la mort.

Pour de nombreux statisticiens, l’analyse statistique des données sur la durée de survie

est devenue un sujet d’intérêt considérable. Il y a eu plusieurs manuels écrits qui traitent de

l’analyse de survie d’un point de vue freqentiste. Cela inclut Lee T.E ; Wang.W.J.(2003),

Tableman M ; Kim J.S. (2004), et Commenges D ; Jacqmin-Gadda H. (2015). Bien que ces

livres soient assez complets et abordent plusieurs sujets, ils n’abordent pas en profondeur

l’analyse bayésienne des données de survie [Klein et Moeschberger (2003)], cependant,

présentent une section sur les méthodes non paramétriques bayésiennes.
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Introduction 2

L’analyse bayésienne des données de survie a reçu beaucoup d’attention récemment

en raison des progrès dans les méthodes de calcul et de modélisation. Les méthodes

bayésiennes sont en train de devenir courantes pour les données de survie et ont fait

leur chemin dans le domaine médical et de la santé publique [11].

Les méthodes bayésiennes paramétriques et non paramétriques dans l’analyse de sur-

vie sont récemment devenues très populaires grâce aux progrès récents de la technologie

informatique et le développement d’algorithmes computationnels efficaces pour la mise

en œuvre de ces méthodes. De telles méthodes sont devenues courantes et bien employés

dans la pratique.

Dans chaque cas des modèles paramétriques bayésiens nous donnons un développement

du processus a priori, construirons la fonction de vraisemblance, dérivons les distributions

a posteriori.

Ce mémoire comporte trois chapitres :

- Le premier chapitre, est consacré à quelques concepts nécessaires à l’étude de l’ana-

lyse de survie, telles que les fonctions de survie et de risque, les différents types de

données censurées. Nous parlons aussi des méthodes fréquentistes paramétriques et

non paramétriques d’analyse de survie, notamment la méthode de Kaplan-Meier.

- Dans le deuxième chapitre, nous examinons l’approche bayésienne de l’analyse

de la survie. Nous discutons plusieurs types de modèles, y compris les modèles

paramétriques ainsi que les modèles impliquant les processus a priori non pa-

ramétriques plus précisément, le processus de Dirichlet.

- Finalement, dans le troisième chapitre, nous décrivons la dualité qui existe entre

l’approche fréquentiste et l’approche bayésienne. En considérant deux cas d’appli-

cations ; le 1er compare les modèles paramétriques et le second les méthodes non

paramétriques.



Chapitre 1

Outils de bases de la statistique de

survie

L’analyse de survie est l’étude du délai de survenue d’un évènement d’intérêt telle que

le décès. Cet évènement est souvent associé à un changement d’état, communément le

passage de l’état “vivant ”à l’état “décédé ”. Cependant, on s’intéresse souvent à d’autres

types de délais que la durée de vie proprement dite : la durée jusqu’à l’apparition d’une

maladie, le délai entre la prise d’un traitement et la guérison d’une maladie, la durée de

séropositivité sans symptômes de patients infectés par le VIH.

Dans ce chapitre, nous allons introduire les notions de bases des données de sur-

vie, sa caractéristique principale est la présence de “données incomplètes ”qui sont dites

censurées. Enfin, nous exposerons, très brièvement, les principales méthodes classiques

d’estimation de la fonction de survie.

1.1 Les données de survie

On donne quelques définitions couramment utilisées dans l’étude de survie.

Définition 1.1.

i. Date d’origine : Elle correspond à l’origine de la durée étudiée. Elle peut être le

début d’une exposition à un facteur de risque, la date d’une opération chirurgicale,

la date de début d’une maladie où la date d’entrée dans l’étude. Chaque individus

3



1.1. Les données de survie 4

peut donc avoir une date d’origine différente.

ii. Date de point : C’est la date au delà de laquelle on arrêtera l’étude et on ne

tiendra plus compte des informations sur les sujets.

iii. Date des dernières nouvelles : C’est la date la plus récente où des informations

sur un sujet ont été recueillies.

iv. Temps de participation : Durée de surveillance pour chaque sujet utilisée dans

l’estimation de la survie. On a trois cas :

1er cas : L’événement a lieu au cours de la surveillance ⇒ Temps de participation

= Date de survenue de l’évènement − Date d’origine.

2eme cas : Le sujet est vivant à la date de point ⇒ Temps de participation = Date

de point − Date d’origine.

3eme cas : Le sujet est perdu de vue ⇒ Temps de participation = Date de dernière

nouvelle − Date d’origine.

v. L’évènement d’intérêt : Pour être sur de pouvoir comparer ces délais entre

différents individus il faut avoir une définition précise de l’évènement d’intérêt. Si

on étudie la mortalité, la définition est généralement claire. Par contre, si on étudie

l’application d’une maladie se pose la question des critères diagnostiques et du délai

entre le début de la maladie et son diagnostic. Si ce délai est court, il peut être

approprié de choisir comme date d’évènement, la date de diagnostic. Si ce délai peut

être long, il faut éventuellement le prendre en compte dans les analyses. De plus

il est courant que l’évènement étudié soit en fait un évènement composite, comme

par exemple“rechute ou décès”et dans ce cas le temps d’évènement est le temps

correspondant à l’évènement se produisant le premier dans l’ordre chronologique

[4].
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Figure 1.1: Déférentes dates dans l’étude des données de survie

Définition 1.2. (Durée du survie)

La durée de survie est une variable aléatoire X positive absolument continue représentant

le temps auquel un certain évènement se produit.

Exemple 1.1. En médecine ça peut être la durée de guérison d’un patient, où la durée

de rémission d’un malade.

1.1.1 Fonction de survie et fonction de risque

L’analyse d’un ensemble de données de survie, issues d’un essai clinique commence

généralement par un résumé numérique où graphique des durées de survie des individus,

dans les différents groupes de traitement.

De tels résumés peuvent être intéressants, par eux mêmes où précurseurs d’une analyse

détaillée de données. Deux fonctions décrivant la distribution des temps de survie, qui sont

d’importance centrale dans l’analyse des données de survie : la fonction de survie et la

fonction de risque [3].
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La fonction de survie S(t)

La fonction de survie est, pour t fixé, la probabilité de survivre jusqu’à l’instant t,

c’est-à-dire :

S(t) = P (X > t), t ≥ 0

C’est donc une fonction continue monotone non croissante telle que :

S(0) = 1 et lim
t→∞

S(t) = 0.

Si la variable aléatoire X a une fonction de densité de probabilité f(t), alors la fonction

de survie est donnée par :

S(t) =

∫ +∞

0

f(u)du = 1− F (t);

où F (t) est la fonction de distribution cumulative de X.

La fonction de risque h(t)

Cette fonction décrit la manière dont la probabilité instantané de mort d’un individu

change avec le temps.

h(t) = lim
∆t→0

P{t ≤ X < t+ ∆t|X ≥ t}
∆t

=
f(t)

S(t)

Il est encore possible de définir le risque cumulé H(t) selon :

H(t) =

∫ t

0

h(u)du

Remarque 1.1. Si l’on connâıt S, on peut calculer h. En effet,

h(t) =
S ′(t)

S(t)
.

Et inversement, en intégrant cette égalité on obtient :

H(t) =

∫ t

0

h(u)du = −[lnS(u)]t0 = −ln[S(t)]

puisque S(0)=1

ce qui s’écrit aussi : S(t) = e−H(t)

Remarque 1.2. Les fonctions (F, S, f, h,H) sont donc liées entre elles, c’est-à-dire, si on

se donne une seule de ces fonctions, alors les autres sont dans le même temps également

définies.
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1.1.2 Quantités associées à la loi de la survie

Quantiles de la durée de survie

La médiane de la durée de survie est le temps t pour lequel la probabilité de survie

S(t) est égale à 0.5, c’est-à-dire, la valeur tm qui satisfait S(tm) = 0.5.

Dans le cas où l’estimateur est une fonction en escalier (ex : Kaplan-Meier), il se

peut qu’il y ait un intervalle de temps vérifiant S(tm) = 0.5. Il faut alors être prudent

dans l’interprétation, notamment si les deux événements encadrant le temps médian sont

éloignés.

Il est possible d’obtenir un intervalle de confiance du temps médian. Soit [Bi;Bs] un

intervalle de confiance de niveau α de S(tm), alors un intervalle de confiance de niveau α

du temps médian tm est :

[S−1(Bs);S
−1(Bi)].

La fonction quantile de la durée de survie est définie par :

q(p) = inf{t : F (t) > p} 0 < p < 1,

= inf{t : S(t) 6 1− p}

Lorsque la fonction de répartition F est strictement croissante et continue alors :

q(p) = F−1(p), 0 < p < 1.

= S−1(1− p)

Le quantile q(p) est le temps où une proportion p de la population a disparu.

Moyenne et variance de la durée de survie

Le temps moyen de survie E(X) ainsi que sa variance var(X) sont des quantités

importantes :

E(X) =

∫ ∞
0

S(t)dt.

var(X) = 2

∫ ∞
0

tS(t)dt− {E(X)}2.
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En effet, supposons que l’espérance existe. On écrit que∫ ∞
0

tdF (t) = lim
u→∞

∫ u

0

tdF (t)

en intégrant par parties on peut écrire∫ u

0

tdF (t) = −
∫ u

0

tdS(t)

= −uS(u) +

∫ u

0

S(t)dt,

l’inégalité de Markov assure alors que tS(t) 6 E(X) et donc le terme uS(u) est borné. On

en déduit que l’intégrale
∫∞

0
S(t)dt converge, ce qui implique lim

t→∞
tS(t) = 0 et en passant

à la limite on obtient le résultat attendu [29].

On montre de même manière que :

var(X) = 2

∫ ∞
0

tS(t)dt− {E(X)}2

Remarque 1.3. La moyenne et la variance peuvent être déduites de n’importe laquelle

des cinq fonction ci-dessus(F ,S,f ,h,H), mais pas vice versa [28].

1.2 Données censurées

On cherche à évaluer l’efficacité d’un nouveau traitement chez des personnes atteintes

de maladies graves, qui peuvent donner lieu à des complications, à des rechutes, où même

aboutir au décès.

Dans tous les cas, les critères d’intérêt peut s’exprimer comme la durée entre l’instau-

ration du traitement et l’apparition de l’évènement témoignant de l’échec du traitement

[30].

La censure est le phénomène le plus couramment rencontré lors du recueil de données

de survie pour l’individu i, considérons :

– Son temps de survie Xi ;

– Son temps de censure Ci ;

– La durée réellement observée Ti.

Il existe trois catégories de censure qu’on nomme censure à droite, censure à gauche

et censure par intervalle (lorsqu’on connait la borne supérieure et la borne inférieure d’un

évènement) [16].
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1.2.1 Censure à droite

Une durée de vie est dite censurée à droite si l’individu n’a pas subi l’évènement à sa

date de dernières nouvelles (où à la date de point si celle-ci est antérieure à la date de

dernier nouvelles).

Dans ce cas le délai n’est pas observé, on a comme seule information qu’il est supérieur

au délai correspondant au temps de participation.

En analyse de survie, on peut rencontrer la censure à droite pour deux raisons :

i. Le sujet n’a pas encore subi l’évènement à la date de point, on parle alors “d’exclu

vivant”.

ii. Le sujet a quitté l’étude à une date à laquelle il n’avait pas encore subi l’évènement

pour une raison telle qu’un déménagement, un refus de continuer de participer à

une cohorte, c’est ce que l’on nomme des “perdus de vue”.

Dans ce cas, on suppose l’indépendance entre la cause de la censure et l’évènement

étudié. Si cette hypothèse n’était pas vérifiée, cela pourrait induire un biais dans l’esti-

mation de la fonction de risque [4].

Une écriture mathématique courante et pratique pour représenter des données cen-

surées à droite et d’associer à chaque individu un couple de variable aléatoire (T̃ ,δ) avec

les définitions suivantes :

T̃ = min(X,C)

δ =

0 X > C

1 sinon

où δ est l’indicatrice de l’évènement.

Exemple 1.2. Dans cet exemple, sur la survie des sujets depuis leur entrées en insti-

tution, les sujets sont soit décédés soit encore en vie à la dernière visite. Nous sommes

donc en présence de données censurées à droite.

Le suivi des sujets 29,31,39 et 40 est représenté à la Figure 1.2. Les sujets 29 et 39

sont décédés respectivement 5.36 et 4.66 ans après l’entrée en institution, alors que les

sujets 31 et 40 sont vivants à la date de leurs dernières nouvelles, 2.63 et 7.03 ans après

l’entrées en institution. Leurs temps de décès sont censurés à droite.
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Figure 1.2: Durée de suivie en année de quatre sujets entrés en institution dans la cohorte

paquid. ◦ est le décès ; × est le censure à droite.

1.2.2 Censure à gauche

La censure à gauche correspond au cas où l’individu a déja subi l’évènement avant

que l’individu soit observé. On sait uniquement que la date de l’évènement est inférieure

à une certaine date connue. Pour chaque individu, on peut associé un couple de variables

aléatoires (T ,δ)

T = X ∨ C = max(X,C)

δ = 1{X≥C}.

1.2.3 Censure par intervalle

Une date est censurée par intervalle si au lieu d’observer avec certitude le temps de

l’évènement, la seule information disponible est qu’il a eu lieu entre deux dates connues.

Par exemple, dans le cas d’un suivi cohorte les personnes sont souvent suivies par inter-

mittence (pas en continu), on sait alors uniquement que l’évènement s’est produit entre

ces deux temps d’observation. (On peut noter que pour simplifier l’analyse, on fait souvent

l’hypothèse que le temps d’évènement correspond au temps de la visite pour se ramener

à de la censure à droite) [30].

À l’intérieur de ces trois catégories, il existe différents types de censure :

1. La censure de type I : fixée

Si le temps de censure est fixé par le chercheur comme étant la fin d’étude. Soit C

une valeur fixée, au lieu d’observer les variables X1, ..., Xn qui nous intéressent, on

n’observe Xi uniquement lorsque Xi ≤ C. Sinon on sait uniquement que Xi > C.
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Ce mécanisme de censure est fréquemment rencontré dans les applications indus-

trielles [30].

2. La censure de type II : attente

On décide d’observer les durées de survie de n patients jusqu’à ce que r d’entre

eux soient décédés et d’arrêter l’étude à ce moment là.

Si l’on ordonne les durées de survie X1, ..., Xn, soit X(1) la plus petite, X(i) la ieme

... etc :

X(1), X(2), ..., X(n)

On dit que les X(i) sont les statistiques d’ordre des Xi. La date de censure est alors

X(r) et on observe

T(1) = T(1)

T(2) = T(2)

T(r) = T(r)

T(r+1) = T(r)

.....

T(n) = T(r)

3. La censure de type III : aléatoire

Soient C1, ..., Cn des variables aléatoires i.i.d. On observe les variables T̃i = Xi∧Ci
l’information disponible peut être résumée par un indicateur

• δi = 1 : Si l’évènement est observé (d’où T̃i = Xi), on observe les “vraies”durées

où les durées complètes.

• δi = 0 : Si l’individu est censuré (d’où Ti = Ci), on observe des durées incomplètes

(censurées).

Remarque 1.4. La censure aléatoire est la plus courante, par exemple, lors d’un

essai thérapeutique [27], pour plusieurs causes :

a. Perte de vue : le patient peut décider d’aller se faire soigner ailleurs et on ne

le revoit plus.

b. Arrêt du traitement : le traitement peut avoir des effets secondaires si désastreux

que l’on est obligé d’arrêter le traitement (ces patients sont exclus de l’étude).

c. Fin de l’étude : l’étude se termine alors que certains des patients sont toujours

vivants. (ils ne sont pas subi l’événement).
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La Figure(1.3) illustre les situations de censure de type I et de censure aléatoire.

Dans le premier graphique (celui de gauche), les censures de types I sont déterminées

à la fin de l’étude, tandis que les censures du deuxième graphique varient aléatoirement et

peuvent surgir avant la fin de l’étude (les censures A et E dans le graphiques de droite).

Figure 1.3: Illustration de censure de type l (à gauche) et de censure aléatoire (à droite).

◦ représente les données censurées ; × représente le décès.

Exemple 1.3.

La figure 1.4 représente le suivi de trois patients. Le premier est entré au début de l’étude

et il est mort à la date X1 = 6.

Le deuxième était toujours vivant à la fin de l’étude, qui a eu lieu au temps 10, il est

donc censuré en t = 10.

Et le troisième patient à été perdu de vue avant la fin de l’étude. Il est donc censuré

au temps t = 7.



1.3. La vraisemblance pour données censurées 13

Figure 1.4: Exemple de 3 patients. A1, A2, A3 sont les patients ; B1 représente le décès ;

B2, B3 représente les censures.

Remarque 1.5. L’hypothèse d’indépendance de Xi et de Ci est utile mathématiquement.

Il est important de voir si elle se justifie. Dans le cas où la censure est due à un arrêt du

traitement, elle n’est pas vérifiée [28].

1.3 La vraisemblance pour données censurées

1.3.1 La censure à droite

Dans un modèle de survie, avec des données censurées à droite par les variables Ci,

nous observons (T̃i, δi), i.i.d, i = 1, ..., n. Supposons d’abord que les Ci sont fixes (elles

peuvent dépendre de i mais sont connues à l’avance). C’est le cas, par exemple, si les seuls

sujets censurés sont des sujets exclus vivants à une date de point ou à la fin de l’étude,

fixée à l’avance. Dans ce cas, la contribution à la vraisemblance d’un sujet i est :

– f(T̃i) : si le sujet i a subi l’évènement (δi = 1) ;

– S(T̃i) : si le délai de survie du sujet i est censuré à droite (δi = 0).

La vraisemblance de l’ensemble des n sujets s’écrit donc :

L =
n∏
i=1

f(T̃i)
δiS(T̃i)

(1−δi), (1.1)
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que l’on peut aussi écrire :

L =
n∏
i=1

(S(T̃i)h(T̃i))
δiS(T̃i)

1−δi

=
n∏
i=1

(h(T̃i))
δiS(T̃i)

1.4 Estimation de la fonction de survie

Une des première étapes possibles de l’analyse des données de survie est l’estimation

de la distribution des temps de survie ; en général représentée par une courbe de survie

qui est la représentation graphique de la fonction de survie. Pour estimer la fonction de

survie on peut utiliser différentes approches : des estimateurs non-paramétriques où des

estimateurs associés à des fonctions paramétriques.

Comme, on peut trouver aussi l’estimation semi-paramétrique pour plus de détail voir

[30,4].

1.4.1 Estimateurs paramétriques

On suppose que la distribution des durées de survie appartient à une famille de loi

paramétrique donnée. Les paramètres de ces distributions seront estimés à partir des

données en maximisant la vraisemblance, par une méthode itérative comme l’algorithme

dans R de Newton-Raphson(voir [4]).

Le modèle exponentiel

L’unique distribution continue qui admette un risque instantané constant est l’expo-

nentielle. Pour X distribuée selon une loi exponentielle ξ(λ) tel que λ > 0, on donne :

La fonction de densité par :

f(t) = λe−λt; t ≥ 0, λ > 0;

La fonction de survie par :

S(t) =

∫ +∞

t

λe−λudu = e−λt; t ≥ 0, λ > 0
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La fonction de répartition par :

F (t) = 1− S(t) = 1− e−λt; t ≥ 0, λ > 0

La fonction de risque par :

h(t) =
f(t)

S(t)
= λ;

L’espérance et la variance par :

E(X) =
1

λ

V ar(X) =
1

λ2

Ajuster les données au modèle exponentiel

i. Cas où il n’y a pas de censure.

Tous les “échecs”sont observés. Les X1, ..., Xn sont iid.

Vraisemblance :

L(λ) =
n∏
i=1

λe(−λxi) = λne

(
−λ

n∑
i=1

xi

)

Log-vraisemblance :

lnL(λ) = nln(λ)− λ
n∑
i=1

xi

∂lnL(λ)

∂λ
=
n

λ
−

n∑
i=1

xi

EMV :

Soit
∂lnL(λ)

∂λ
= 0

et résolvez pour λ. Donc,

λ̂ =
n
n∑
i=1

xi

=
1

X̄
. (1.2)

L’ EMV de la moyenne θ = 1
λ

est θ̂ = X̄.

ii. Cas de censure aléatoire.

Supposons que u, c et nu désignent des observations non censurées, censurées et

le nombre d’observations non censurées, respectivement. Les n valeurs observées

sont maintenant représentées par les vecteurs T̃ et δ, où T̃ = (T̃1, ..., T̃n) et δ
′

=

(δ1, ..., δn). Alors :

Vraisemblance : A partir de l’expression (1.1)

L(λ) =
∏
u

[f(T̃i|λ)]
∏
c

[S(T̃i|λ)]
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=
∏
u

[λe(−λT̃i)]
∏
c

[e(−λT̃i)]

= λnue

(
−λ
∑
u
T̃i

)
e

(
−λ
∑
c
T̃i

)

= λnue

(
−λ

n∑
i=1

T̃i

)

Log-vraisemblance :

lnL(λ) = ln

n∏
i=1

f δi(T̃i|λ)S1−δi(T̃i|λ) =
∑
n

lnf(T̃i|λ) +
∑
c

lnf(T̃i|λ)

lnL(λ) = nuln(λ)− λ
n∑
i=1

T̃i

∂lnL(λ)

∂λ
=
nu
λ
−

n∑
i=1

T̃i

∂2lnL(λ)

∂λ2
= −nu

λ2
= −i(λ)

le négatif de l’information observée.

EMV :

λ̂ =
nu∑n
i=1 T̃i

et

vara(λ̂) =
(
−E(−nu

λ2
)
)−1

=
λ2

E(nu)

où E(nu) = n.P(X ≤ C), et d’après la convergence asymptotique de l’EMV on

aura
λ̂− λ√
λ2/E(nu)

∼ N(0, 1).

Nous remplaçons E(nu) par nu car nous ne connaissons généralement pas la dis-

tribution de censure G(.). Notez la dépendance de la variance asymptotique sur le

paramètre inconnu λ. Nous substituons à λ et obtenons

vara(λ̂) ≈ λ̂2

nu
=

1

i(λ̂)

où i(λ) est juste au-dessus. L’EMV pour la moyenne

θ = 1
λ

est simplement θ̂ = 1

λ̂
=

n∑
i=1

T̃i/nu.
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Le modèle Weibull

C’est une généralisation du modèle exponentiel :

S(t) = e−(λt)α ; t ≥ 0, α > 0, λ > 0

Alors on déduit :

La fonction de risque :

h(t) = λα(λt)(α−1);

La fonction de densité :

f(t) = λα(λt)(α−1)e−(λt)α ;

La fonction de répartition :

F (t) = 1− e−(λt)α .

Ajuster les données au modèle weibull

La fonction de log-vraisemblance est proportionnelle à :

lnL(α, λ) ∝ ln(αλ)
n∑
i=1

δi + (α− 1)
n∑
i=1

δiln(ti)− λ
n∑
i=1

δit
α
i − λ

n∑
i=1

(1− δi)tαi

∝ (lnα + lnλ)
n∑
i=1

δi + α
n∑
i=1

δiln(ti)− λ
n∑
i=1

tαi

Prendre les dérivées par rapport à α et λ, et les mettres égal à zéro donne le système

d’équations normales suivant :
∂lnL(α̂,λ̂)

∂α
=

∑n
i=1 δi
α̂

+
n∑
i=1

δilnti − λ̂
n∑
i=1

tα̂i lnti = 0

∂lnL(α̂,λ̂)
∂λ

=
∑n
i=1 δi

λ̂
−

n∑
i=1

tα̂i = 0

Ce système doit être résolu numériquement.

L’estimateur de la fonction de survie est :

Ŝ(t) = exp{−λ̂tα̂}, t ≥ 0.

Remarque 1.6.

-i- h(t) est croissante si α > 1, décroissante pour α < 1 et constante pour α = 1.

-ii- Si α = 1, la loi de weibull devient une exponentielle de paramètre λ [14].
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Le modèle gamma

La loi gamma dépend de deux paramètres strictement positifs (λ, k), c’est une généralisation

de la loi exponentielle, que l’on retrouve si k = 1.

Elle a comme densité de probabilité :

f(t) =
λktk−1e−λk

Γ(k)
, t > 0, λ, k > 0,

avec

Γ(k) =

∫ ∞
0

uk−1e−udu.

La fonction de répartition :

F (t) =
1

Γ(k)

∫ λt

0

uk−1e−udu, t > 0, λ, k > 0.

La fonction de survie :

S(t) = 1− 1

Γ(k)

∫ λt

0

uk−1e−udu, t > 0, k > 0, λ > 0

La fonction de risque :

h(t) =
λ(λt)k−1e−λt

Γ (k)−
∫ λt

0
uk−1e−udu

, t > 0, k > 0, λ > 0

Remarque 1.7.

-i- La fonction h(t) sera monotone croissante si k > 1 et monotone décroissante si

k < 1 .

-ii- La loi gamma est souvent employée quand on a une somme de variables aléatoires

de loi exponentielle i.i.d. En effet, si X1, X2, ..., Xn sont des variables aléatoires

indépendantes et toutes distribuées selon une loi exponentielle ξ(λ), alors X =∑n
i Xi ∼ (λ, n) [14].

-iii- Les différents modèles sont classés suivant que le risque instantané est croissant ou

décroissant [27] comme suit :

Risque instantané Modèle

Constant Exponentiel

Croissant Weibull(α > 1)

(RIC) Gamma(k > 1)

Décroissant Weibull(α < 1)

(RID) Gamma(k < 1)
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RIC est généralement noté IFR (Increasing Failure Rate).

RID est généralement noté DFR (Decreasing Failure Rate) .

Modèle de valeur extrême (minimum)

L’intérêt de cette distribution n’est pas son utilisation directe comme distribution à

vie, mais plutôt à cause de sa relation avec la distribution de Weibull. Soit µ où −∞ <

µ < +∞, et σ > 0 indiquent les paramètres de localisation et d’échelle, respectivement.

La distribution de la valeur extrême standard a µ = 0 et σ = 1.

La fonction de densité est donnée par :

f(x) = σ−1e

(
x−µ
σ
−e(

x−µ
σ )

)

La fonction de survie est donnée par :

S(x) = e

(
−e(

x−µ
σ )
)

La moyenne de X est :

E(X) = µ− γσ

La variance de X est :

V ar(X) =
π2

6
σ2

γ est le constante d’Euler, avec γ = 0.5772...

le paramètre de localisation µ est le 0.632eme quantile.

x peut aussi être négatif pour que −∞ < x < +∞.

Remarque 1.8. Si T est une variable aléatoire de Weibull avec paramètres α et λ, puis

X = ln(T ) suit une distribution de valeur extrême avec µ = −ln(λ) et σ = α−1. X

peut être représenté comme X = µ + σZ, où Z est une valeur extrême standard, car la

distribution de valeur extrême est une famille de distributions de localisation et d’échelle.

Comme les valeurs de µ et σ différentes de 0 et 1 n’affectent pas la forme de la fonction

de densité de probabilité, mais seulement l’emplacement et l’échelle, il suffit d’afficher les

courbes de la densité de probabilité standard et la fonction de survie (voir figure 1.5)
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Figure 1.5: Densité standard extrême et fonction de survie.

1.4.2 Estimateur non paramétrique

Les méthodes non paramétriques sont souvent très faciles et simples à comprendre par

rapport aux méthodes paramétriques. De plus, l’analyse non paramétrique est largement

utilisée dans des situations, où il y a un doute sur la forme exacte de la distribution [32].

Estimateur de Kaplan-Meier

L’estimateur de Kaplan-Meier est un estimateur non paramétrique de la fonction de

survie. Le principe de la méthode repose sur l’idée qu’être encore en vie après un instant

t, c’est être en vie juste avant cet instant t et ne pas mourir à cet instant [31]. Ainsi, la

survie à un instant quelconque est le produit de probabilités conditionnelles de survie de

chacun des instants précédents.

On utilise le théorème de probabilité conditionnelle :

Soit : ti 6 ti+1

S(ti) = P (X > ti)

= P (X > ti, X > ti−1)

= P (X > ti|X > ti−1)P (X > ti−1)

= P (X > ti|X > ti−1)P (X > ti−1|X > ti−2)...P (X > t0 = 0).

Nous supposons qu’au début de l’étude tous les sujets étaient vivants, alors P (X > t0 =

0) = 1.

La probabilité conditionnelle est :

P (X > ti|X > ti−1) = pi.
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Qui est la probabilité de survivre pendant l’intervalle de temps Ii =]ti−1, ti] quand on

était vivant au début de cet intervalle.

Notons :

Ri : Le nombre de sujets qui sont vivants juste avant l’instant ti, ce que l’on note : nombre

des vivants à l’instant ti, où nombre des sujets de R(ti) en désignant par R(t) l’ensemble

des sujets à risque à l’instant t−.

Mi : Le nombre des morts à l’instant ti.

qi = 1−pi est la probabilité de mourir pendant l’intervalle Ii sachant que l’on était vivant

au début de cet intervalle. Alors l’estimateur naturel de qi est :

q̂i =
Mi

Ri

A) Cas où il n’y a pas d’ex-æquo :

Si δi = 1, c’est qu’il y a eu un mort en ti et donc Mi = 1.

Si δi = 0, c’est qu’il y a eu une censure en ti et donc Mi = 0.

Par suite, p̂i =

1− 1
Ri

en cas de mort en ti

1 en cas de censure en ti

L’estimateur de Kaplan-Meier est donc dans ce cas :

Ŝ(t) =
∏
ti6t

(1− 1

n− i+ 1
)δi .

Exemple 1.4 (Cancer des bronches).

Sur 10 patients atteints de cancer des bronches on a observé les durées de survie

suivantes, exprimées en mois (avec (+) indique q’il existe une censure à droite).

1 3 4+ 5 7+ 8 9 10+ 11 13+

L’estimateur de Kaplan-Meier de la fonction de survie S(t) vaut :

Ŝ(0) = 1 et Ŝ(t) = 1 pour t dans [0, 1[

Ŝ(1) = (1− 1
10

)Ŝ(0) = 0.900

Ŝ(3) = (1− 1
9
)Ŝ(1) = 0.800

Ŝ(5) = (1− 1
7
)Ŝ(3) = 0.686

Ŝ(8) = (1− 1
5
)Ŝ(5) = 0.549

Ŝ(9) = (1− 1
4
)Ŝ(8) = 0.411

Ŝ(11) = (1− 1
2
)Ŝ(9) = 0.206
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Temps Ri Mi Survie Intervalle

0 10 0 1 [0,1[

1 10 1 0.900 [1,3[

3 9 1 0.800 [3,5[

5 7 1 0.686 [5.8[

8 5 1 0.549 [8,9[

9 4 1 0.411 [9,11[

11 2 1 0.206

La Figure 1.6 donne la représentation graphique de cet estimateur qui est une

fonction en escalier décroissante.

Figure 1.6: Estimateur de kaplan-Meier pour les temps de survie des patients

B) Cas où il y a des ex-æquo :

(a) Si ces ex-æquo sont tous des morts, la seule différence tient à ce queMi n’est plus

égal à 1 mais au nombre des morts et l’estimateur de Kaplan-Meier devient :

Ŝ(t) =
∏
ti6t

(
1− Mi

Ri

)

(b) Si ces ex-æquo sont des deux sortes, on considère que les observations non

censurées ont lieu juste avant les censurées.
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Propriétés de l’estimateur de Kaplan-Meier

L’estimateur de K-M possède beaucoup de propriétés analogues à celles de la fonc-

tion de répartition empirique. Nous commençons par ses propriétés de convergence

[2].

Théorème 1.1. ([2]) Si pour t > 0, F (t) < 1 et Ȳn(t)
P→

n→∞
+∞ alors

sup0≤s≤t|Ŝ(s)− S(s)| P→
n→∞

0

On suppose que C est indépendante de X, la variable observée n’est plus X mais

T̃ = X ∧ C, de fonction de survie Ψ, vérifie Ψ = S.G (G la fonction de survie de

la censure droite C).

Théorème 1.2. ([2]) Dans l’espace D([0, τ ], ‖.‖∞,P) des fonctions continues à

droite possédant des limites à gauche en tout point de [0, τ ], muni de la norme

infinie et de sa tribu de projection, si Ψ(τ−) > 0 (Ψ : la survie des observations

T̃ = X ∧ C) et si S est continue sur [0, τ ], alors

√
n(Ŝ(t)− S(t))

L−→ Z

avec Z est un processus gaussienne centrée de covariance

Cov(Z(s), Z(t)) = S(s)S(t)

∫ s∧t

0

dF (u)

S2(u)(1−G(u))
Théorème 1.3. ([30]) En tout point t0 de continuité de S ; t0 ∈ [0, τ ]

et S(τ−) > 0,
√
n(Ŝ(t0)− S(t0))

L→
n→∞

N (0, V 2(t0))

avec

V 2(t0) = −S2(t0)

∫ t0

0

S(du)

S2(u)(1−G(u))

L’estimateur de la variance de l’estimateur de Kaplan-Meier à un temps t fixé est

donnée par la formule de Greenwood (1926) [2] :

v̂ar(Ŝ(t)) = Ŝ(t)2
∑
ti6t

Mi

Ri(Ri −Mi)

Démonstration.

delta méthode :

Pour estimer la variance de l’estimateur de Kaplan-Meier, nous devons introduire

la delta-méthode. La delta méthode utilise l’expansion de Taylor de premier ordre
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d’une fonction f d’une variable aléatoire X autour de u = E(X) pour estimer la

variance de f(X).

f(X) ' f(u) + f ′(u)(X − u)

var(f(X)) ' var(f(u) + f ′(u)(X − u))

= f ′2(u)var(X − u)

= f ′2(u)var(X)

= f ′2(u)σ2

Tel que σ2 = var(X).

L’estimateur de delta-méthode est :

v̂ar(f(X)) = f ′2(û)σ̂2

Tel que σ̂2 est un estimateur de var(X) et û est un estimateur de E(X).

Ici, nous montrons comment trouver la formule de Greenwood en utilisant la delta

methode.

On a utiliser la delta-méthode deux fois :

ln(X) ' ln(u) + (X − u)
1

u
⇒ v̂ar(ln(X)) ' σ̂2 1

û2

et :

eX ' eu + (X − u)eu ⇒ v̂ar(eX) ' e2ûσ̂2

Soit

ln(Ŝ(t)) = ln

(∏
ti6t

[
1− Mi

Ri

])
=
∑
ti6t

ln

[
1− Mi

Ri

]
On a : pi = P (X > ti|X > ti−1) alors p̂i = [1 − Mi

Ri
] est une estimation de cette

probabilité conditionnelle. Cella signifie que nous supposons que Mi ∼ B(n, 1−pi).

Par conséquent, la variance de p̂i est estimé par v̂ar(p̂i) = p̂i(1−p̂i)
Ri

.

De plus, les variables binomiales sont indépendantes pour tous les sujets de l’étude.

Nous avons alors :

v̂ar
{∑
ti6t

ln(p̂i)
}

=
∑
ti6t

v̂ar (ln(p̂i))

Une première utilisation de la delta-méthode donne :

v̂ar(ln(p̂i) '
p̂i(1− p̂i)

Ri

1

p̂2
i

=
1− (1− Mi

Ri
)

Ri(1− Mi

Ri
)

=
Mi

Ri

Ri −Mi

=
Mi

Ri(Ri −Mi)
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=⇒ ln[v̂ar(Ŝ(t))] '
∑
ti6t

Mi

Ri(Ri −Mi)

Nous utilisons la delta-méthode pour la deuxième fois et trouvons en fin :

v̂ar(Ŝ(t)) = v̂ar{exp[ln(Ŝ(t))]}

= exp2[ln(Ŝ(t))]
∑
ti6t

Mi

Ri(Ri −Mi)

= Ŝ2(t)
∑
ti6t

Mi

Ri(Ri −Mi)

�

On conclue que l’estimateur de K-M est consistant et asymptotique.

Construction d’intervalles de confiance pour la survie

L’estimation ponctuelle de la survie à un moment donnée doit impérativement être

accompagné d’un intervalle de confiance (I.C), gage de la précision de l’estimation,

habituellement au seuil de α = 0.05 (I.C à 95%) est alors défini par les bornes

suivantes [24].

[Ŝ(t)− σ̂(Ŝ(t))z1−α
2
; Ŝ(t) + σ̂(Ŝ(t))z1−α

2
]

où z1−α
2

est le fractile de rang 100× (1− α
2
) de la distribution normale standarisée.

Exemple 1.5.

Trente patients atteints de mélanome (stages 2 à 4). traités par Corynebacterium,

ont des temps de survie comme indiqué ci-dessous.

Tous les patients ont été réséqués avant le début du traitement et n’avaient donc

aucun signe de mélanome au moment du traitement. L’objectif habituel de ce type

de données est de déterminer la durée de survie.

Patients 1 2 3 4 5 6 7 8

Temps de survie 33.7+ 3.9 10.5 5.4 19.5 23.8+ 7.9 16.9+

Patients 9 10 11 12 13 14 15 16

Temps de survie 16.6+ 33.7+ 17.1+ 8.0 26.9+ 21.4+ 18.1+ 16.0+

Patients 17 18 19 20 21 22 23 24

Temps de survie 6.9 11.0+ 24.8+ 23.0+ 8.3 10.8+ 12.2+ 12.5+

Patients 25 26 27 28 29 30

Temps de survie 24.4 7.7 4.8+ 8.2+ 8.2+ 7.8+
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L’estimateur de kaplan-meier de ces données est :

Figure 1.7: Estimateur de kaplan-Meier pour les temps de survie des patients

Le package de R utilisé “survival”donne aussi un intervalle de confiance à 95% pour

cet estimateur on remarque toujours que c’est une fonction en escalier décroissante

(Figure 1.7).



Chapitre 2

Estimation bayésienne de la fonction

de survie

L’approche bayésienne fournit un cadre naturel pour résoudre des problèmes d’inférence

statistique. Elle se distingue de la statistique classique parce qu’elle considère le(s) pa-

ramètre(s) du modèle comme des variables aléatoires.

Dans ce chapitre, nous rappelons tout d’abord quelques notions de base sur la sta-

tistique bayésienne tel que le modèle bayésien et le choix a priori, dans la section “Modèles

paramétriques”nous passons en revue les modèles de survie paramétriques bayésiens comme

le modèle exponentiel, weibull, gamma et le modèle de valeurs extrême. Dans la section

suivante nous donnons la notion d’un processus de Dirichlet et nous discutons les méthodes

bayésiennes non paramétriques pour l’estimation de la fonction de survie.

2.1 Approche bayésienne

Dans l’approche bayésienne, l’idée de base consiste à traiter le paramètre inconnu θ

comme étant une variable aléatoire admettant une densité de probabilité π(θ) qui s’appelle

densité a priori.

L’objectif est donc d’utiliser cette information supplémentaire. Sachant que l’informa-

tion contenue dans les observations x est contenue dans L(x|θ) et l’information a priori sur

θ dans π(θ), on peut utiliser la règle de Bayes pour combiner ces deux types d’informations

27
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en définissant la densité a posteriori par :

π(θ|x) =
L(x|θ)π(θ)∫
L(x|θ)π(θ)dθ

qui contiendra donc toutes les informations sur θ .

On remarque que l’inversion de cause à effet est ici beaucoup plus naturelle. Elle se fait

d’une manière cohérente, car l’état de connaissance a priori sur θ traduite par la densité

a priori π(θ) est transformé, après les observations x, en état de connaissance a posteriori

par la densité a posteriori π(θ|x).

Remarquons que la densité a posteriori peut s’écrire :

π(θ|x) ∝ L(x|θ)π(θ).

2.1.1 Modèle bayésien

Soit Θ l’espace des paramètres et χ l’espace des observations. On considère un modèle

statistique de loi de probabilité Pθ de densité f(x|θ) dépendant d’un paramètre inconnu

de dimension K : θ ∈ RK . On dispose d’un échantillon aléatoire de n observations x =

(x1, ..., xn) issues de cette distribution.

Définition 2.1. On appelle modèle bayésien la donnée d’un modèle paramétrique, L(x|θ),

et d’une densité a priori π(θ) sur les paramètres.

Étant donné la densité des observations L(x|θ) et la densité a priori π(θ) on peut

construire :

i. La densité jointe de (θ, x) :

ϕ(θ, x) = L(x|θ)π(θ);

ii. La densité marginale de x :

m(x) =

∫
ϕ(θ, x)dθ =

∫
L(x|θ)π(θ)dθ;

iii. La densité a posteriori de θ, obtenue par formulation de Bayes :

π(θ|x) =
L(x|θ)π(θ)∫
L(x|θ)π(θ)dθ

=
L(x|θ)π(θ)

m(x)

∝ L(x|θ)π(θ).
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Autrement dit, la densité a posteriori représente une actualisation de l’information a priori

au vu de l’information apportée par les observations. Voir Figure 2.1

Figure 2.1: Représentation des distributions a priori, vraisemblance et a posteriori

2.2 Choix de la loi a priori

L’aspect de l’analyse bayésienne le plus critiqué et le plus délicat est certainement

le choix de la loi a priori des paramètres. Deux types d’approches sont généralement

considérés :

- Une approche dite subjective, ou informative, qui revient à tenir compte (lors-

qu’elles existent) d’informations a priori sur le paramètre (expériences précédentes,

avis d’experts, connaissances extérieures au processus d’observation, etc.),

- Une approche dite objective, ou non informative, qui revient à modéliser l’absence

d’information a priori.

Dans la suite, nous présenterons un modèle des lois informatives (lois a priori conjuguées)

et un autre des lois non informatives (lois de Jeffreys).

2.2.1 Lois a priori conjuguées

D’après [17] une famille conjuguée est une famille de lois liée au processus étudié et

qui est particulièrement intéressante dans des modèles paramétriques où des statistiques
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exhaustives qui peuvent être définies. Il s’agit d’une famille de lois, c-à-d d’un ensemble

de lois, qui soit d’une part, assez riche et flexible pour représenter l’information a priori

que l’on a sur les paramètres du modèle et, d’autre part, qui se combine remarquablement

avec la fonction de vraisemblance dans la formule de Bayes, pour donner a posteriori une

loi sur les paramètres du modèle qui appartienne à la même famille.

On verra que le choix de cette famille se déduit a partir du noyau de la vraisemblance

considérée comme une fonction des paramètres.

Définition 2.2. Une famille F de distributions de probabilité sur Θ est dite conjuguée

(ou fermée par échantillonnage) par une famille de vraisemblance f(x|θ) si, pour tout

π ∈ F , la distribution a posteriori π(.|x) appartient également à F .

Famille exponentielle

Les lois a priori conjuguées sont généralement associées à un type particulier de lois

d’échantillonnage qui permet toujours leur obtention ; il est même caractéristique des lois

a priori conjuguées comme nous le verrons ci-dessous. Ces lois constituent ce qu’on appelle

des familles exponentielles [17].

Définition 2.3. La famille exponentielle regroupe les lois de probabilité qui admettent une

densité de la forme :

f(x|θ) = h(x)eα(θ)T (x)−φ(θ); θ ∈ Θ.

T est alors une statistique exhaustive. En particulier si :

f(x|θ) = h(x)eθT (x)−φ(θ)

la famille est dite naturelle.

Proposition 2.1. ([17]) Une famille conjuguée pour f(x|θ) est donnée par

π(θ|λ, µ) = h(x)eθµ−λφ(θ)

La distribution a posteriori correspondante est

π(θ|λ+ 1, µ+ T (x))

Dans le tableau 2.1 on donne les lois a priori conjuguées naturelles pour quelques

familles exponentielles usuelles :
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f(x|θ) π(θ) π(θ|x)

Normale Normale Normale N (ρ(σ2µ+ τ 2x), ρσ2τ 2)

N (θ, σ2) N (µ, τ 2) ρ−1 = σ2 + τ 2

Poisson Gamma Gamma

P(θ) G (α, β) G (α + x, β + 1)

Gamma Gamma Gamma

G (ν, θ) G (α, β) G (α + ν, β + x)

Binomiale Bêta Bêta

B(n, θ) Be(α, β) Be(α + x, β + n− x)

Binomiale Négative Bêta Bêta

N eg(m, θ) Be(α, β) Be(α +m,β + x)

Multinomiale Dirichlet Dirichlet

Mk(θ1, ..., θk) D(α1, ..., αk) D(α1 + x1, ..., αk + xk)

Normale Gamma Gamma

N (µ, 1
θ
) G (α, β) G (α + 0.5, β + (µ−x)2

2
)

Table 2.1: Lois a priori conjuguées naturelles pour quelques familles exponentielles

usuelles

Remarque 2.1. L’intérêt principal du caractère conjuguée devient plus évident quand F

est paramétrée. Effectivement, le passage de distribution a priori à distribution à poste-

riori se réduit dans ce cas à une mise à jour des paramètres correspondants. Cette seule

propriété peut expliquer pourquoi les lois a priori conjuguées sont si populaire, car les dis-

tributions a posteriori sont toujours calculables (au moins jusqu’à un certain degré). En

revanche, une telle justification est plutôt faible d’un point de vue subjectif et d’autres fa-

milles pourraient aussi bien convenir. Notons que l’objectif d’obtenir la famille conjuguée

minimale comme l’intersection de toutes les familles conjuguées est malheureusement voué

à l’échec, car cette intersection est vide.

2.2.2 Lois a priori non informatives

La section précédente a montrée que les lois conjuguées peuvent être utilisées comme

approximations des véritables lois a priori, par contre lors-qu’aucune information n’est

disponible sur le modèle, leur utilisation n’est justifiée que par des considérations analy-

tiques. Dans de telles situations, il est impossible de bâtir une distribution a priori sur
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des considérations subjectives. On peut alors chercher à utiliser malgré tout des tech-

niques bayésiennes qui intègrent notre ignorance sur les paramètres du modèles, de telles

méthodes sont appelées de manière évidente, non informative [11].

La loi a priori de Jeffreys

Jeffreys (1946,1961) propose une approche intrinsèque qui évite effectivement le besoin

de prendre en compte une structure d’invariance potentielle [17], tout en étant souvent

compatible lorsque cette structure existe. Les lois a priori non informatives de Jeffreys

sont fondées sur l’information de Fisher, donnée par :

I(θ) = Eθ

[(
∂logf(x|θ)

∂θ

)2]
Dans le cas unidimensionnel, sous certaines conditions de régularité, cette information est

aussi égale à :

I(θ) = −Eθ
[(

∂2logf(x|θ)
∂θ2

)]
La loi a priori de Jeffreys est :

π∗(θ) = I
1
2 (θ)

Définie à un coefficient de normalisation prés quand π∗ est propre.

Exemple 2.1. Si x~B(n,p),

f(x|p) =

n
x

 px(1− p)n−x

∂2lnf(x|p)
∂p2

=
x

p2
+

n− x
(1− p)2

donc

I(p) = n[
1

p
+

1

1− p
]

donc la loi de Jeffreys pour ce modèle est :

π∗(p) ∝ [p(1− p)]−
1
2

et est alors propre, car il s’agit de la distribution Beta(1
2
, 1

2
).

Dans le cas où θ est un paramètre multidimensionnel, on définit la matrice d’informa-

tion de Fisher, pour θ ∈ Rk, I(θ) aux éléments suivants :

Iij(θ) = −Eθ
[

∂2

∂θi∂θj
lnf(x|θ)

]
i, j = 1, ..., k

et la loi non informative de Jeffreys est alors définie par :

π∗(θ) ∝ [det(I(θ))]
1
2
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2.3 Modèles paramétriques

Les modèles paramétriques jouent un rôle important dans l’analyse de survie bayésienne,

car de nombreuses analyses bayésiennes sont réalisées en utilisant ce type de modélisation

parce qu’elle offre des techniques simples [11]. Dans cette partie, nous discutons des

modèles paramétriques pour les données de survie censurées à droite univariées. Nous

dérivons les distributions a posteriori et démontrons comment effectuer des analyses

bayésiennes pour plusieurs modèles paramétriques couramment utilisés dans les essais

cliniques. La littérature statistique sur l’analyse de survie paramétrique bayésienne et les

tests de vie est trop énorme pour être listée ici, mais quelques références traitant d’appli-

cations à la médecine où à la santé publique incluent [Grieve (1987), Dellaportas et Smith

(1993), et Kim et Ibrahim (2001)] [9 ;5 ;11].

2.3.1 Modèle exponentiel

Le modèle exponentiel est le modèle paramétrique le plus fondamental dans l’analyse

de survie. Supposons que nous ayons des temps de survie indépendants identiquement

distribués i.i.d x = (x1, x2, ..., xn)′, chacun ayant une distribution exponentielle avec pa-

ramètre λ dénoté par ξ(λ). Dénoter les indicateurs de censure par δ = (δ1, δ2, ..., δn)′,

où

δi =

0 si xi est censuré à droite

1 si xi est un temps d’échec

Soient :

La densité de xi :

f(xi|λ) = λe(−λxi).

La fonction de survie :

S(xi|λ) = e(−λxi).

Les données observées :

D = (n, x, δ).

La fonction de vraisemblance de λ est :

L(λ|D) =
n∏
i=1

f(xi|λ)δiS(xi|λ)(1−δi)

= λde

(
−λ

n∑
i=1

xi

)
.
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Où : d =
n∑
i=1

δi.

En prenant comme loi a priori la loi conjuguée naturelle qui est la loi gamma. Soit

G(α0, λ0) la distribution gamma avec des paramètres (α0, λ0). La loi a priori est donnée

par :

π(λ|α0, λ0) =
λα0

Γ(α0)
λα0−1e(−λ0λ)

∝ λα0−1e(−λ0λ)

et d’après le théorème de Bayes on obtient comme fonction a posteriori :

π(λ|D) ∝ L(λ|D)π(λ|α0, λ0)

∝

(
λ

n∑
i=1

δi
e

{
−λ

n∑
i=1

xi

})(
λα0−1e(−λ0λ)

)
= λα0+d−1e

{
−λ(λ0+

n∑
i=1

xi)

}
(2.1)

Ainsi, nous reconnaissons dans (2.1) le noyau de la distribution a posteriori comme

une distribution G(α0 + d, λ0 +
n∑
i=1

xi).

La moyenne et la variance a posteriori de λ sont donc données par :

E(λ|D) =
α0 + d

λ0 +
n∑
i=1

xi

(2.2)

V ar(λ|D) =
α0 + d

(λ0 +
n∑
i=1

xi)2

La distribution prédictive a posteriori d’un futur temps de défaillance xf est donnée

par :

π(xf |D) =

∫ ∞
0

π(xf |λ)π(λ|D)dλ

∝
∫ ∞

0

λα0+d+1−1e

{
−λ(xf+λ0+

n∑
i=1

xi)

}
dλ

= Γ(α0 + d+ 1)

(
λ0 +

n∑
i=1

xi + xf

)−(d+α0+1)

∝

(
λ0 +

n∑
i=1

xi + xf

)−(d+α0+1)

(2.3)
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La distribution prédictive a posteriori normalisée est donc donnée par :

π(xf |D) =


(d+α0)(λ0+

n∑
i=1

xi)
(α0+d)

(λ0+
n∑
i=1

xi+xf )(α0+d+1)
si xf > 0,

0 sinon.

(2.4)

Dans la dérivation de (2.3) ci-dessus, nous devons évaluer une intégrale gamma, ce qui a

conduit à la distribution prédictive a posteriori dans (2.4). La distribution prédictive de

(2.4) est connue sous le nom de distribution bêta inverse et est discutée en détail dans [1].

2.3.2 Modèle de Weibull

Le modèle de Weibull est le modèle de survie paramétrique le plus utilisé. Supposons

que nous ayons des temps de survie i.i.d x = (x1, x2, ..., xn)′, chacun ayant une distribution

de Weibull avec le paramètre de forme α et le paramètre d’échelle γ. Il est souvent plus

pratique d’écrire le modèle en termes de paramétrisation λ = ln(γ), menant à :

f(x|α, λ) = αxα−1e(λ−eλxα).

Tout au long, nous utiliserons la notation W (α, λ), où λ = log(γ) pour dénoter la loi de

weibull.

Soit :

La fonction de survie :

S(x|α, λ) = e(−eλxα)

La fonction de vraisemblance de (α, λ) peut s’écrire comme suit :

L(α, λ|D) =
n∏
i=1

f(xi|α, λ)δiS(xi|α, λ)1−δi

= αde

{
dλ+

n∑
i=1

(δi(α−1)ln(xi)−eλxαi )

}

Lorsque α est supposé connu, on peut prendre une loi a priori conjuguée pour λ qui est

ξ(λ). Mais lorsque les deux paramètres (α, λ) sont tous les deux supposés inconnus aucun

loi a priori n’est proposée voir [11].

Dans ce cas, on suppose l’indépendance entre α et λ et prendre α ∼ G(α0, κ0) et

λ ∼ N(µ0, σ
2
0).
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La distribution a posteriori jointe de (α, λ) est donnée par :

π(α, λ|D) ∝ l(α, λ|D)π(α|α0, κ0)π(λ|µ0, σ
2
0)

∝
n∏
i=1

f(xi|α, λ)δiS(xi|α, λ)1−δi

= αα0+d−1e

{
dλ+

n∑
i=1

(δi(α−1)log(xi)−e(λ)xαi )−κ0α− 1

2σ20
(λ−µ0)2

}

La distribution a postériori jointe de (α, λ) n’a pas de forme explicite, mais on peut

montrer que les distributions a postériori conditionnelles π(α|λ,D) est π(λ|α,D) sont

log-concave [11], et donc l’échantillonnage de Gibbs est requis pour ce modèle.

2.3.3 Modèle Gamma

Le modèle gamma est une généralisation du modèle exponentiel. Pour ce modèle xi ∼
G(α, λ).

La densité de probabilité est :

f(xi|α, λ) =
1

Γ(α)
xα−1
i e(αλ−xie(λ)).

La fonction de survie est donnée par :

S(xi|α, λ) = 1− IG(α, xie
(λ)),

où la fonction gamma incomplète est :

IG(α, xie
(λ)) =

1

Γ(α)

∫ xie
(λ)

0

uα−1e(−u)du (2.5)

Nous pouvons donc écrire la fonction de vraisemblance de (α, λ) comme suit :

L(α, λ|D) =
n∏
i=1

f(xi|α, λ)δiS(xi|α, λ)1−δi

=
1

(Γ(α))d
e

{
dαλ+

n∑
i=1

δi(αln(xi)−xieλ)

}

×
n∏
i=1

x−δii (1− IG(α, xie
λ))1−δi (2.6)

Aucun conjugué a piori n’est disponible lorsque (α, λ) sont tous les deux supposés incon-

nus. Dans ce cas, une spécification a priori jointe typique est de prendre α ∼ G(α0, κ0)

et λ ∼ N(µ0, σ
2
0) indépendamment. Sous cette formulation, la distribution a posteriori
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jointe de (α, λ) est donnée par :

π(α, λ|D) ∝ L(α, λ|D)π(α, λ|α0, κ0, µ0, σ0)

=
αα0−1

(Γ(α))d
e

{
dαλ+

n∑
i=1

δi(αln(xi)−xieλ)

}

×
n∏
i=1

x−δii (1− IG(α, xie
λ))1−δi

× e
(−κ0α− 1

2σ20
(λ−µ0)2)

La distribution a posteriori jointe de (α, λ) n’a pas de forme explicite. Pour simplifier le

calcul de la loi a posteriori, nous introduisons des données complètes x∗ = (x∗1, x
∗
2, ..., x

∗
n)′

tel que : x
∗
i = xi si δi = 1

x∗i > xi si δi = 0

Alors la vraisemblance complète des données de (α, λ) sachant x∗ et D prend la forme :

L(α, λ|x∗, D) =
n∏
i=1

f(x∗i |α, λ)

=
1

(Γ(α))n
e

{
nαλ+

n∑
i=1

((α−1)ln(x∗i )−x∗i eλ)

}
(2.7)

Ensuite nous avons :

L(α, λ|D) =

∫
{x∗i>xi:δi=0}

L(α, λ|x∗, D)
∏
i:δi=0

dx∗i ,

Où L(α, λ|D) est donné en (2.6) [11]. En utilisant (2.7), la distribution a posteriori

conjointe de (α, λ, x∗) est donc donnée par :

π(α, λ, x∗|D) ∝ L(α, λ|x∗, D)× αα0−1e

(
−κ0α− 1

2σ20
(λ−µ0)2

)

Les distributions a posteriori conditionnelles π(α|λ, x∗, D) et π(λ|α, y∗, D) sont log-concaves

aussi longtemps que n > 2. En outre, pour (α, λ,D), et pour δi = 0, x∗ a une distribution

gamma tronquée avec densité :

π(x∗i |α, λ,D) =
(x∗i )

α−1

Γ(α)(1− IG(α, xieλ))
e(αλ−x∗i eλ), x∗i > xi

Où IG(α, xie
λ) est la fonction gamma incomplète définie par (2.5). Ainsi, la mise en œuvre

de l’échantillonneur de gibbs est requie.
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2.3.4 Modèle de valeur extrême

Le modèle de valeur extrême est un autre modèle de survie paramétrique largement

utilisé.

Supposons que nous avons des temps de survie indépendants identiquement distribués

x = (x1, x2, ..., xn)
′
, chacun ayant une distribution de valeur extrême, notée V(α, λ), avec

densité

f(x|α, λ) = αeαxeλ−e
λ+αx

Pour −∞ ≤ x ≤ ∞. Nous notons, que la distribution de valeur extrême peut être

considérée comme une autre paramétrisation d’une distribution de Weibull. En effet, soit

une variable aléatoire T ∼ W(α, λ) ; alors x = ln(T ) ∼ V(α, λ).

Soit maintenant S(x|α, λ) = e(−eλ+αx) la fonction de survie. Nous pouvons écrire la

fonction de vraisemblance de (α, λ) comme suit :

L(α, λ|D) =
n∏
i=1

f(xi|α, λ)δiS(xi|α, λ)(1−δi)

= αde{
∑n
i=1(αxiδi+λδi−eλ+αxi )}

Aucun conjugué a priori n’est disponible lorsque (α, λ) sont tous les deux supposés incon-

nus. Dans ce cas, une spécification a priori conjointe typique consiste à considérer α et

λ comme indépendants, où α a une distribution gamma et λ a une distribution normale.

En supposant G(α0, κ0) l’a priori pour α, et N(µ0, σ
2
0) l’a priori pour λ, la distribution a

posteriori conjointe de (α, λ) est donnée par :

π(α, λ|D) ∝ L(α, λ|D)π(α|α0, κ0)π(λ|µ0, σ
2
0)

∝
n∏
i=1

f(xi|α, λ)δiS(xi|α, λ)(1−δi)

= αα0+d−1e

{
dλ+

∑n
i=1(αδixi−eλ+αxi )−κ0α− 1

2σ20
(λ−µ0)2

}

La distribution a posteriori conjointe de (α, λ) n’a pas de forme explicite, mais on peut

montrer que les distributions a posteriori conditionnelles π(α|λ,D); π(λ|α,D) sont toutes

deux log-concaves, et donc L’échantillonnage de Gibbs est requis pour ce modèle.
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2.4 Méthodes non paramétriques bayésiennes

La méthode bayésienne non paramétrique est une alternative à l’approche non pa-

ramétrique classique pour estimer la fonction de survie discutée dans le 1er chapitre. En

appliquant ces méthodes, la croyance a priori d’un investigateur sur la forme de la fonction

de survie est combinée avec les données pour fournir une fonction de survie estimée. L’in-

formation a priori, qui peut être basée sur l’expérience a priori avec le processus observé

ou sur l’opinion d’un expert, se reflète dans une distribution a priori pour la fonction de

survie.

Typiquement, les moyennes a priori reflètent la meilleure estimation des investiga-

teurs, avant de voir toute donnée, de la valeur des paramètres, et la variance a priori est

une mesure de l’incertitude de l’investigateur de ses moyennes a priori. On peut souvent

penser que la variance a priori est inversement proportionnelle à la quantité d’information

d’échantillon devant être représentée par l’a priori [13].

Dans notre problème, le paramètre d’intérêt est la fonction de survie ou, de manière

équivalente, la fonction de risque cumulatif. Ceci doit être traité comme une quantité

aléatoire échantillonnée à partir d’un processus stochastique. On choisit une trajectoire

de ce processus stochastique, et ceci est notre fonction de survie. Nous avons donc des

données échantillonnées à partir d’une population avec cette fonction de survie que nous

allons combiner avec notre a priori pour obtenir la distribution de la fonction de survie,

compte tenu des données.

Pour obtenir une estimation de la fonction de survie, nous devons spécifier une fonction

de perte sur laquelle baser la règle de décision. Analogue au cas paramétrique simple, nous

utiliserons la fonction de perte quadratique

L(S, Ŝ) =

∫ ∞
0

[Ŝ(t)− S(t)]2dp(t),

où p(t) est une fonction de poids. Cette fonction de perte est la différence intégrée pondérée

entre la vraie valeur de la fonction de survie et notre valeur estimée. Pour cette fonction

de perte, la valeur de Ŝ, qui minimise la valeur attendue a postériori de L(S, Ŝ), est la

moyenne a postériori et le risque de Bayes E[L(S, Ŝ)|D] est la variance a postériori.

Le processus fondateur de l’approche bayésienne des problèmes non paramétrique est

le processus de Dirichlet. Rappelons tout d’abord, définition et propriétés de la loi de

Dirichlet.



2.4. Méthodes non paramétriques bayésiennes 40

2.4.1 La distribution de Dirichlet

Le processus de Dirichlet est défini à partir de la distribution de Dirichlet. La plupart

des propriétés du processus de Dirichlet sont analogues aux propriétés de la distribution

de Dirichlet. Commençons par définir la distribution de Dirichlet.

Soit SK−1 le simplexe de RK+1 défini par :

SK−1 = {p = (p1, ..., pK−1) ∈ RK−1 : pi ≥ 0 pour i = 1, 2, ..., K − 1,
∑K−1

i=1 pi ≤ 1}

La distribution de Dirichlet est définie de la façon suivante :

Définition 2.4. La distribution de Dirichlet est une distribution sur le simplexe SK−1

caractérisée par la densité de p = (p1, ..., pK−1) par rapport à la mesure de Lebesgue dans

RK−1 vérifiant :

f(p) =
Γ(
∑K

j=1 αj)∏K
j=1 Γ(αj)

(
K−1∏
j=1

p
αj−1

j

)(
1−

K−1∑
j=1

pj

)αK−1

1{p∈SK−1} (2.8)

où α = (α1, ..., αK) est un jeu de paramètres avec αj > 0, et Γ la fonction Gamma

définie par :

Γ(α) =

∫ ∞
0

xα−1e−xdx, α > 0.

La moyenne de pi est égale à :

E(pi) =
αi∑k
i=1 αi

,

et sa variance est

var(pi) =
((
∑K

i=1 αi)− αi)αi
(
∑K

i=1 αi)
2 + (

∑K
i=1 αi)

3
.

Remarque 2.2. Dans la suite on notera la distribution de Dirichlet de paramètre α par

Dir(α) ou Dir(α1, ..., αK). La distribution de Dirichlet est une généralisation de la loi

Bêta, on a égalité de ces deux lois de probabilité si K = 2. Comme pour la distribution

Bêta, la distribution de Dirichlet admet une représentation utile en terme de variables

Gamma [6].

Proposition 2.2. ([6]) Si Y1, ..., YK sont des variables aléatoires Gamma indépendantes

de paramètres αj et 1 avec αj ≥ 0 pour tout j et
∑K

j=1 αj > 0, alors

i. Le vecteur

(
Y1∑K
j=1 Yj

, ...,
YK∑K
j=1 Yj

)

est distribué selon une loi de Dirichlet Dir(α1, ..., αK) ;
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ii.

(
Y1∑K
j=1 Yj

, ...,
YK∑K
j=1 Yj

)

est indépendant de
∑K

j=1 Yj

iii. Si p = (p1, ..., pK) ∼ Dir(α1, ..., αK), alors pour toute partition B1, ..., Bm de χ, le

vecteur

(P(B1), ...,P(Bm)) =

(∑
j∈B1

pj, ...,
∑
j∈Bm

pj

)
∼ Dir(α

′

1, ..., α
′

K),

où α
′
i =

∑
j∈Bi αj.

En particulier, la distribution marginale de pj est une loi Bêta de paramètres

(αj,
∑

j 6=i αi).

Remarque 2.3. On peut donc interpréter le paramètre α comme une mesure sur χ en

posant α({j}) = αj, ainsi α(χ) =
∑K

j=1 αj.

Pour obtenir un échantillon selon une distribution de Dirichlet Dir(α), il suffit de tirer

K variables indépendantes (y1, ..., yK) de loi Gamma G(αj, 1).

Le vecteur x = (x1, ..., xK) construit de la façon suivante :

xi =
yi∑K
j=1 yj

, i = 1, ..., K.

sera donc une réalisation de la loi (2.8) [6].

On définit alors le processus de Dirichlet :

2.4.2 Le processus de Dirichlet

Soit (χ,A) un espace mesurable. Notons P l’ensemble de toutes les lois de probabilité

sur (χ,A).

Le processus de Dirichlet est défini comme une mesure de probabilité sur l’espace des

mesures de probabilités.

Définition 2.5. (Processus de Dirichlet). Soient (χ,A) un espace mesurable, P0 une

mesure de probabilité sur cet espace et α0 un nombre réel positif. Une mesure de pro-

babilité G est distribuée selon un processus de Dirichlet de paramètres G0 et α0 si pour
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toutes partitions finies (Bl)l=1,...,r de χ, la loi de (G(B1), ..., G(Br)) est une loi de Dirichlet

D(α0G0(B1), ..., α0G0(Br)).

On note ceci par

G ∼ DP (α0G0)

Ce processus est donc défini par deux paramètres : α0 qui correspond à un paramètre

de concentration (ou paramètre d’échelle) et G0 qui est une mesure de probabilité de base.

Proposition 2.3. Si G ∼ DP (α0G0) alors G(B) suit une loi Bêta de paramètres α0G0(B)

et α0(1−G0(B)). Ce qui implique en particulier que

E[G(B)] = G0(B)

pour tout ensemble mesurable B de χ.

De même :

var(G(B)) =
G0(B)(1−G0(B))

α0 + 1

α0 est un paramètre d’échelle du processus.

Démonstration. On considère la partition (B,Bc), d’après la définition 2.5

G(B) ∼ Bêta(α0G0(B), α0(1−G0(B))).

Ainsi la preuve est immédiate. �

Le théorème suivant est très important. Il justifie le choix des processus de Dirichlet

dans un modèle bayésien non paramétrique en montrant la simplicité de la mise à jour de

la distribution a posteriori.

Théorème 2.1. ([14])

1) Si G est a priori distribuée suivant un processus de Dirichlet DP (α0G0) et si

θ = (θ1, ..., θn) est un échantillon i.i.d. de loi G alors la loi a posteriori de G est

un processus de Dirichlet DP (α
′
0G
′
0) tel que :

α
′

0 = α0 + n, G
′

0 =
α0

α0 + n
G0 +

n

α0 + n
Gn,

où Gn = (1/n)
∑
δθi est la loi empirique de l’échantillon.

2) La loi marginale de (θ1, ..., θn) peut être composée de la manière suivante :

θ1 ∼ G0

θi+1|θ1, ..., θi ∼
α0

i+ n
G0 +

i

i+ n
Gi, (i = 1, ..., n− 1)

où Gi est la loi empirique associée à l’échantillon (θ1, ..., θn).
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Remarque 2.4. Ce théorème permet d’observer deux choses importantes :

i. La distribution de Dirichlet constitue une famille fermée pour l’inférence dans un

échantillonnage i.i.d. non paramétrique.

ii. On remarque que si α0 est petit, la loi a posteriori devient le processus de Dirichlet

DP (nGn). Ce processus ne dépend que de l’échantillon et il est centré sur Gn.

Ainsi, dans le cas où α0 = 0, le processus de Dirichlet DP (α0G0) fournirait une

distribution a priori non informative. Le paramètre α0 représente donc le degré de

la connaissance a priori et G0 reflète la connaissance a priori sous la forme de la

distribution.

2.4.3 Méthodes non paramétriques bayésiennes pour estimer la

fonction de survie

Pour affecter une distribution a priori à la fonction de survie, nous supposons que S(t)

suit une distribution de Dirichlet avec la fonction de paramètre α = (α1, ..., αK).

En règle générale, nous prenons la fonction de paramètre sous la forme :

α([t,∞)) = cS0(t)

où S0(t) est notre estimation a priori de la fonction de survie et c est une mesure de

combien de poids à mettre sur notre estimation préalable. Avec cette distribution a priori

pour S(t), la moyenne a priori est exprimée par

E[S(t)] =
α(t,∞)

α(0,∞)
=
cS0(t)

cS0(0)
= S0(t),

et la variance a priori est donnée par

V [S(t)] =
[α(0,∞)− α(t,∞)]α(t,∞)

[α(0,∞)2 + α(0,∞)3]
=
S0(t)[1− S0(t)]

c+ 1
.

Remarque 2.5. Notons que la variance a priori est l’équivalent de la variance d’échantillon

que l’on aurait si on avait un échantillon non censuré de taille c+1 d’une population avec

une fonction de survie S0(t) [13].

Les données que nous avons à combiner avec notre a priori sont les temps d’étude sur

Xj et l’indicateur d’événement δj. Pour simplifier les calculs, soit 0 = t0 < t1 < . . . < tN <
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tN+1 =∞, dénotent les N temps distincts (censurés ou non censurés). A l’instant ti, soit

Ri le nombre d’individus à risque, Mi le nombre de décès et λi le nombre d’observations

censurées. Soit :

δi =

1 si Mi > 0

0 si Mi = 0.

En combinant ces données avec l’a priori, nous trouvons que la distribution a postériori

de S est aussi de Dirichlet. Le paramètre de la distribution a postériori, α∗ pour tout

intervalle (a, b) est :

α∗((a, b)) = α((a, b)) +
n∑
j=1

1[δj>0,a<Xj<b],

L’estimateur de Bayes de la fonction de survie est :

pour ti ≤ t ≤ ti+1 ,i = 0, ..., N.

ŜD(t) =
α(t,∞) +Ri+1

α(0,∞) + n

i∏
K=1

α(tK ,∞) +RK+1 + λK
α(tK ,∞) +RK+1

L’estimateur de Bayes est une fonction continue entre les temps de mort distincts et

a des sauts à ces temps de mort.

Remarque 2.6. Pour n grand, ceci se réduit à l’estimateur de Kaplan-Meier, de sorte que

l’information a priori ne joue aucun rôle dans l’estimation. Pour les petits échantillons,

l’a priori dominera, et l’estimateur sera proche de la supposition précédente de S.

Remarque 2.7. Il existe une deuxième approche pour estimer la fonction de survie en

utilisant l’estimateur de risque cumulée. Ce dernier est estimer a partir du processus bêta.

Pour plus de détail voir [13].

Remarque 2.8. Phadia et Susarla (1983) ont dérivé l’estimateur de Bayes de S en

considérons le processus de Dirichlet comme a priori mais ils n’ont pas déterminé la

distribution a posteriori. Arnold et al (1984) identifiait la distribution a posteriori comme

un mélange de processus de Dirichlet (théorème 2.1) et démontrait l’incohérence générale

des estimateurs bayésien correspondants de S ; un défaut attribuable à la non identifiabilité

du modèle. L’efficacité de l’estimation bayésienne a été démontrée par Neath et Samaniego

(1996a,1996b) dans le contexte de la théorie décisionnelle [10].

Remarque 2.9. L’estimateur a priori du processus de Dirichlet de la fonction de survie

a été proposé par Ferguson (1973)[7] pour des données non censurées. Susarla et Van
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Ryzin (1976) [19] et Ferguson et Phadia (1979) [8] étendent le processus d’estimation aux

données censurées à droite.

Exemple 2.2. Nous considérons l’exemple de Susarla et Van Ryzin (1976) pour obtenir

l’estimateur de Bayes de S, où F0(t) = 1− e−θt. Nous considérons les valeurs de θ = 0.12

et c0 = 4, 8, 16.(la moitie des observations, le nombre des observation et le double des

observation respective)

Les données sont constituées de décès en mois à

0, 8, 3, 1, 5, 4, 9, 2

et d’observations censurées en mois à

1, 0, 2, 7, 7, 0, 12, 1

Le tableau 2.2 donne les intervalles de t et l’estimateur de Bayes de S(t).

D’après le tableau 2.2, on peut observer que tous les points d’observation non censurés, à

savoir 0.8, 3.1, 5.4 et 9.2, sont des points de discontinuité de Ŝ(.).

Aux points d’observation censurés, à savoir, 1.0, 2.7, 7.0 et 12.1, Ŝ(.) est continu mais

les dérivées gauche et droite de Ŝ(.) sont différentes à ces points. De plus, dans la

représentation donnée par Susarla et Van Ryzin (1976), l’estimateur de Bayes est plus

lisse que l’estimateur K-M, les sauts aux observations non censurées n’étant pas aussi

importants pour l’estimateur de Bayes.

t dans L’estimation de bayes,F0 = 1− e(−θt) L’estimation de K-M

[0,0.8) c0e(−θt)+8
c0+8

1.0

[0.8,1.0) c0e(−θt)+7
c0+8

7/8

[1.0,2.7) c0e(−θt)+6
c0+8

c0e(−θt)+7
c0+6

7/8

[2.7,3.1) c0e(−θt)+6
c0+8

c0e(−θt)+7
c0+6

c0e(−θt)+6
c0+5

7/8

[3.1,5.4) c0e(−θt)+6
c0+8

c0e(−θt)+7
c0+6

c0e(−θt)+6
c0+5

7/8

[5.4,7.0) c0e(−θt)+6
c0+8

c0e(−θt)+7
c0+6

c0e(−θt)+6
c0+5

7/8

[7.0,9.2) c0e(−θt)+6
c0+8

c0e(−θt)+7
c0+6

c0e(−θt)+6
c0+5

7/8

[9.2,12.1) c0e(−θt)+6
c0+8

c0e(−θt)+7
c0+6

c0e(−θt)+6
c0+5

7/8

[12.1,∞) c0e(−θt)+6
c0+8

c0e(−θt)+7
c0+6

c0e(−θt)+6
c0+5

7/8

Table 2.2: L’estimation de Bayes et de Kaplan Meier de S(t).

D’autre part, si F0 a une masse positive à l’un des points d’observation censurés,

alors l’estimation de bayes Ŝ(.) serait discontinue à ce point là. La question du choix
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du paramètre F0 du processus de Dirichlet a priori est, bien entendu, importante. Dans

l’exemple avec F0 = 1 − e(−θt), θ a été pris comme étant 0.12 basé sur l’argument heu-

ristique suivant. Si l’on devait considérer l’estimateur de Bayes dans le problème sans

données, l’estimateur de Bayes serait Ŝ(t) = e(−θt). Si on force cet estimateur à satisfaire

e(−θM) = 0.525 où M est le quartile 0.525 de la courbe K-M, alors le θ ainsi obtenu est

approximativement 0.12.

Nous avons choisi le quartile de 0.525(21/40) comme le saut le plus proche du 50eme

quartile de la courbe K-M observée. Ainsi, par une double utilisation des données, une

valeur raisonnable de θ est de 0.12. D’autres valeurs de θ tendent à éloigner l’estimateur

de Bayes de l’estimateur K-M. Grosso modo, ils prennent la masse précédente sur (0,∞)

pour être 1/2, égaux, et deux fois la taille de l’échantillon n = 8. Plus le c0 est grand,

plus l’estimateur de Bayes devient lisse par rapport à l’estimateur K-M. Autrement dit,

les sauts aux points de mort sont plus petits. Le cas extrême serait de laisser c0 −→ ∞
dans de tel cas l’estimateur de Bayes se réduit à e(−θt) avec θ = 0.12 dans cet exemple.



Chapitre 3

Applications dans les essais cliniques

Nous allons maintenant appliquer la théorie sur des données réelles. Dans la première

application, nous nous intéressons aux modèles paramétriques et dans la deuxième aux

estimateurs non paramétriques pour les deux approches ; frequentiste et bayésienne.

3.1 Essais cliniques

Les essais cliniques sont des études menées chez l’être humain pour démontrer la

validité d’un nouveau produit thérapeutique (p.ex. un nouveau médicament, une asso-

ciation de médicaments ou une méthode de diagnostic) [19]. Ils ont pour but d’évaluer

les produits thérapeutiques et d’estimer le bénéfice de leur utilisation favorable. Au

cours du développement clinique leurs conditions optimales d’emploi sont déterminées. Le

développement d’un médicament entre le brevet et la commercialisation dure en moyenne

12 ans.

3.1.1 Les différentes phases d’un essai clinique

On distingue IV phases dans le développement d’un produit thérapeutique :

•Phase I : Le nouveau produit est testé pour la première fois chez l’homme, en général

chez des volontaires sains. Dans certains cas, il n’est pas éthique de tester le produit sur les

volontaires humains sains, comme en oncologie, par exemple où le produit sera administré

à des malades ayant déjà reçu le traitement standard. Avant d’entamer une phase I, le

produit a été évalué sur des cultures cellulaires en laboratoire et sur des animaux. Le

47
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but de cette phase est de définir la tolérance du nouveau produit et de vérifier si les

résultats toxicologiques obtenus lors du développement préclinique sont comparables à

ceux obtenus chez l’homme. La 1ere phase permet de déterminer la dose maximale tolérée

chez l’être humain.

Ces essais sont souvent menés sur quelques dizaines (20 à 100) volontaires sains [9].

•Phase II : Lors de la 2eme phase, on s’intéresse à la détermination de la posologie

optimale du produit en termes d’efficacité et de tolérance sur une population de patients

limitée et homogène.

Ces essais sont souvent menés sur des petits groupes de sujets (100 à 200 sujets).

• Phase III : Cette étape a pour objectif de prouver l’efficacité du nouveau produit

par rapport à un produit de référence déjà commercialisé ou par rapport à un placebo,

c’est-à-dire un traitement sans activité pharmacologique.

Les essais concernent un plus grand nombre de patients (500 à 3000) qui sont des malades

volontaires.

•Phase IV : Il s’agit de la seule phase qui est réalisée après la commercialisation

du produit. Ces essais vont approfondir les connaissances du produit dans les conditions

réelles d’utilisation et de ses effets secondaires sur une population importante.

Les phases II, III et IV peuvent comprendre plusieurs essais cliniques.

3.2 Application sur les données de VIH

Appliquons l’estimation paramétrique sur les données d’infection au VIH fournie par

David W. Hosmer et Stanley Lemeshow [10]. Nous nous intéressons au temps de survie

des patients infectés par le VIH.

Ici nous donnons le temps de survie en mois de chaque patient et une information de

censure. CENSOR = 1 si la donnée n’est pas censurée et CENSOR = 0 si la donnée est

censurée à droite. Cet ensemble de données est fourni dans la table de l’annexe B.

3.2.1 Estimateur non-paramétrique de K-M

Il est intéressant de commencer par l’estimateur non paramétrique classique de Kaplan

Meier (1.3.2) pour avoir une idée de la forme de la fonction de survie que l’on peut
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comparer ensuite avec certains modèles ajustés. Nous estimons d’abord la fonction de

survie en utilisant l’estimateur de Kaplan-Meier.

3.2.2 Modèle paramétrique exponentiel

Le modèle que nous adaptons est le modèle exponentiel simple :

f(t) = λe−λt; t ≥ 0, λ > 0.

Rappelons que :

i. Dans cas fréquentiste : l’estimateur de maximum de vraisemblance λ̂ est défini

dans (1.1).

ii. Dans cas Bayésien : l’estimateur de maximum de vraisemblance λ̂b est défini dans

(2.2).

C’est un modèle très simple prenant seulement une valeur positive ce qui est raison-

nable pour expliquer le temps de survie. Afin de s’adapter au modèle, nous trouvons

l’EMV en maximisant la vraisemblance logarithmique comme expliqué dans la section

1.3. Cependant, en utilisant le logiciel R, il existe un package “Survival”prêt à l’emploi

qui fournit quelques outils dont nous avons besoin pour adapter notre modèle [31].

Nous dessinons le graphique du temps de survie en utilisant la formule :

Ŝ(t) = 1− F (t) = e−λ̂t

Nous comparons le modèle simple dans les deux cas fréquentiste et bayésien avec l’esti-

mation non-paramétrique de K-M.

3.2.3 Une application informatique

Nous utilisons la fonction de R “survReg”pour ajuster les modèles paramétriques (avec

l’approche EMV) pour les données censurées. Le programme R est destiné à dupliquer

certains des calculs de la main précédente. Il adapte un modèle exponentiel aux données

VIH, et donne un intervalle de confiance à 95% à cet estimateur.

Rappelons que le modèle exponentiel est juste un Weibull de paramètre α = 1 ou, en

ln(temps), est un modèle de valeur extrême (1.3.1) avec une échelle σ = 1. La fonction

“survReg”ajuste ln(temps) et génère le coefficient µ̂ = −ln(λ̂), l’EMV de µ, le paramètre
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de localisation de la distribution de valeur extrême. Par conséquent, EMV (λ) = λ̂ =

exp(−µ̂) et EMV (θ) = θ̂ = exp(µ̂). La sortie inutile a été supprimée.

La fonction R “predict”est une fonction compagnon de “survReg”. Il fournit des es-

timations de quantiles avec leur erreur standard (s.e). L’un des arguments de la fonction

“predict”est le “type”. Soit type = “uquantile” pour produire des estimations basées sur

la transformation logarithmique.

Estimation non paramétrique de la fonction de survie de K-M

Estimation paramétrique fréquentiste du modèle exponentielle

Générons le coefficient µ̂ en utilisant la fonction “survRreg”comme suit :
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L’estimateur de µ est :

L’estimateur de θ est :

Les données non censurées sont

Telle que le nombre des données non censurées est 37.

L’estimateur de λ̂ est :

L’estimation de la fonction de survie est données par :
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Estimation paramétrique bayésienne de modèle exponentielle

Pour trouver l’estimateur bayésien λ̂b, on peut choisir une a priori informative conjuguée

λ ∼ G(1, 2) (le choix des paramètres de l’a priori était arbitraire), d’où λ̂b = E(λ|D) =

0.03339192.

L’estimation bayésienne de la fonction de survie du modèle exponentielle est :

Finalement les résultats sont représentées dans la Figure 3.1 :

Figure 3.1: Comparaison entre la fonction de survie donnée par le modèle exponentiel

fréquentiste et bayésienne et l’estimateur de K-M

.
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Discussion : On remarque que les trois estimateurs sont proches l’un des autres car les

graphes sont presque ajustés. On peut conclure que ces données peuvent être représenter

par une distribution ξ(λ̂) = ξ(0.0326) ≈ ξ(λ̂B) = ξ(0.0334). Mais pour confirmer le modèle

il faut faire des testes statistiques adéquates [13 ;20].

On choisit le test de Kolmogorov et Smirnov pour tester :H0 : F (t) = F0(t) ∀t ∈ R

H1 : F (t) 6= F0(t)

tel que :

F0(t) = 1− e−0.0334t, ∀t ∈ R+

Pour cela, on a trouvé les résultats suivantes :

t(i) 1 3 4 6 10

F0 0.0328 0.0953 0.1250 0.1815 0.2838

Fn 0 1/10 2/10 3/10 4/10 5/10

t(i) 11 13 30 43 57

F0 0.3074 0.3521 0.6327 0.7620 0.8509

Fn 6/10 7/10 8/10 9/10 1

La statistique du test est :

Dn = sup1≤i≤n

(∣∣∣∣i− 1

n
− F0(t(i))

∣∣∣∣ ; ∣∣∣∣ in − F0(t(i))

∣∣∣∣)
= 0.348

Pour un teste bilatéral, on trouve d10,0.05 = 0.4092 On a D10 = 0.348 < d10,0.05 = 0.4092

donc on accepte H0 au niveau de signification 5%.

Alors on peut conclure que ce modèle représente les données au niveau de signification

5%.
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3.3 Application sur les données de Freireich

Freireich, en 1963 [27], a fait un essai thérapeutique ayant pour but de comparer les

durées de rémission, en semaines, de sujets atteints de leucémie selon qu’ils ont reçu ou

non du 6 M-P. Les données sont comme suit :

Traitement Durée de rémission, en semaines

6 M-P 6, 6, 6, 6+, 7, 9+, 10, 10+, 11+, 13, 16, 17+, 19+, 20+, 22, 23,

25+, 32+, 32+, 34+, 35+

Les chiffres suivis du signe + correspondent à des patients qui ont été perdus de vue

à la date considérée. Ils sont donc exclus “vivants”de l’étude et on sait donc seulement

d’eux que leur “durée de survie”est supérieure à celle indiquée. Par exemple, le quatrième

patient traité, par 6 M-P a eu une durée de rémission supérieure à 6 semaines.

Nous nous intéressons à l’estimation de la fonction de survie associée à ces données

en utilisons les deux méthodes non paramétriques classique (de K-M) et bayésienne (en

utilisant le processus de Dirichlet).

À partir de ces données, nous avons les informations suivantes :

ti 6 7 9 10 11 13 16 17 19 20 22 23 25 32 34 35

Ri 21 17 16 15 13 12 11 10 9 8 7 6 5 4 2 1

Mi 3 1 0 1 0 1 1 0 0 0 1 1 0 0 0 0

ci 1 0 1 1 1 0 0 1 1 1 0 0 1 2 1 1

δi 1 1 0 1 0 1 1 0 0 0 1 1 0 0 0 0

3.3.1 Estimateur de K-M
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3.3.2 Estimateur avec le processus Dirichlet

Nous illustrerons l’estimateur bayésien utilisant le processus de Dirichlet, en considérant

les données sur la durée de rémission pour les patients ayant reçu le médicament 6-MP,

qui a été présenté précédemment.

Pour l’a priori de Dirichlet, nous utiliserons une estimation a priori S0(t) de

α(t,∞)

α(0,∞)
= e−0.1t.

Le choix de α est heuristique (voir [13] et[19]). Notre degré de croyance dans cette

estimation a priori est considéré dans deux cas ; tel que c = 5 (La moitié des observations

non censurées) et pour c = 9 (Le nombre des observations non censurées), pour que

α(0,∞) = 5 et α(t,∞) = 5e−0.1t et pour le deuxième cas α(0,∞) = 9 et α(t,∞) = 9e−0.1t.

Les calculs ont été faites pour le premier cas, tandis que pour le deuxième cas il se fait de

la même manière.

La figure 3.2 présente une simulation des trajectoires pour cette a priori dans le cas

où c = 5.

Figure 3.2: Simulation de 10 trajectoires (lignes pointillées) et leur moyenne (ligne conti-

nue) pour une a priori de Dirichlet avec S0(t) = e(−0.1t) et c = 5
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Pour illustrer les calculs, considérons d’abord un t dans l’intervalle [0, 6). Pour l’esti-

mateur du processus de Dirichlet de la fonction de survie on a :

ŜD(t) =

[
5e−0.1t + 21

5 + 21

]
=

[
5e−0.1t + 21

26

]

Pour un t dans l’intervalle [6, 7),

ŜD(t) =

[
5e−0.1t + 17

5 + 21

]{
5e−0.6 + 18

5e−0.6 + 17

}

Les calculs sont illustrés dans la table 3.1.

t dans L’estimation de Dirichlet L’estimation de KM

[0,6) 5e−0.1t+21
5+21

0.857

[6,7) 5e−0.1t+17
5+21

5e−0.6+18
5e−0.6+17

0.807

[7,10) 5e−0.1t+15
26

5e−0.6+18
5e−0.6+17

5e−0.7+14
5e−0.7+13

0.753

[10,13) 5e−0.1t+12
26

5e−0.6+18
5e−0.6+17

5e−0.7+14
5e−0.7+13

5e−1+14
5e−1+12

0.690

[13,16) 5e−0.1t+11
26

5e−0.6+18
5e−0.6+17

5e−0.7+14
5e−0.7+13

5e−1+14
5e−1+12

0.627

[16,22) 5e−0.1t+7
26

5e−0.6+18
5e−0.6+17

5e−0.7+14
5e−0.7+13

5e−1+14
5e−1+12

5e−1.6+10
5e−1.6+7

0.538

[22,23) 5e−0.1t+6
26

5e−0.6+18
5e−0.6+17

5e−0.7+14
5e−0.7+13

5e−1+14
5e−1+12

5e−1.6+10
5e−1.6+7

0.448

[23,35) 5e−0.1t+1
26

5e−0.6+18
5e−0.6+17

5e−0.7+14
5e−0.7+13

5e−1+14
5e−1+12

5e−1.6+10
5e−1.6+7

5e−2.3+5
5e−2.3+1

0.448

Table 3.1: L’estimation de Dirichlet et de Kaplan Meier de S(t).
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Figure 3.3: L’ estimateur de Dirichlet, l’estimateur de Kaplan-Meier et l’a priori de la

fonction de survie.

La figure(3.3) montre que l’estimateur bayésien se trouve dans l’intervalle de confiance

de K-M, mais il est plus proche de l’a priori que ce dernier. De plus, les sauts de l’estima-

teur bayésien pour les données non censurées sont plus petits.

Finalement, on remarque que l’estimateur bayésien converge plus vite surtout lorsque

c −→ +∞ [19].

3.4 Conclusion

D’après cette application, on conclu que :

i. Pour calculer l’estimateur de K-M ( 1.4.2), il n’est pas nécessaire de connâıtre les

observations censurées mais uniquement le nombre d’observations censurées entre

deux observations non censurées, alors que l’on a besoin de toutes les observations

(censurées et non censurées) pour l’estimateur Bayésien ( 2.4.3).

ii. Puisque l’estimateur de Bayes utilise toutes les données , il peut être préférable à

l’estimateur de K-M.

iii. Si α(u,∞) est continu en u, les données (δ,X) peuvent être récupérées exactement
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en fonction de l’estimateur, ce qui n’est pas vrai pour l’estimateur K-M.

iv. L’estimateur de Bayes est une fonction de la statistique suffisante, c’est-à-dire les

données (δ,X), alors que l’estimateur de K-M ne l’est pas.

v. L’estimation de K-M et l’estimation de Bayes sont toutes deux discontinues à des

observations non censurées, à condition que l’on suppose que α est continue dans

ce dernier cas.

vi. L’estimation de Bayes lisse l’estimateur à des observations censurées ce qui donne

la continuité aux observations censurées à condition que α n’ait pas de masses

ponctuelles.



Conclusion générale

La fonction de survie constitue une caractéristique importante des modèles de durée

de vie, en particulier lorsque les données ne sont pas complètement observées. Nous

nous intéressons aux données aléatoirement censurées à droite, elle est considérablement

développée dans le domaine biomédical, pour les études de mortalité, l’effet de certains

facteurs thérapeutiques ou pronostiques sur l’apparition d’un évènement au cours du

temps (par exemple : le décès, la récidive d’une pathologie...). L’estimateur de K-M de la

fonction de survie est un estimateur non paramétrique ; aucune hypothèse n’est faite sur

la distribution des durées de survie. Les propriétés de cet estimateur ont suscité l’intérêt

d’un grand nombre d’auteurs. Son comportement asymptotique en terme de convergence

et de normalité asymptotique est encore d’actualité pour différents types de données.

L’analyse bayésienne constitue un autre développement important de ces 20 dernières

années. L’utilisation de méthodes bayésiennes peut présenter certains avantages. En effet,

ces méthodes utilisent des connaissances antérieures, exprimées sous forme de distribution

de probabilité, afin de modifier une information nouvelle. L’utilisation de lois de distri-

butions, et surtout de leurs propriétés, offre une certaine souplesse pour modéliser des

problèmes complexes. Jusqu’à récemment, un obstacle à l’utilisation de ces méthodes ve-

nait du fait que, dans des problèmes complexes, la distribution a posteriori des paramètres

étudiés est multidimensionnelle et possède rarement une écriture analytique simple.

Des études réalisées sur des données de patients atteints de VIH et de la leucémie,

avec des méthodes paramétriques et d’autres non-paramétriques ont montré l’efficacité

des méthodes bayésiennes. L’efficacité globale à été vérifiée dans le cadre de la théorie

décisionnelle (pour les risques bayésiens), et le sujet reste ouvert pour d’autre étude.
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Résumé

L’objectif de ce mémoire est d’étudier les méthodes d’estimation de la fonction de

survie dans les essais cliniques. Nous comparons les deux approches : fréquentiste et

bayésienne en donnant les points de différences et de ressemblances entre les deux ap-

proche. En plus, nous donnons une application du processus stochastiques dans l’inférence

statistique.

60



Annexes

Annexe A

Figure 3.4: Densité exponentielle et courbes de survie.

Figure 3.5: Weibull densité et la fonction de risque avec λ = 1.

Figure 3.6: Les densités gamma et les risques avec λ = 1 et k = 0,5,1,2 et 3.

61



3.4. Conclusion 62

Annexe B

TEMPS CENSURE TEMPS CENSURE TEMPS CENSURE

5 1 30 1 7 0

6 0 7 0 5 0

8 1 4 0 31 1

3 1 8 0 5 0

22 1 5 0 58 1

1 0 10 1 1 0

7 1 2 0 2 0

9 1 9 0 1 1

3 1 36 1 3 0

12 1 3 0 43 1

2 0 9 0 1 0

12 1 3 0 6 0

1 1 35 1 53 1

15 1 8 0 14 1

34 1 1 0 4 0

1 1 5 0 54 1

4 1 11 1 1 0

19 0 56 1 1 0

3 0 2 0 8 0

2 1 3 0 5 0

2 0 15 1 1 0

6 1 1 0 1 0

60 0 10 1 2 0

7 0 1 0 7 0

60 0 7 0 1 0

11 1 3 0 10 1

2 0 3 0 24 0

5 1 2 0 7 0

4 0 32 1 12 0

1 0 3 0 4 0

13 1 10 0 57 1

3 0 11 1 1 0

2 0 3 0 12 0

1 0

Table 3.2: Les données d’infection au VIH
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l’épidémiologie. Louvain-la-Neuve ; ISBN : 978-2-8073-0026-2.

[5] Dellaportas, P ; Smith, A.F.M.(1993). Bayesian inference for generalized linear and

proportional hazards models via Gibbs sampling.

Applied Statistics 42,443-459.
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[15] Lee T.E ; Wang.W.J.(2003).Statistical Methods for Survival Data Analysis .Canada ;

ISBN : 0-471-36997-7.
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